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Streszczenie 
 

Praca dotyczy zastosowania algorytmu optymalizacji rojem cząstek do 
znajdowania ekstremów globalnych dla wybranych funkcji jedno i wie-
lomodalnych. Na podstawie wyników eksperymentu obliczeniowego 
wyłoniono warianty ustawień parametrów algorytmu zapewniające 
jego największą skuteczność.  
 

Słowa kluczowe – optymalizacja rojem cząstek, ekstremum globalne, funkcje te-
stowe. 
 

 
1 Wprowadzenie 

 
Algorytmy, które powstały na bazie obserwacji natury, zyskały w ostatnich latach 
wielką popularność. Pozwalają one efektywnie rozwiązywać złożone problemy op-
tymalizacyjne występujące w praktyce inżynieryjnej. 
 Zwierzęta żyjące w stadach wybierają korzystne dla siebie czynniki środowiska, 
bazując na własnych doświadczeniach oraz informacjach przekazywanych przez 
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inne osobniki stada. Dzięki analogii do takich i innych zachowań istot żywych po-
wstało wiele algorytmów. Najbardziej znane z nich to: algorytm optymalizacji rojem 
cząstek (ang. particle swarm optimization, PSO), algorytm mrówkowy (ang. ant co-
lony optimization), algorytm pszczeli (ang. bee algorithm), algorytm ławicy ryb 
(ang. fish school search). Algorytmy te dobrze sprawdzają się w praktyce, ponieważ 
można je łatwo przystosować do rozwiązywania niemal każdego problemu, nieza-
leżnie od postaci funkcji celu, nałożonych ograniczeń, rozmiaru przestrzeni rozwią-
zań itp. Wynika to z faktu, że nie przetwarzają one bezpośrednio parametrów zada-
nia, lecz ich zakodowaną postać. Algorytmy te stosują probabilistyczne reguły 
wyboru, co sprawia, że są zdolne do wychodzenia z ekstremów lokalnych.  

W artykule rozpatrywane jest działanie algorytmu optymalizacji rojem cząstek 
zastosowanego do znajdowania ekstremów globalnych dla wybranych funkcji jedno 
i wielomodalnych. Celem jest znalezienie takich wartości parametrów algorytmu, 
które zapewniają jego największą skuteczność. 

 
2 Algorytm optymalizacji rojem cząstek 
 
Algorytm optymalizacji rojem cząstek (PSO), zaproponowany roku w 1995 przez 
przez Kennediego i Eberharta [6], jest stochastycznym algorytmem obliczeniowym 
naśladującym zachowanie przemieszczającego się stada ptaków. W celu znalezienia 
pożywienia każdy osobnik stada przemieszcza się z prędkością określoną na podsta-
wie swoich własnych najlepszych poprzednich doświadczeń oraz najlepszych do-
świadczeń pozostałych osobników stada. Jednocześnie prędkości poruszania się do-
bierane są tak, żeby zachowany był odpowiedni dystans między poszczególnymi 
osobnikami [1,2,3]. 

Algorytm PSO pracuje ze zbiorem (nazywanym rojem) potencjalnych rozwiązań 
problemu (nazywanych cząstkami). Każda cząstka ݅	 jest opisana przez swoją pozy-
cję ௜ܺ = ,௜ଵݔ) ,௜ଶݔ … , ܸ  ௜௠) oraz prędkośćݔ ௜ = ,௜ଵݒ) ,௜ଶݒ … , -௜௠), przy czym rozwiąݒ
zanie problemu (w ݉ wymiarowej przestrzeni) jest reprezentowane przez wektor  ௜ܺ. Rój składa się z n cząstek. Proces poszukiwania najlepszego rozwiązania odbywa 
się iteracyjnie. W każdej iteracji, każda cząstka roju przesuwa się do nowej pozycji 
uwzględniając swoją poprzednią pozycję i poprzednią prędkość, a także swoją naj-
lepszą do tej pory znalezioną pozycję ܲ ௜ 	= 	 ,௜ଵ݌) ,௜ଶ݌ … , -௜௠) oraz najlepszą dotych݌
czasową pozycję w całym roju,	ܩ	 = 		 (݃ଵ, ݃ଶ, … , ݃௠)..  

 Niech ݐ oznacza numer bieżącej iteracji algorytmu. Prędkość cząstki ݅	w ite-
racji ݐ, obliczana jest według następującego wzoru: 
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௜௝௧ݒ 			= ௜௝(௧ିଵ)ݒݓ + ܿଵݎଵ(݌௜௝ − (௜௝௧ିଵݔ + ܿଶݎଶ(ܩ௝ − ݆  ௜௝௧ିଵ)    dlaݔ = 1, . . . , ݉ 
 (1) 

 
gdzie ݓ jest współczynnikiem nazywanym wagą inercji, ܿଵ, ܿଶ są współczynnikami 
uczenia (nazywanymi, odpowiednio, kognitywnym i socjalnym), ݎଵ , ݎଶ  –  liczbami 
losowymi z przedziału [0,1]. 

Nowa pozycja cząstki ݅, ௜ܺ,  wyznaczana jest  ze wzoru: 
௜௝௧ݔ  		= 	 ௜௝௧ିଵݔ + ௜௝௧ݒ     dla   ݆ = 1, . . . ݉  (2) 
 
Algorytm optymalizacji rojem cząstek działa według poniższego schematu. 
 

1. Ustaw wartości początkowe parametrów: ݓ, ܿଵ , ܿଶ.  
2. Ustaw ݐ = 0. Wygeneruj początkowy rój ܴ(ݐ).  
3. Dla każdej cząstki ݅ w ܴ(ݐ) wyznacz wartości funkcji celu ݂( ௜ܺ). 
4. Zapamiętaj najlepszą cząstkę ܩ w ܴ(ݐ). Dla każdej czątki ݅ w ܴ(ݐ) za-

pamiętaj jej aktualną pozycję jako najlepszą, ௜ܲ. 
5. Dopóki kryterium stopu nie jest spełnione, wykonuj: 
6.  Ustaw ݐ = 1 + 1. 
7.  Wygeneruj nowy rój ܴ(ݐ) na podstawie ܴ(ݐ − 1), stosując 

wzory (1) i (2). 
8.  Dla każdej cząstki ݅ w ܴ(ݐ) wyznacz wartość funkcji celu ݂( ௜ܺ). 
9.  Dla każdej cząstki ݅ w ܴ(ݐ) zaktualizuj jej najlepszą pozycję  ௜ܲ. 
10.  Zaktualizuj najlepszą pozycję ܩ w całym roju ܴ(ݐ). 
11. Zwróć najlepsze znalezione rozwiązanie, ܩ. 

 
W naszej implementacji początkowa pozycja każdej cząstki w roju była generowana 
losowo, a prędkość początkowa ustawiona była na 1. Algorytm kończył działanie po 
wykonaniu 1000000 iteracji.  

 
3 Opis badanych funkcji 
 
Do wykonania badań algorytmu PSO wybrane zostały 4 typowe funkcje testowe: 
funkcja Beale’a, Easoma, Himmemblau i Levy’ego [4,5,7,8,9]. Opisy tych funkcji 
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zawarte są w tabeli 1.  Rysunek 1 przedstawia ich wizualizacje wykonane za pomocą 
narzędzia 3D Function Grapher z parametrem grid=22 [10]. 
 
Tabela 1. Funkcje testowe 
 
Nr Funkcja Opis 
1 Funkcja Beale’a ݂(ݔ, (ݕ = (1,5 − ݔ + ଶ(ݕݔ + (2,25 − ݔ + +ଶ)ଶݕݔ (2,625 − ݔ +  ଷ)ଶݕݔ

dla −4,5 ≤ ,ݔ ݕ ≤ 4,5 

Funkcja jednomodalna.  
Ma jedno minimum globalne  
w punkcie  ݌∗ = (3; 0,5), ݂( (∗݌ = 0. 

2 Funkcja Easoma 
,ݔ)݂  (ݕ = −cos(ݔ) cos(ݕ) eି(௫ିగ)మି(௬ିగ)మ	 
dla −100 ≤ ,ݔ ݕ ≤ 100 

Funkcja jednomodalna.  
Ma jedno minimum globalne  
w punkcie  ݌∗ = ,ߨ) (∗݌	)݂ ,(ߨ = −1.  
Obszar zawierający minimum glo-
balne jest stosunkowo mały wzglę-
dem przestrzeni przeszukiwań.  

3 Funkcja Himmemblau 
,ݔ)݂  (ݕ = ଶݔ) + ݕ − 11)ଶ + ݔ) + ଶݕ − 7)ଶ 

dla −6 ≤ ,ݔ ݕ ≤ 6 

Funkcja wielomodalna.  
Ma cztery minima globalne  
w punktach:  ݌ଵ∗ = (3,0; ∗ଶ݌ ,(2,0 = (−2,805118; ∗ଷ݌  ,(3,131312 = ∗ସ݌  ,(3,283186−;3,779310−) = (3,584428;−1,848126).  ݂( (∗ଵ݌ = ݂( (∗ଶ݌ = ݂( (∗ଷ݌ = (∗ସ݌	)݂ = 0. 

4 Funkcja Levy’ego nr 13 
,ݔ)݂  (ݕ = sinଶ(3ݔߨ) + ݔ) − 1)ଶ(1 + sinଶ(3ݕߨ))+ ݕ) − 1)ଶ(1 + sinଶ(2ݕߨ)) 
dla −10 ≤ ,ݔ ݕ ≤ 10 

Funkcja wielomodalna.  
Ma jedno minimum globalne  
w punkcie ݌∗ (∗݌)݂ ,(1,1) = = 0. 
Posiada dużą liczbę minimów lo-
kalnych. 

 
 
Rysunek 1 zamieszczony na następnej stronie przedstawia ich wizualizacje wyko-
nane za pomocą narzędzia 3D Function Grapher z parametrem grid=22 [10]. 
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(1) (2)

 
(3) (4)

 
 
Rysunek 1. Wizualizacje funkcji (1) Beale’a (2) Easoma, (3) Himmemblau , (4) 
Levy’ego.  
 
4 Eksperyment obliczeniowy 
 
Niniejszy rozdział zawiera wyniki badania działania algorytmu PSO znajdującego 
minima globalne 4 opisanych wcześniej funkcji w zależności od wartości jego para-
metrów: wagi inercji (ݓ), wpółczynników uczenia (ܿଵ i ܿଶ) oraz rozmiaru populacji 
(݊). Dla każdej funkcji użyto 36 różnych wariantów ustawień parametrów algo-
rytmu. Przedstawione są one w tabeli 2. Dla każdego wariantu parametrów algorytm 
uruchamiany był 10 razy. Tak więc, w całym eksperymencie wykonanych zo-
stało1440 uruchomień algorytmu (prób znalezienia ekstremum globalnego). 

Jako miarę jakości algorytmu przyjęto jego skuteczność, która jest zdefiniowana 
jako procentowy stosunek liczby udanych prób znalezienia ekstremum globalnego 
do liczby wszystkich prób, przy czym próbę uznaje się za nieudaną, jeżeli liczba 
iteracji przekroczy 1000000, a ekstremum globalne nie zostanie znalezione. Dla każ-
dego wariantu wyznaczona została także średnia liczba iteracji dla prób skutecznych. 
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Tabela 2. Wykaz wariantów ustawień parametrów algorytmu 
 

Nr  ܿଵ, ܿଶ ݓ ݊ Nr ܿଵ, ܿଶ ݊ ݓ Nr ܿଵ, ܿଶ  ݊ ݓ

1  2 0.1 10 13 2 0.1 25 25 2 0.1 50 

2  2 0.5 10 14 2 0.5 25 26 2 0.5 50 

3  2 1 10 15 2 1 25 27 2 1 50 

4  2 Rand [0;1] 10 16 2 Rand [0;1] 25 28 2 Rand [0;1] 50 

5  1.5 0.1 10 17 1.5 0.1 25 29 1.5 0.1 50 

6  1.5 0.5 10 18 1.5 0.5 25 30 1.5 0.5 50 

7  1.5 1 10 19 1.5 1 25 31 1.5 1 50 

8  1.5 Rand [0;1] 10 20 1.5 Rand [0;1] 25 32 1.5 Rand [0;1] 50 

9  1 0.1 10 21 1 0.1 25 33 1 0.1 50 

10  1 0.5 10 22 1 0.5 25 34 1 0.5 50 

11  1 1 10 23 1 1 25 35 1 1 50 

12  1 Rand [0;1] 10 24 1 Rand [0;1] 25 36 1 Rand [0;1] 50 
 
 
4.1   Badanie dla funkcji Beale’a 
 
Wyniki poszukiwania minimum globalnego dla funckji Beale’a przedstawione są 
w tabeli 3. Średnia skuteczność algorytmu po wszystkich wariantach ustawień para-
metrów wyniosła 71,4%, natomiast średnia liczba iteracji we wszystkich udanych 
próbach – 18,8. 

Skuteczność równa 100% osiągnięta została dla 8 następujących wariantów usta-
wień parametrów algorytmu: 1, 13, 16, 19, 25, 26, 27 i 35, przy czym najmniej ite-
racji, średnio 8.2, wykonanych zostało dla wariantu 25. 

Przy zastosowaniu ustawień parametrów o numerach 9 i 21, algorytm nie znalazł 
minimum globalnego (przy założonym kryteriu stopu, tzn. w 1000000 iteracji). Dla 
obu tych wariantów ܿଵ = ܿଶ = ݓ ,1 = 0.1, a wielkość populacji nie przekracza 25. 
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Tabela 3. Wyniki obliczeń dla funkcji Beale’a 
 

Nr 
Skuteczność 

[%] 
Liczba 
iteracji Nr Skuteczność 

[%] 
Liczba 
iteracji Nr Skuteczność  

[%] 
Liczba  
iteracji 

1 100 80,2 13 100 10,1 25 100 8,2 

2 80 23,5 14 90 20, 6 26 100 17,1 

3 60 34,2 15 90 31,7 27 100 24,1 

4 80 30,1 16 100 17,0 28 90 12, 6 

5 20 11,0 17 80 9,3 29 80 7,1 

6 70 16,7 18 70 12,6 30 90 11,4 

7 70 28,3 19 100 18,9 31 80 17,4 

8 70 28,7 20 80 13,3 32 80 10,5 

9 0 – 21 0 – 33 10 7,0 

10 10 16 22 60 12,0 34 90 11,3 

11 90 23,3 23 80 17,0 35 100 13,7 

12 40 15,8 24 60 11,8 36 50 9,6 
 

 
4.2   Badanie funkcji Easoma 
 
Wyniki obliczeń dla funkcji Easoma znajdują się w tabeli 4.  

Algorytm PSO dobrze sprawdził się w poszukiwaniu minimum globalnego tej 
funkcji osiągając 100% skuteczność dla 28 badanych wariantów parametrów. Śred-
nia skuteczność dla wszystkich wariantów wyniosła 87,2%, a średnia liczba iteracji 
dla udanych prób – 27,0.  

Najmniej iteracji przy 100% skuteczności – średnio 11,3 – algorytm potrzebował 
przy ustawieniu parametrów zgodnie z wariantem 29.  

Dla dwóch wariantów 5 i 9, minimum globalne nie zostało znalezione. 
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Tabela 4. Wyniki obliczeń dla funkcji Easoma 
 

Nr 
Skuteczność 

[%] 
Liczba
iteracji Nr Skuteczność 

[%] 
Liczba
iteracji Nr Skuteczność  

[%] 
Liczba 
iteracji 

1 80 46,6 13 100 18,4 25 100 14,1 

2 100 44,3 14 100 27,2 26 100 22,4 

3 100 56,1 15 100 39,4 27 100 35,2 

4 100 38,2 16 100 26,5 28 100 20,1 

5 0 – 17 100 15,5 29 100 11,3 

6 90 31,4 18 100 21,2 30 100 17,3 

7 100 39,9 19 100 29,8 31 100 25,6 

8 80 31,9 20 100 18,5 32 100 25,6 

9 0 – 21 30 21,0 33 100 16,6 

10 30 30,0 22 100 19,5 34 100 15,5 

11 100 35,3 23 100 27,2 35 100 20,7 

12 30 39,0 24 100 19,3 36 100 15,6 

 
 
4.3   Badanie funkcji Himmemblau 
 
Wyniki obliczeń dla funkcji Himmemblau przedstawione są w tabeli 5.  

Algorytm PSO dobrze sprawdził się w wyszukiwaniu minimów globalnych tej 
funkcji. Średnia skuteczność po wszystkich wariantach wartości parametrów jest 
równa 89,4%, przy czym skuteczność 100% została osiągnięta dla 27 wariantów. 
Najmniejsza liczba iteracji, średnio 8,6, wymagana była dla wariantu 29. Średnia 
liczba iteracji dla prób skutecznych wyniosła 17,6. 

Minimum globalne nie zostało znalezione tylko dla jednego wariantu  
– o numerze 9.  
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Tabela 5. Wyniki obliczeń dla funkcji Himmelblau 
 

Nr 
Skuteczność 

[%] 
Liczba
iteracji Nr Skuteczność 

[%] 
Liczba
iteracji Nr Skuteczność  

[%] 
Liczba 
iteracji 

1 100 30,4 13 100 11,4 25 100 8,9 

2 100 21,4 14 100 18,2 26 100 16,7 

3 90 41,6 15 100 27,0 27 100 20,1 

4 100 24,1 16 100 16,7 28 100 13,8 

5 40 12,8 17 100 9,9 29 100 8,6 

6 90 21,3 18 100 15,2 30 100 13,4 

7 100 27,3 19 100 21,1 31 100 18,0 

8 100 19,2 20 100 13,2 32 100 12,0 

9 0  – 21 60 14,16 33 70 8,9 

10 60 13,2 22 100 13,6 34 100 11,7 

11 90 24,3 23 100 19,0 35 100 16,0 

12 20 25,5 24 100 14,0 36 100 11,6 
 

 
4.4  Badanie funkcji Levy’ego nr 13 
 
W tabeli 6 przedstawiono wyniki badania minimum funkcji Levy’ego.  

Skuteczność równa 100% osiągnięta została dla ponad połowy (19) badanych 
wariantów. Średnia skuteczność po wszystkich próbach wyniosła 80,3%. Średnia 
liczba iteracji dla udanych prób wyniosła 2948,3. Wartość ta wynika z wykonania 
bardzo dużej liczby iteracji dla 3 wariantów ustawień parametrów (1, 6 i 24). Dla 
pozostałych wariantów liczba iteracji była znacznie mniejsza i nie przekraczała 40. 
Średnia liczba iteracji dla udanych prób z pominięciem wariantów 1, 6 i 24 wynosi 
20,4. Najmniej iteracji – średnio 8,2 – wykonał algorytm z ustawieniami parame-
trów o numerze 29. 

Najgorzej wypadły warianty, gdzie ܿଵ = ܿଶ = 1 i ݓ	 = 	0,1. Przy takich warto-
ściach parametrów i populacji składającej się z 10 i 25 osobników nie udało się 
znaleźć minimum globalnego. Dla ݊ = 50, skuteczność algorymu wyniosła 30%, 
co w porównaniu do pozostałych wariantów parametrów jest słabym wynikiem.  
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Tabela 6. Wyniki obliczeń dla funkcji Levy’ego 
 

Nr 
Skuteczność

[%] 
Liczba 
iteracji Nr Skuteczność

[%] 
Liczba 
iteracji Nr Skuteczność 

[%] 
Liczba 
iteracji 

1 50 59687,4 13 100 15,0 25 100 10,3 

2 100 31,1 14 100 20,4 26 100 17,0 

3 70 47,9 15 100 31,5 27 100 25,4 

4 90 29,7 16 100 22,4 28 100 15,4 

5 10 16,0 17 80 15,3 29 100 8,2 

6 80 14164,9 18 90 16,6 30 100 13,7 

7 90 32,7 19 100 23,5 31 100 21,0 

8 70 28,6 20 100 16,4 32 100 13,1 

9 0 – 21 0 – 33 30 10,3 

10 40 17,75 22 80 16,6 34 100 13,0 

11 80 37,6 23 100 20,3 35 100 18,6 

12 40 15,8 24 90 25757,1 36 100 12,3 
 
 
4.5   Podsumowanie uzyskanych wyników  
 
Minimum funkcji zostało znalezione w 82% wszystkich 1440 uruchomień algo-
rytmu, przy czym dobór parametrów był kluczowy w odniesieniu sukcesu. Zastoso-
wanie pewnych wariantów parametrów dawało skuteczność równą 100% dla każdej 
z badanych funkcji, a w przypadku niektórych innych wariantów dla każdej z funckji 
obserwowano niską skuteczność algorytmu.  

W niniejszym podrozdziale przeanalizujemy działanie algorytmu PSO na podsta-
wie wartości średniej skuteczności liczonej po wszystkich badanych funkcjach te-
stowych. Rysunek 2 przedstawia wartości średniej skuteczności dla każdego z 36 
wariantów ustawień parametrów. 
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Rysunek 2. Średnia skuteczność po wszystkich  badanych funkcjach 

 
Na rysunku tym widzimy, że rozmiar populacji ma znaczny wpływ na jakość wyni-
ków. Przy ݊ = 10 (warianty 1-12) średnia skuteczność nigdy nie osiągnęła 100%, 
podczas gdy dla ݊ = 25 i 50 (warianty 13-24 i 25-36), stuprocentowa skuteczność 
dla wszystkich 4 funkcji testowych została uzyskana w 7 przypadkach. Liczba 
wariantów, dla których średnia skuteczność jest nie mniejsza niż 90% jest równa 4, 
9 i 10, gdy rozmiar populacji wynosi, odpowiednio, 10, 25 i 50. 

Dla wariantu o numerze 9, algorytm  PSO nie znalazł ekstremum globalnego dla 
żadnej z testowanych funkcji. W wariancie tym ܿଵ = ܿଶ = ݓ ,1 = 0.1 i ݊ = 10. 
Przy takich ustawieniach współczynników uczenia i wagi inercji również dla więk-
szych populacji średnia skuteczność algorytmu jest niewielka. Wynosi ona 22.5% 
i 52.5%, odpowiednio, dla ݊ = 25 i 50 (warianty 21 i 33). 

W tabeli 7 zebrane zostały dwa rodzaje wariantów ustawień parametrów algo-
rytmu, a mianowicie warianty, przy których średnia skuteczność wynosi 100% oraz 
warianty ze średnią skutecznością nie przekraczającą 75%.  

W  tabeli tej widzimy, że w 5 spośród 7 najlepszych wariantów ustawień para-
metrów współczynniki uczenia mają wartość 2 i, jak już było wspomniane wcze-
śniej, we wszystkich 7 najlepszych wariantach ݊ ≥ 25.  

Jeżeli chodzi o najgorsze warianty, to w większości z nich  ܿଵ = ܿଶ = ݓ ,1 = 0,1 
oraz ݊ = 10. 
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Tabela 7. Najlepsze i najgorsze ustawienia parametrów algorytmu  
 
 Skuteczność 

[%] Nr ܿଵ, ܿଶ ݓ ݊ 

Najlepsze ustawienia 
parametrów: 

100 13 2 0.1 25 

100 16 2 Rand [0;1] 25 

100 19 1.5 1 25 

100 25 2 0.1 50 

100 26 2 0.5 50 

100 27 2 1 50 

100 35 1 1 50 

Najgorsze ustawienia 
parametrów: 

0% 9 1 0.1 10 

17.5% 5 1.5 0.1 10 

22.5% 21 1 0.1 25 

32.5% 12 1 Rand [0;1] 10 

35% 10 1 0.5 10 

52.5% 33 1 0.1 50 
  
 

5 Wnioski i uwagi końcowe 
 
W pracy zaimlementowano i zbadano działanie algorytmu optymalizacji rojem czą-
stek zastosowanego do znajdowania ekstremów globalnych funkcji. Wykonany zo-
stał eksperyment obliczeniowy z wykorzystaniem 4 funckji testowych.  

W eksperymencie tym zbadano 36 różnych wariantów ustawień parametrów al-
gorytmu. Na podstawie uzyskanych wyników określone zostały takie wartości para-
metrów algorytmu, które dają wysoką skuteczność znajdowania ekstremum global-
nego oraz wartości, przy których działanie algorytmu nie jest satysfakcjonujące. 
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A particle swarm optimization algorithm for finding global extrema of 

some benchmark functions 
 
Abstract 
 

In this paper, we present the particle swarm optimization algorithm for 
finding the global extrema of several single and multimodal functions. 
The values of the algorithm parameters which ensure its best perfor-
mance are determined on the basis of the computational results. 
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