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Identyfikacja wzorcow w finansowych szeregach czasowych
z wykorzystaniem hierarchicznych metod grupowania
na przykladzie kursu BTC/PLN
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Streszczenie

W artykule przedstawiono zastosowanie metody Warda do identyfikacji wzor-
cow w finansowych szeregach czasowych, na przyktadzie kursu waluty kryp-
tograficznej bitcoin. Wykorzystujac zidentyfikowane wzorce, generowano
prognozy zmian kursu w analizowanym szeregu dla danych zbioru testowego,
ktére nie zostaty wykorzystane w procesie identyfikacji wzorcow. Przecigtny
absolutny oraz maksymalny btad prognozy na danych zbioru testowego byt
niewielki, natomiast zgodnos$¢ kierunku zmian kursu BTC/PLN na zbiorze te-
stowym wynosita tylko 60%.

Stowa kluczowe — bitcoin, grupowanie szeregdw czasowych, rozpoznawanie
WZOorcOw

1 Wprowadzenie

Metody grupowania danych byly wykorzystywane do identyfikacji wzorcow w fi-
nansowych szeregach czasowych na rynku walutowym i na rynku akcji. Stosowano
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m.in. metod¢ k-§rednich, algorytmy hierarchicznego grupowania danych, samoorga-
nizujace sieci Kohonena, algorytmy genetyczne, metod¢ najblizszych sgsiadow [1,
2,3,4].

W tym artykule przedmiotem analizy bedzie szereg czasowy indekséw tancucho-
wych dla cen kryptowaluty bitcoin. Elektroniczny system ptatnosci kryptowaluta
bitcoin stwarza mozliwosci inwestycyjne. W Internecie funkcjonujg liczne gietdy
umozliwiajgce handel kryptowaluta. Podejmowane sg proby prognozowania kursu
bitcoina, implementacji automatycznych systemow transakcyjnych i opracowania
strategii inwestycyjnych wykorzystujacych rozmaite metody data mining [5, 6, 7, 8].

W niniejszym artykule opisano probe identyfikacji wzorcow w ksztattowaniu si¢
kursu kryptowaluty. Analizowane bgdzie podobienstwo w tygodniowych zmianach
kursu BTC/PLN na gieldzie BitMarket.pl.

Do identyfikacji wzorcéw w analizowanym szeregu wykorzystany zostanie algo-
rytm hierarchicznego grupowania danych metoda Warda. Metode tg szczegotowo
opisuje m.in. Andrzej Stanisz [9]. Wzorce zostang wygenerowane na podstawie tzw.
zbioru treningowego, natomiast ocena grupowania oraz miary jako$ci prognoz wy-
znaczone zostang na podstawie tzw. zbioru testowego, stanowiacego ostatnie obser-
wacje analizowanego szeregu czasowego (obejmujace okres 5-ciu tygodni), ktore
nie zostaty wykorzystane w procesie generowania wzorcoéw. W oparciu o zidentyfi-
kowane wzorce podjeta zostanie proba prognozowania kierunku zmian kursu bitco-
ina. Prezentowane wyniki uzyskano z wykorzystaniem darmowych programow
Gretl 1 R. Dane dotyczace kursu kryptowaluty bitcoin na wybranych gieldach sg
ogolnodostgpne w Internecie [10].

2 Hierarchiczne metody grupowania danych

Rezultatem dziatania algorytmow grupowania hierarchicznego jest drzewo hierar-
chicznie utozonych skupien, tzw. dendrogram. W metodzie Warda wykorzystuje si¢
analiz¢ wariancji do szacowania odlegtos$ci migdzy skupieniami. Na kazdym etapie
tworzenia dendrogramu, spos$rod wszystkich mozliwych do taczenia par skupien wy-
biera si¢ te, ktora w rezultacie taczenia da skupienie o najmniejszym zréznicowaniu.
Wplyw na uzyskiwany dendrogram ma sposob zdefiniowania miary odlegtos$ci mig-
dzy obiektami. Tutaj grupowane bgda szeregi czasowe.

W literaturze wskazywane sa rézne propozycje zdefiniowania odlegtosci miedzy
szeregami czasowymi, m.in. odlegto$¢ euklidesowa, DTW (ang. dynamic time war-
ping) czy miary oparte na wspotczynniku korelacji liniowej lub kolejnosciowej mig-
dzy porownywanymi szeregami [1, 4, 11, 12, 13, 14, 15].
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W tym artykule gléwna uwaga zostanie skoncentrowana na probach prognozo-
wania kierunku zmian kursu BTC/PLN, dlatego wykorzystana zostanie miara odle-
glosci migdzy szeregami czasowymi oparta na wspdlczynniku korelacji kolejnoscio-
wej Spearmana. Odleglo$¢ ta zdefiniowana jest jako [11]: m(X,Y)=1-ry(X Y), gdzie
rs oznacza wartos¢ wspolczynnika korelacji kolejnosciowej dla wartos$ci szere-
géw X i1 Y. Wyznaczanie wspdtczynnika korelacji kolejnosciowej miedzy dwoma
cechami rozpoczyna si¢ od tego, ze poszczegdlnym wariantom obu cech (tutaj po-
szczegblnym elementom analizowanych szeregéw) nadaje si¢ rangi, czyli kolejne
numery od 1 do n (tutaj n jest liczba obserwacji analizowanych szeregow), ktore
pozwalaja uporzadkowac ciag obserwacji (rosnaco lub malejaco). Wspotczynnik ko-
relacji kolejno$ciowej wyznaczany jest zgodnie ze wzorem [16, s. 294]:

6Zn:di2
:1_ i=l
L=l ) (1)

gdzie: n — liczba obserwacji, d; — r6znica miedzy rangami, ktore sg przypisane i-tej
obserwacji pierwszej i drugiej cechy.
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Rysunek 1. Przykladowe szeregi czasowe
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Na mozliwo$¢ wykorzystania wspdlczynnika korelacji kolejnosciowej do grupo-
wania podszeregéw wyroznionych z szeregow czasowych zwrocono uwage na
przyktad w pracach [4, 11]. W odroznieniu od wspotczynnika korelacji liniowej,
wspotczynnik korelacji kolejnosciowej mierzy rowniez monotoniczne zaleznosci
nieliniowe. Przyktadowo, w przypadku szeregéw przedstawionych na rys. 1 wartos¢
wspoétczynnika korelacji kolejnosciowej dla wartosci tych szeregdw wynosi 0,994,
Zalezno$¢ ta jest istotna statystycznie na poziomie istotnosci 1%. Odleglo$¢ miedzy
analizowanymi szeregami wynosi m(X, Y)=1-0,994=0,006. Z kolei wspotczynnik ko-
relacji liniowej dla warto$ci analizowanych szeregéw wynosi 0,4749 i nie rdzni si¢
statystycznie od zera na poziomie istotnosci 10%.

3 Identyfikacja wzorcow na przykladzie kursu BTC/PLN na gieldzie
BitMarket.pl

Przedmiotem analiz jest szereg indeksow tancuchowych wyznaczonych na podsta-
wie cen kryptowaluty bitcoin z zamknigcia sesji na gieldzie BitMarket.pl w okresie
11 marca 2014 r. — 11 pazdziernika 2015 r. (rysunek 2).
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Rysunek 2. Szereg indeksoéw tancuchowych dla cen kryptowaluty bitcoin

Indeksy tancuchowe okreslone byly nastepujaco:
y(O=p(t)/p(t-1), 2
gdzie p(t) — cena kryptowaluty bitcoin na gieldzie BitMarket.pl z zamknigcia sesji
w chwili t.
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Analizowany szereg czasowy indeksow tancuchowych byt stacjonarny (na co wska-
zywaty wyniki testow KPSS i ADF). Warto$¢ wyktadnika Hursta dla analizowanego
szeregu wynosita 0,5367 i przekraczala poziom graniczny 0,5, co sugerowato, ze
w analizowanym szeregu zachodzi dlugoterminowa zalezno$¢ danych i istnieje moz-
liwo$¢ przewidywania przysztych kierunkéw zmian kursu BTC/PLN na podstawie
wczesniejszych warto$ci.

Rys. 3 przedstawia histogram uzyskany na podstawie wartosci analizowanego
szeregu.
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Rysunek 3. Histogram dla wartos$ci indeksu tancuchowego kursu BTC/PLN

Analizowany zbior danych zostat podzielony na dwa podzbiory. Dane za okres
11 marca 2014 r. — 6 wrzes$nia 2015 r. stanowity tzw. zbior treningowy, na pod-
stawie ktorego poszukiwane byly wzorce w analizowanym szeregu, natomiast
dane za okres 7 wrzes$nia 2015 r. — 11 pazdziernika 2015 r. stanowity tzw. zbior
testowy. Dane zbioru testowego, ktore nie byly wykorzystane w procesie genero-
wania wzorcow, postuzyty do oceny doktadnosci prognoz uzyskiwanych w opar-
ciu o zidentyfikowane schematy w szeregu. Dokonano identyfikacji wzorcow na
podstawie wektorow generowanych przez 7 kolejnych wartosci indeksow tancu-
chowych wyznaczonych dla cen kryptowaluty bitcoin z zamknigcia sesji.
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W zaprezentowanym przyktadzie liczb¢ uwzglednionych opdznien przyjeto
arbitralnie. Zbidr treningowy stanowilo 539 obiektow 7-wymiarowych postaci:
(y(t-6),..., y(t-1), y(t)), gdzie y(t) — wartos$¢ indeksu tancuchowego dla cen bit-
coina z zamknigcia sesji w chwili t). Tak zdefiniowany zbidr obiektow poddano gru-
powaniu metodg Warda, przyjmujac miare odlegtosci zdefiniowang jako 1- 7, gdzie
rs — wspotczynnik korelacji kolejno$ciowej Spearmana.

Na podstawie uzyskanego dendrogramu dokonano podziatu obiektow zbioru tre-
ningowego na 9 grup. Przerywang linig zaznaczono przyjete (arbitralnie) miejsce
podziatu dendrogramu (rys. 4).
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Rysunek 4. Dendrogram uzyskany dla zbioru treningowego.

Srodki poszczegdInych grup byly zidentyfikowanymi wzorcami. Uzyskane w ten
sposob wzorce przedstawia rys. 5.
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Rysunek 5. Wzorce dynamiki indeksow tancuchowych dla cen bitcoin

4 Prognozowanie przyszlych zmian kursu BTC/PLN na podstawie zi-
dentyfikowanych wzorcow

Dla kazdego elementu zbioru testowego wyznaczono prognoze indeksu tancucho-
wego cen kryptowaluty bitcoin z zamknigcia sesji w oparciu o wartosci tego indeksu
z 6-ciu poprzednich sesji. W tym celu dla kazdej obserwacji zbioru testowego wy-
znaczono najblizszy (wedtug przyjetej miary odlegtosci) jej wzorzec w 6-wymiaro-
wej przestrzeni, tzn. uwzgledniajac wspotrzedne (y(t-6), ..., y(t-1)). Jako poszuki-
wang prognoze indeksu tancuchowego w chwili t przyjeto wspotrzedna y*(t) wzorca,
ktory byt najblizszy danej obserwacji.

Tabela 1 przedstawia odlegtosci poszczegdlnych elementow zbioru testowego od
wzorcOw w sensie przyjetej miary odleglosci w przestrzeni 6-wymiarowej. Najbliz-
szy danej obserwacji bedzie ten wzorzec, dla ktdrego warto$¢ 1- r; bedzie najblizsza
zeru liczba, czyli, im wspotczynnik korelacji kolejnosciowej Spearmana bedzie bliz-
szy 1. Jesli dla wigkszej niz 1 liczby wzorcow miara odleglosci migdzy dang obser-
wacja, a tymi wzorcami przyjmowata minimalng warto$¢, wowczas jako prognoze
przyjeto Srednia arytmetyczng wartosci ostatnich wspotrzgdnych tych wzorcow.
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Tabela 1. Odleglosci obserwacji zbioru testowego od wzorcow

wzl wz2 wz3 wz4 wzS wz6 wz7 wz8 wz9 prognoza

0,5143 | 1,3714 | 1,7143 | 0,8000 | 1,0857 | 1,3143 | 1,3714 | 0,5714 | 0,2286 0,9840

0,8000 | 0,9714 | 1,3143 | 1,8857 | 0,9143 | 0,8571 | 0,6286 | 0,5714 | 1,6000 0,9994

1,3143 | 1,1429 | 1,2000 | 0,9143 | 1,9429 | 0,4000 | 0,6286 | 0,6857 | 0,8571 0,9858

0,7429 | 1,6000 | 0,3429 | 1,4857 | 0,8571 | 1,0286 | 1,6000 | 1,3143 | 0,9714 1,0013

1,8857 | 0,4571 | 0,4000 | 1,0286 | 1,0857 | 1,2571 | 1,0286 | 0,7429 | 1,0857 1,0013

1,0286 | 0,6857 | 0,8571 | 0,2857 | 0,7429 | 0,8000 | 0,6857 | 1,7714 | 1,2571 1,0052

0,8000 | 1,0857 | 0,7429 | 1,4286 | 0,3429 | 1,7143 | 1,6571 | 0,8571 | 0,8571 0,9946

1,8857 | 0,2857 | 0,5714 | 1,2571 | 1,1429 | 0,9143 | 0,5143 | 0,7429 | 1,6000 0,9861

0,9143 | 1,2571 | 0,6286 | 0,4000 | 1,2000 | 0,4571 | 0,9143 | 1,8857 | 1,0286 1,0052

0,6286 | 1,1429 | 1,1429 | 0,6857 | 0,4000 | 1,8857 | 1,8286 | 0,9143 | 0,2286 0,9840

1,2000 | 0,2286 | 1,4286 | 1,2571 | 0,6286 | 1,1429 | 0,3429 | 0,6286 | 1,6571 0,9861

0,6286 | 1,4857 | 1,3714 | 0,9143 | 1,6000 | 0,2286 | 0,6286 | 1,2000 | 1,0286 0,9858

0,4571 | 1,6000 | 1,2571 | 1,0857 | 0,8571 | 1,5429 | 1,8286 | 0,6857 | 0,1714 0,9840

1,4857 | 0,2286 | 1,2571 | 1,4286 | 0,8571 | 1,2000 | 0,4571 | 0,3429 | 1,5429 0,9994

1,2000 | 1,0857 | 0,6857 | 1,2571 | 1,5429 | 0,0571 | 0,3429 | 1,3714 | 1,7143 0,9858

1,2000 | 1,3714 | 0,2857 | 1,2571 | 1,0857 | 1,2571 | 1,7143 | 0,9714 | 0,6286 1,0013

1,2000 | 0,4571 | 1,2571 | 0,1143 | 0,8571 | 1,0857 | 0,6857 | 1,2571 | 0,9143 1,0052

0,1714 | 1,2000 | 1,3714 | 1,1429 | 0,2286 | 1,3143 | 1,2000 | 1,2571 | 1,0857 1,0043

1,1429 | 0,7429 | 1,7714 | 1,0857 | 1,3714 | 1,0286 | 0,6857 | 0,1714 | 0,8571 0,9994

0,4000 | 1,7714 | 1,1429 | 1,1429 | 1,4286 | 0,2857 | 0,9143 | 1,3714 | 1,0286 0,9858

1,1429 | 1,2571 | 0,8571 | 1,3143 | 1,1429 | 1,4857 | 1,6571 | 0,4000 | 0,4000 0,9917

1,6571 | 0,4000 | 0,4571 | 1,2571 | 0,9714 | 0,7429 | 0,4571 | 1,1429 | 1,8286 0,9861

0,9714 | 1,3714 | 0,5714 | 0,3429 | 1,3143 | 0,5714 | 1,1429 | 1,7714 | 0,7429 1,0052

0,7429 | 0,9714 | 0,9714 | 0,8000 | 0,2286 | 1,9429 | 1,7714 | 0,9714 | 0,4571 0,9946

1,3714 | 0,1714 | 1,2000 | 1,3143 | 0,5714 | 1,3143 | 0,5143 | 0,5714 | 1,6000 0,9861

0,8571 | 1,3714 | 0,9714 | 0,9143 | 1,6000 | 0,0571 | 0,5143 | 1,4857 | 1,3143 0,9858

0,9714 | 1,4857 | 0,6857 | 1,2571 | 1,0857 | 1,4286 | 1,8286 | 0,6857 | 0,3429 0,9840

1,3714 | 0,2286 | 1,2000 | 0,4000 | 0,8571 | 0,9143 | 0,3429 | 1,2000 | 1,3714 0,9861

0,1714 | 1,6000 | 0,9714 | 1,3714 | 0,5143 | 1,0286 | 1,3714 | 1,4286 | 1,0857 1,0043

1,5429 | 0,5714 | 1,3714 ] 0,9143 | 1,3714 | 1,2571 | 0,8571 | 0,1714 | 0,6857 0,9994

0,4000 | 0,5714 | 1,2571 | 0,6857 | 1,0286 | 0,4571 | 0,7429 | 1,6571 | 1,1429 1,0043

1,0286 | 1,2000 | 0,8571 | 1,6571 | 0,9143 | 1,4857 | 1,5429 | 0,4000 | 0,7429 0,9994

1,8286 | 0,4000 | 0,5714 | 1,0857 | 1,3714 | 0,5143 | 0,2857 | 1,0286 | 1,7143 1,0304

0,6857 | 1,5429 | 0,6286 | 0,4000 | 1,0857 | 0,7429 | 1,3714 | 1,8286 | 0,6286 1,0052

0,9143 | 0,7429 | 1,1429 | 0,8571 | 0,2857 | 2,0000 | 1,6000 | 0,6857 | 0,5143 0,9946
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Na przecieciu i-tego wiersza i j-tej kolumny podana jest odleglo$¢ i-tej obserwacji
od j-tego wzorca. Kolorem szarym wyrdzniono najmniejszg z odlegtosci dla po-
szczegblnych obserwacji. Dodatkowo w tabeli znajduje si¢ kolumna o nazwie pro-
gnoza zawierajagca wygenerowang prognoze y*(t).Przecietny absolutny procentowy
btad prognozy indeksow tancuchowych dla cen bitcoina na zbiorze testowym wyno-
sit 1,34% a maksymalny btad procentowy wynosit 3,06% (rys. 6).

—e— Procentowy btgd prognozy |

Rysunek 6. Procentowy btad prognozy na zbiorze testowym

Niestety niskim btedom prognoz nie towarzyszyta wysoka zgodnos$¢ kierunku
zmian kursu. Dla danych zbioru testowego zgodno$¢ kierunku zmian wynosita
60%. Opracowanie metody, ktora pozwalalaby z duza dokladnoscia prognozowac
kierunek zmian kursu kryptowaluty bitcoin mogtoby zwigkszy¢ szanse osiggnigcia
zysku w przypadku inwestycji z wykorzystaniem opcji binarnych. Opcje binarne
umozliwiajg inwestowanie w wirtualne monety bez koniecznosci ich posiadania. In-
westor ma za zadanie przewidzie¢ czy kurs bitcoina wzros$nie czy spadnie, czyli czy
w momencie zakonczenia opcji cena kryptowaluty bedzie wyzsza czy nizsza od ceny
poczatkowej [17].

Dokonano réwniez oceny doktadnos$ci przyporzadkowania obserwacji zbioru te-
stowego do wzorcéw za pomoca miernika okre§lonego wzorem [4]:

n

Z”i
Acc == (3)
n

45



Kinga Kadziotka

. 1 dla m(yiﬁwi)gp
gdzie u, = ,
’ {0 dla m(y,,w,)>p
n - liczba elementow (tutaj liczba obserwacji zbioru testowego),
yi —i-ty element zbioru testowego,
w; — wzorzec najblizszy i-temu obiektowi,
m — miara odlegto$ci migdzy obiektami,
p —ustalona warto$¢.
Miernik Acc przyjmuje wartos¢ z przedziatu [0,1]. Im warto$¢ ta jest blizsza 1 tym
lepsza doktadno$¢ przyporzadkowania obiektéw do wzorcow. Przyjeto arbitralnie,
ze porownywane 6-elementowe szeregi czasowe sa podobne jesli wspotczynnik ko-
relacji kolejnosciowej Spearmana mig¢dzy nimi wynosi co najmniej 0,7 i dlatego
okreslono parametr p=0,3. Wéwczas dla danych zbioru testowego Acc=0,611.

Podsumowanie

Prognozy uzyskane na podstawie zidentyfikowanych wzorcow obarczone byty
niskimi bledami. Jednakze zgodno$¢ kierunku zmian kursu na zbiorze testowym wy-
nosita tylko 60%. W przypadku stosowania hierarchicznych metod grupowania da-
nych wystepuje pewien element subiektywizmu zwigzany m.in. z ustaleniem miej-
sca podziatu dendrogramu.

Do wyznaczenia liczby skupien mozna wykorzysta¢ m. in. wykres przebiegu
aglomeracji, réznice odlegtosci miedzy kolejnymi weztami czy regute Mojeny [9].
Nie ma jednak ,,uniwersalnej” metody ustalenia punktu, w ktorym nalezy dokonac
podziatu dendrogramu (a tym samym ustalenia liczby skupien, na ktore nalezy po-
dzieli¢ zbior danych), ktora dawataby najlepsze rezultaty w kazdym przypadku. Po-
nadto rezultat grupowania zalezy tez od sposobu zdefiniowania miary odlegtosci
oraz metody wigzania skupien. Istotny wptyw na uzyskiwane wyniki ma tez sposéb
transformacji zmiennych wejsciowych.

W zaprezentowanym przykltadzie uwaga zostata skoncentrowana na prognozo-
waniu kierunku zmian kursu BTC/PLN i wykorzystano jako zmienne wejSciowe in-
deksy tancuchowe cen kryptowaluty z zamknigcia sesji. Identyfikujac wzorce w fi-
nansowych szeregach czasowych mozna rowniez zastosowaé inne transformacje
danych wej$ciowych, m.in. stopy zwrotu czy normalizacje lub wykorzysta¢ dane
w postaci nieprzeksztatconej [3, 4]. Rowniez w tej kwestii brak jest uniwersalnego
podejscia, ktore umozliwiatoby uzyskiwanie najlepszych rezultatow dla kazdego
zbioru danych.
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Pattern recognition in financial time series using hierarchical cluster-
ing. The case of BTC/PLN exchange rate prediction

Abstract
The aim of this article was to present the use of Ward’s method to identify
patterns in BTC/PLN exchange rate. Identified patterns were used to predict
BTC/PLN movement direction. Mean absolute percentage error and maximal
percentage error on the test set were small, but the movement direction was

correctly predicted only in 60% of cases.

Keywords — Bitcoin, time series clustering, pattern recognition
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