Zeszyty Naukowe WWSI, No 26, Vol. 16, 2022, pp. 21-60
DOI: 10.26348/znwwsi.26.21

Autoenkodery. Podstawy budowy
wydajnych modeli uczenia maszynowego

Gabriel Rodewald*

Warszawska Wyzsza Szkota Informatyki

Streszczenie

Autoenkoder jest siecia neuronowa ztozona z pary koder-dekoder. Koder odpo-
wiada za redukcj¢ wymiarowos$ci danych w modelu przy jednoczesnym zachowaniu
kluczowych cech, niezbednych do odtworzenia danych wejSciowych przez dekoder.
Z uwagi na cechy architektury wewnetrznej wyodrebnia si¢ autoenkodery determi-
nistyczne oraz probabilistyczne. Istnieja wyspecjalizowane wersje autoenkoderéw
odpowiadajace tematyce realizowanych modeli uczenia maszynowego, na przyktad
autoenkodery odszumiajace, rekurencyjne, splotowe, wariacyjne lub rzadkie. W
artykule zostaly przedstawione jedynie najistotniejsze zagadnienia zwiazane z
autoenkoderami.

Stowa kluczowe — uczenie maszynowe, uczenie glebokie, autoenkodery, autoenkodery waria-
cyjne, autoenkodery odszumiajace, autoenkodery rzadkie, autoenkodery konwolucyjne, autoen-
kodery rekurencyjne

1 Wstep

Szukajac rozwiazan probleméw o duzej ztozonosci nalezy liczy¢ sig¢ ze wzrostem ilosci prze-
twarzanych danych. Modele uczenia maszynowego powinny zatem by¢ nie tylko precyzyjne,
lecz takze zoptymalizowane pod katem wydajnosci. Przyjmujac, ze takim problemem bytoby
wygenerowanie obrazu dowolnego obiektu, nalezatoby na wstgpie wytypowaé najwazniejsze
cechy pierwowzoru obiektu. Powierzajac to zadanie zespotowi ztozonemu ze specjalistéw, czas
poswigcony na wyodrgbnienie kluczowych cech obiektu i przeprowadzenie testow bylby nieopta-
calny wzgledem jakosci uzyskanych wynikéw. Dzigki autoenkoderom proces dopasowania cech,
ktére maja znalezé si¢ w modelu zostaje w pelni zautomatyzowany i podlega jedynie koficowej
ocenie specjalisty. Poprawnie zaprojektowana sie¢ neuronowa nie dopuszcza do przeuczenia,
redukuje wielowymiarowos¢ danych oraz przeprowadza weryfikacj¢ cech w skoficzonym czasie.
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W artykule zostang przedstawione wybrane zagadnienia dotyczace autoenkoderéw. Je-
zeli pojawi sig taka potrzeba, beda takze prezentowane listingi przedstawiajace implementacje
wybranych funkcji w jezyku Python (m.in. pochodzace z bibliotek Keras oraz PyTorch). W
prezentowanych listingach pojawia si¢ komentarze. Poniewaz w jezykach programowania nie
uzywa si¢ znakow diakrytycznych, to takze nie uzywa si¢ ich w komentarzach umieszczanych
w programie. W zwiazku z tym, ze listingi beda prezentowane w formie rysunkéw przedsta-
wiajacych zrzuty ekranu ze Srodowiska wspomagajacego uruchamianie programéw, dlatego
komentarze znajdujace si¢ wewnatrz prezentowanych listingéw takze pozbawione bgda polskich
znakéw diakrytycznych.

Niektdre pojecia odnoszace si¢ do autoenkoderdw, funkcji strat, a takze optymalizatorow,
oznaczane sa w artykule przy pomocy skrétéw literowych. Aby utatwic ich identyfikacje, uzy-
wane skréty zostang tutaj wyjasnione:

CAE — autoenkodery splotowe (ang. Convolutional Autoencoders),

CNN — konwolucyjne sieci neuronowe (ang. Convolutional Neural Networks),

DAE — autoenkodery odszumiajace (ang. Denoising Autoencoders),

GAN — generatywne sieci przeciwstawne (ang. Generative Adversarial Networks),

GD — spadek wzdtuz gradientu (ang. Gradient Descent),

MAE — $redni blad bezwzgledny (ang. Mean Absolute Error),

MSE — blad Srednio-kwadratowy (ang. Mean Square Error),

NLP —  przetwarzanie jezyka naturalnego (ang. Natural Language Processing),

RMSE — $rednia kwadratowa btedu, pierwiastek z MSE (ang. Root Mean Square
Error),

RMSProp — propagacja Sredniokwadratowa (ang. Root Mean Square Propagation),

RNN — rekurencyjne sieci neuronowe (ang. Recurrent Neural Networks),

SAE — autoenkodery rzadkie zwane takze rozproszonymi, (ang. Sparse Autoenco-
ders),

SGD - stoc})lastyczny spadek wzdtuz gradientu (ang. Stochastic Gradient Descent),

VAE — autoenkodery wariacyjne (ang. Variational Autoencoders).

2 Autoenkodery

Autoenkoder jest siecia neuronowg ztozona z mniejszych, wspétpracujacych ze soba sieci neu-
ronowych zwanych koderami oraz dekoderami. Przyjmuje si¢, ze najprostszy autoenkoder jest
zbudowany w oparciu o pojedyncza parg koder-dekoder [1]. Autoenkodery mozna dzieli¢ wedtug
r6znych kryteriéw. Mozna je np. zaklasyfikowa¢ jako deterministyczne albo probabilistyczne.
Wedtug innych kryteriéw mozna je podzieli¢ na autoenkodery niedopelnione (ang. undercom-
pleted autoencoders) oraz autoenkodery przepelnione (and. overcompleted autoencoders). Przy
tym drugim podziale, w pierwszym przypadku liczba warstw ukrytych jest mniejsza niz liczba
wejsé, za§ w drugim przypadku liczba warstw ukrytych jest wigksza niz liczba wejsc.

W pierwszym etapie koder redukuje dane wejSciowe aby wyodrgbnié kluczowe cechy
reprezentujace obiekt. Dane, na przyktad w postaci sekwencji pojedynczych obrazéw, ktére
zostaty przekazane do kodera sa mapowane na wektor i umieszczane w przestrzeni ukrytej. Sieci
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Rysunek 1. Uogdlniona architektura prostego autoenkodera [1]. Elementy od lewej to
dane wejSciowe, enkoder, warstwa ukryta o zmniejszonej liczbie danych, dekoder oraz
odtworzone dane.

autoenkodera mozna trenowa¢ metoda end-to-end (przekazujac dane w cyklu wejscie-wyjscie)
lub przekazujac kazda warstwe z osobna [1]. Na koficowym etapie dane otrzymuje dekoder w
celu odtworzenia danych wejsciowe z jak najmniejsza stratg (rys. 1)

Autoenkodery osadzajac reprezentacje cech obiektu moga operowaé na wielowymiarowych
ptaszczyznach. Mimo braku odgérnego limitu dotyczacego liczby warstw ukrytych zaleca sig,
aby nie bylo ich zbyt wiele. W przypadku nadmiernej liczby warstw pojawiaja si¢ dodatkowe
problemy, takie jak powolne uczenie modelu, niewystarczajace zasoby pamigci, pogarszajaca
si¢ precyzja obliczeni. Problem ten jest opisany jako przeklenstwo wymiarowosci, czyli wzrost
prawdopodobiefistwa blednych obliczen z kazda dodatkowa warstwa ukryta modelu. Aurélien
Géron w ksiazce Uczenie Maszynowe z uZyciem Scikit-Learn i TensorFlow [2] pisze, ze dokonujac
losowego wyboru punktu na dwuwymiarowym kwadracie jednostkowym szansa na to, ze punkt
znajdzie si¢ w odlegtosci mniejszej niz 0,001 od brzegu wynosi zaledwie 0,4%. Dla przestrzeni
tysiac-wymiarowej szansa ta przekroczy 99,999999%. Przyklad ten ilustruje jak moze wrastaé
ryzyko blednych obliczen wraz ze zwigkszaniem si¢ liczby warstw ukrytych w modelu.

2.1 Kodery

(...) zadanie kodera polega na pobraniu obrazu wejsciowego i zmapowanie go na punkt w prze-
strzeni ukrytej ([3], strona 71)'. Koder przyjmuje dane wejsciowe (zazwyczaj wielowymiarowe),
ktére nastepnie redukuje. Przekazuje na wyjScie wektor o zmniejszonej liczbie wymiaréw. Taki
wektor nazywany jest wektorem reprezentacji, gdyz zawiera jedynie najistotniejsze partie danych
wyselekcjonowane z calej populacji. Otrzymany wektor pozwala na odtworzenie pierwotnych
danych.

W procesie przetwarzania danych koder uzywa warstw konwolucyjnych, inaczej nazywanych
warstwami splotowymi. Warstwy konwolucyjne sa obszarami zawierajacymi filtry analizujace
dane wejSciowe w celu uwypuklenia pozadanych cech. Warstwy te poprzez uzycie funkcji reduku-

!Chociaz cytat dotyczy przetwarzania obrazu, to w uogélnieniu dane beda pobierane z zestawu, a
nastgpnie mapowane na punkt w przestrzeni ukryte;j.
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jacej (w bibliotece Keras taka funkcja jest Dense () ) zmniejszaja wymiarowoS¢ i ztaczaja dane
z przestrzenia ukryta. Przedstawiony tutaj opis jest duzym uproszczeniem, poniewaz architektura
(funkcje aktywacji, liczba warstw ukrytych) kodera powinna by¢ dobrana z uwzglednieniem
specyfiki rozwazanego problemu.

2.2 Dekodery

Dekoder przeprowadza dekompresj¢ danych dazac do ich jak najwierniejszego odtworzenia. W
odréznieniu od kodera uzywa konwolucyjnych warstw transponowanych. Najczgsciej spotykana
architektura dekodera jest odwrécony uklad stosowanego w modelu kodera. Wiele bibliotek
dedykowanych uczeniu maszynowemu wymaga, aby liczba wejS¢ kodera i wyjs¢ dekodera byta
taka sama.

Najpowszechniejsza praktyka jest jednoczesne szkolenie kodera i dekodera poprzez automa-
tyczne zwracanie danych z wyjscia dekodera na wejscie enkodera, co pozwala na wielokrotna
selekcje cech. David Foster w ksiazce Deep learning i modelowanie generatywne wskazuje,
ze biblioteka Keras posiada funkcje pozwalajace zamkna¢ kompletny cykl w zaledwie trzech
linijkach (pseudo) kodu ([3], strona 75):

model_input = encoder_input
model_output = decoder (encoder_output)
self.model = Model (model_input, model_output)

3 Rodzaje autoenkoderéw

Autoenkodery r6znia si¢ migdzy soba pod wzglgdem architektury. Powodem réznic w architektu-
rze s3 réznice w mozliwych zastosowaniach, np. do detekcji wizerunku, rozrézniania obiektéw,
klonowania i modyfikacji dZzwigku czy tez do wykrywania nieautoryzowanych platnosci. Przed
przystapieniem do tworzenia schematu autoenkodera nalezy wskazac cel, ktéry ma zostaé osia-
gniety poprzez implementacje modelu uczenia maszynowego (ang. machine learning model).
Réznice pomigdzy architekturami modeli dotycza najczgsciej:

* liczby warstw w modelu,

* rodzaju, liczby i rozmieszczenia funkcji strat,

* optymalizatoréw,

* funkcji aktywacji,

» wybranej technologii (biblioteki, frameworki, jezyk programowania).

3.1 Autoenkodery wariacyjne

Autoenkodery wariacyjne (ang. variational autoencoders, VAE) stanowia odrgbna, nowa klasg
autoenkoderéw. Ze standardowymi autoenkoderami taczy je podobny schemat architektury we-
wnetrznej. VAE sg probabilistyczne i maja potencjat generatywny. Wspomniana generatywnos$¢
oznacza, ze moga tworzy¢ reprezentacje nowych obiektéw bazujac jedynie na ogdlnych cechach
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encode > decode >

VAE (Kingma)

Rysunek 3. Model autokodowania w VAE. Strzalki na diagramie reprezentuja mapowanie

[5].

charakterystycznych egzemplarzy zaklasyfikowanych do podobnych grup [12]. ,,(...) modelo-
wanie dyksryminatywne probuje oszacowac prawdopodobieristwo, Ze obserwacja x nalezy do
kategorii y. (...) model generatywny prébuje oszacowac prawdopodobieristwo tego, Ze obserwacja

25



Gabriel Rodewald

@ ¢
-4 -
' 4
% -4 2 o 5] 4 -2 [
Standard Autoencoder Variational Autoencoder
(direct encoding coordinates) (pand o initialize a probability distribution)

Rysunek 4. Sposéb prébkowania danych w VAE [6].
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Rysunek 5. Réznica pomigdzy zakodowaniem obiektu przez koder autoenkodera (z
lewej) oraz przez koder autoenkodera wariacyjnego (z prawej) [3].

w ogole sig pojawi” ([3], str. 17).

Architektura VAE sklada si¢ z pary koder-dekoder, lecz to co ja wyrdznia to spos6b préb-
kowania i przetwarzania danych w modelu (rys.: 2, 3, 4). WartoS$ci przekazywane przez model
sa logarytmowane, dzigki czemu lepiej odzwierciedlajg liczbg wejs¢ i wyjS¢ sieci neuronowe;j.
Przekazany na wejscie obraz zostaje zapisany do dwéch réznych wektoréw: wektora y reprezen-
tujacego Sredni punkt rozktadu oraz wektora wartosci zlogarytmowanej dla kazdego punktu. Z
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Glasses
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Rysunek 6. Modyfikacja zdjecia poprzez dodanie okularéw [3].

Rysunek 8. Wygenerowane przez sie€ GAN wizerunki kotéw[8].

takiego wielowymiarowego rozktadu normalnego prébkowane sa wartosci z w celu zakodowania
obrazu. Stuzy do tego wzor:
2= i+ oe, (1)
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Rysunek 10. Efekt przetransferowania stylu z obrazu na obraz [10].

gdzie:
z — punkt z rozktadu normalnego,
€ — punkt prébkowany z rozktadu normalnego,
o — odchylenie standardowe,
1 — $rednia.

Wartos¢ ¢ pelni role straznika gwarantujacego umiejscowienie obiektéw podobnej kategorii
(zgrupowanymi wg wybranej, pozadanej cechy) w niewielkiej odlegtosci od siebie. Dzigki temu
dane poprawne nie zostang btednie sklasyfikowane jako wartoSci odstajace.

Warto zauwazy¢, ze nastepuje przejscie od mapowania w dwéch wymiarach do mapowania
wielowymiarowego (rys. 5). Autoenkodery wariacyjne sa generatywne. Niekiedy nazywa si¢
je takze probabilistycznymi, poniewaz czynnik losowosci przy generowaniu prébek nie zanika
tak jak w standardowych autoenkoderach (czg$¢ danych, ktére tworza obiekt zawsze pochodzi z
doboru losowego). Moga samodzielnie tworzy¢ prébki imitujac oraz jednoczes$nie modyfikujac
dane pochodzace z oryginalnego zestawu. W efekcie takiej transformacji na wyjsciu otrzymy-
wane sa dane, ktére wcze$niej nie wystgpowaly w zestawie. Zaprezentowane ponizej zdjgcie
(rys. 6) jest przyktadem resyntezy obrazu [13] polegajacej na zmianie czgsci obrazu poprzez
nalozenie elementu, ktérego pierwotnie tam nie byto.
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Rysunek 11. Generowanie twarzy na podstawie gtosu [11]. Pierwsza kolumna od lewej
przedstawia docelowy wizerunek. Nastepna, od lewej, wskazuje uzyskany przez model
obraz bazujac na prébce glosowej. Kolejne pig¢ kolumn stanowi wybierane przez model
mozliwe wizerunki celem dopasowania glosu.

Dzigki rozwojowi modeli bazujacych na VAE utworzono podobne sieci generatywne. Do
najbardziej znanych zaliczaja si¢ generatywne sieci przeciwstawne (ang. generative adversarial
networks, GAN), stynace z doskonatych rezultatéw generowania (nieistniejacych wczesniej)
reprezentacji ludzkich twarzy (rys. 7) [14]. MozliwoSci generatywne tych sieci mozna zobaczy¢
na stronie internetowej [7]. Podobne generatory mozna znaleZ¢ pod adresem [15].

Efektywnos¢ sieci nieco spada przy generowaniu wizerunkéw zwierzat, jak widac na grafice
przedstawiajacej koty (rys. 8). Ciekawostka jest, ze najwiekszym problemem dla sieci GAN?
jest utworzenie poprawnej reprezentacji konia widzianego z przodu (rys. 9).

Z uwagi na rosnaca popularnosci zastosowan komercyjnych sieci GAN, tworzone sa nowe,
wyspecjalizowane autoenkodery, ktérych podstawowym zadaniem jest manipulacja obrazem. Do
tej kategorii mozna zaliczy¢ autoenkodery zajmujace si¢ transferem stylu (rys. 10) (ang. style
transfer, ST) [16]. Glowna idea dziatania ST opiera si¢ na selekcji kluczowych cech jednego lub
wigcej obrazow i natozeniu ich na obraz docelowy.

W abstrakcie pracy autorstwa H. Liang i in. [11] zostal przedstawiony zupetnie nowy koncept
wykorzystania sieci GAN polegajacy na generowaniu ludzkich twarzy na podstawie nagranych
probek gtosowych (rys. 11). Autorzy wskazuja, Ze istnieje korelacja pomigdzy fizjonomia a
cechami charakterystycznymi glosu.

YInformacja aktualna dla danych zebranych w styczniu 2022.

29



Gabriel Rodewald

x )
L 4
) c(x)x)
f‘:\\t
X
-
DAE (Bengio)

Polx

Rysunek 12. Struktura autoenkodera odszumiajacego [1].
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Rysunek 13. Prébkowanie danych w DAE [5].

3.2 Autoenkodery odszumiajace

Autoenkoder odszumiajacy to rodzaj wielowarstwowej sieci perceptronowej ztozonej z 2L —
1 warstw ukrytych oraz L — 1 zestawOw przypisanych wag [18]. Zadaniem autoenkoderéw
odszumiajacych (ang. denoising autoencoders, DAE) jest redukowanie szumu w danych. Schemat
autoenkodera DAE zostat zaprezentowany na rysunku 12.

DAE najczgsciej wykorzystywane sg przy obrébee zdjeé, wideo oraz dZzwigkéow. Model
odwzorowujacy dane wejSciowe na wyjsciowe w skali 1:1 (tzn. X_wejsciowe = X_wyjsciowe)
nie jest korzystny, poniewaz nie jest w stanie odrzuci¢ wartosci oznaczonych jako szum. Chcac
zredukowad taka mozliwo$¢ wprowadza si¢ do danych szum generowany w sposéb stochastyczny.
Mapowanie stochastyczne (wybdr danych stanowiacych szum) odbywa si¢ wedtug wzoréw [17]:
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Ideally they are identical.
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Rysunek 14. Wizualizacja dziatania autoenkodera odszumiajacego [17].

7D ~ Mp (9|20, )

gdzie:
M p — mapowanie danych oryginalnych na szum,
z — pojedyncza probka danych ze zbioru, z € D,
T — zaszumiony odpowiednik prébki x, _
2 _ dane bedace d-wymiarowymi wektorami dla ktorych z(0=l1" 5”2”1
oraz:

Lpag(0,¢) = Z — folge @))%, (3)

SM—‘

gdzie:
fo — funkcja dekodujaca o parametrze 6,
g — funkcja kodujaca o parametrze ¢.

Wprowadzenia szumu do danych mozna dokonaé poprzez wprowadzenie nowych danych w
postaci szumu do istniejacego zestawu, albo poprzez losowe zastapienie szumem niektérych
danych z zestawu (rys. 13). Rezultatem takiego dziatania bedzie model potrafiacy odtworzy¢
pierwotne dane bez szumu.

Chcac zminimalizowa¢ redundancj¢ optacalne jest korzystanie z autoenkoderéw niedopetnio-
nych. Jak zaprezentowano na rysunku 14, dane poczatkowe sa czgs§ciowo zastgpowane szumem.
Model powinien nauczy¢ si¢ odréznia¢ istotne cechy od szumu i w konsekwencji odwzorowaé
na wyjsciu dane wejsciowe bez szumu.

31



Gabriel Rodewald

Inputs

g
§

¥ 00000

1apooug -

Rysunek 15. Budowa prostego autoenkodera rozproszonego [19].
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Rysunek 16. Dywergencja Kullbacka-Leiblera pomigdzy rozktadami Bernoulliego dla
p=0250raz0 < p<1[17].

3.3 Autoenkodery rzadkie

Autoenkodery rzadkie (ang. sparse autoencoders, SAE), zwane takze rozproszonymi, pilnuja by
podczas procesu uczenia modelu nie przekroczy¢ zadanego procentu jednorazowo aktywnych
w sieci neuronéw. Jej przyktadowa architektura zostata ukazana na rysunku 15. Wspomniany
procent aktywnych neuronéw nie moze by¢ ani zbyt maty (wéwczas model nie bedzie w stanie
odtworzy¢ prawidtowo danych), ani zbyt duzy (wéwczas model bgdzie zwracat zbyt wiele cech
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Rysunek 17. Podstawowa architektura autoenkodera splotowego[21].

redundantnych). Jego wartos$¢ jest monitorowana przez parametr straty rzadkosci (ang. sparsity
loss) zwany kara.

Funkcja kosztu (rys. 16) bazuje na dywergencji Kullbacka-Leiblera (ozn. KL) i dana jest
nastepujacym wzorem [20]:

S2 ) 1 _
N KL(p|l#?) = plog 2 + (1 — p) log —~ @)
Pj 1—p;

j=1
gdzie:
so — liczba neuronéw w warstwie ukrytej,
|| - rozbiezno$¢ (dywergencja) pomiedzy p a p’,
p, pj — zmienne losowe rozktadu Bernoulliego, gdzie p jest docelowo pozadanym pozio-
mem rozproszenia, a p; jest usredniong aktywacja jednostki ukryte;.

Im wigksza réznica pomiedzy p a p; tym wigksza bedzie natozona kara. Jesli p = pj, kara
wyniesie 0. Uwzgledniajac powyzsze, funkcja straty autoenkodera SAE wyraza si¢ wzorem [20]:

Toparse(W,0) = J(W,0) + 8> KL(pl|p7), )

j=1
gdzie:
W — waga (parametr) pomigdzy warstwa n a warstwa n + 1,

b — btad obciazenia (ang. bias) pomigdzy warstwa n a warstwa n + 1,
(8 — parametr kontrolny kary rozproszenia (rzadkosci).
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Rysunek 18. Przyktadowe pole recepcyjne [22].

3.4 Autoenkodery konwolucyjne

Autoenkodery konwolucyjne, zwane takze splotowymi, (ang. convolutional autoencoders, CAE)
wykorzystuja w swojej architekturze konwolucyjne sieci neuronowe (rys. 17) (ang. convolutional
neural networks, CNN). CAE posiadaja znaczng przewage nad zwyklymi autoenkoderami w
zakresie przetwarzania danych pochodzacych z obrazéw oraz wykrywania odlegtosci pomigdzy
osadzeniami stéw w warstwach ukrytych przy rozktadach NLP [23].

Obraz cyfrowy ztozony jest z pikseli mogacych przybraé warto$¢ liczbowa od 0 do 255.
W przeciwienistwie do innych typéw danych, przy przetwarzaniu obrazéw relacje pomiedzy
pikselami sa kluczowym czynnikiem pozwalajacym na wierne odtworzenie reprezentacji przez
dekoder. Glgbokie sieci neuronowe dos¢ dobrze radza sobie z przetwarzaniem nieskompli-
kowanych obrazéw (na przyktad cyfr z bazy danych MNIST? [24]), lecz nie nadaja si¢ do
przetwarzania obrazéw o wigkszej liczbie pikseli. Powodem jest zbyt duzy przyrost polaczen
neuronowych majacych odwzorowaé obiekt w stosunku do optacalno$ci wyuczenia modelu
(w tym przyrost czasowy jak i kosztowy, na przyktad w postaci zuzycia pradu, roboczogodzin
pracownikéw nadzorujacych proces uczenia modelu). W celu lepszego zrozumienia wydajnosci
sieci CNN przy przetwarzaniu obrazu nalezy zwrdci¢ uwage na polaczenia migdzy warstwami.
Pierwsza warstwa nie taczy si¢ z kazdym pikselem na obrazie (jak w przypadku standardowych
sieci glebokich), a jedynie z okrojonym polem lokalnym (rys. 18) bedacym wycinkiem obrazu
na ktérym akurat skupia si¢ algorytm. Warstwa pierwsza przekazuje tak okrojone dane do war-
stwy drugiej, ktdra dziata w taki sam sposéb koncentrujac si¢ jedynie na matym lokalnym polu
danych. Istote problemu trafnie oddaje ponizszy cytat ([3], strona 441): ,(...) obraz o rozmiarze
100x100 pikseli zawiera 10000 pikseli, a jezeli pierwsza warstwa sieci sktada sig¢ zaledwie z
tysigca neuronow (...), oznacza to tqcznie 10 milionéw poltqczen, a to dotyczy zaledwie pierwszej
warstwy. Problem ten zostaje rozwiqzany w sieciach CNN poprzez wprowadzenie czgSciowo
potaczonych warstw i wspotdzielenia wag”.

Rozwazajac uzycie sieci CNN nalezy zaznajomic si¢ z kilkoma waznymi pojgciami pozwa-

*Baza danych MNIST — baza danych odrecznych cyfr, uzywana do szkolenia réznych algorytméw
uczenia maszynowego (ang. MNIST database — Modified National Institute of Standards and Technology
database).
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Rysunek 19. Wizualizacja dziatania jadra [25].

lajacych doglebniej zrozumied ich dziatanie. Sa to: jadro splotowe (ang. convolutional kernel),
filtr oraz pooling.

3.4.1 Jadro splotowe

Jadro splotowe (ang. convolutional kernel) to zestaw danych okreSlany przez zadana wielko$¢
macierzy objety polem recepcyjnym (rys. 18). Poprzez pole recepcyjne nalezy rozumie¢ obszar
bedacym wycinkiem catosci obrazu, na ktérym aktualnie skupia si¢ algorytm. Jadro jest macierza
wag, w ktdrej kazda z wag mnozona jest przez dane wejsciowe (rys. 19).

3.4.2 Filtry

Filtry to zestawy jader wyznaczone do mapowania danych obrazu. Odpowiadaja za przekazywa-
nie wag i pamietanie relacji przestrzennych pomiedzy pikselami. Do obrazéw czarno-biatych
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Rysunek 21. Proces mapowania danych przez filtr [25].

stosuje si¢ przewaznie filtry pionowe i poziome, za$ do kolorowych filtry bazujace na kanatach
RBG (ang. Red, Blue, Green).

Wymiar budowy pojedynczego filtra to n+1, gdzie n to liczba jader, za$ 1 jest dodatkowym
wymiarem narzucanym odgérnie. Jesli suma jader stanowi macierz 2D, to filtr bedzie odpowied-
nikiem 3D (rys. 20). Kazde z jader odpowiada za przetwarzanie danych przechwyconych na
dedykowanym kanale wejsciowym. Filtr moze przemieszczac si¢ w sposéb domyslny piksel po
pikselu lub mie¢ okreslony krok (ang. stride), ktéry wykonuje poruszajac si¢ po obrazie (rys.
21).

W pierwszej iteracji wagi zebrane przez filtry szkolace sie¢ CNN sa losowe. Przy kolejnych
iteracjach filtry beda coraz lepiej dopasowane dzigki wyodrgbnieniu cech charakterystycznych ob-
razéw. Sie¢ bedzie mogta odtwarzaé obraz ze znacznie bardziej zredukowanej macierz badanego
obiektu.

3.4.3 Pooling

Pooling jest procesem redukcji (poprzez taczenie, scalanie) danych zblizonych pod wzgledem
warto$ci znajdujacych sig¢ obok siebie [28]. Poniewaz na obrazach piksele pozostajace w bliskim
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Rysunek 22. Pooling (Yaczenie, gromadzenie) — zmniejszanie obrazu poprzez scalanie
podobnych wartosci sasiadujacych [26].

maximum

Rysunek 23. Schemat wyboru danych przy zastosowaniu warstwy max pooling [27].

sasiedztwie maja zazwyczaj podobny kolor (oznaczony zblizona wartoscia liczbowa), mozna
zalozy¢, ze istnieje taki moment do ktérego oplacalne jest redukowanie sasiadujacych podobnych
wartoSci.

Sposrdd najczesciej stosowanych metod wyr6zniamy max pooling (rys. 22), gdzie warstwa
zakoduje tylko najwigksze wartosci wskazane przez dane okno macierzy oraz average pooling,
gdzie wybrane zostana wartosci uSrednione. Na rysunku 23 pokazano wyselekcjonowane wartosci
dla obu przypadkéw.
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Rysunek 24. Architektura sieci RNN na przyktadzie NLP (przektad z jezyka angielskiego
na jezyk francuski) [29]. Rysunek przedstawia brak rownosci w sekwencjach wejscie-
wyjscie.
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Rysunek 25. Architektura sieci RNN. Koder oraz dekoder sg wielowarstwowymi sieciami
RNN [30].

3.5 Autoenkodery rekurencyjne

Autoenkoder kazdorazowo powinien by¢ oceniany pod wzgledem wydajnosci w oparciu o typ
wprowadzanych danych. Przyktadowo, przetwarzajac dane sekwencyjne mozna postuzy¢ sig¢ sie-
cig CNN, cho¢ duzo lepszym wyborem begdzie zastosowanie rekurencyjnych sieci neuronowych
(ang. recurrent neural networks, RNN).

Sieci RNN sa wykorzystywane w nauczaniu nienadzorowanym oraz wszgdzie tam, gdzie
przetwarza si¢ jezyk naturalny (ang. natural language processing, NLP), szeregi czasowe (ang.
time series) lub obrazy (jesli spelniony zostanie warunek przetwarzania sekwencyjnego danych
wejsciowych). Przyktadowy schemat budowy zostal przedstawiony na rysunku 24). W sieciach
RNN koder moze otrzymac dane o innej dtugosci niz te, ktére trafiag do dekodera (rys. 25). Jest
to istotne zwlaszcza przy kodowaniu i dekodowaniu jezyka naturalnego, poniewaz struktury
jezykow przewaznie sg od siebie rézne. Przyktadowo, trzy stowa w zdaniu w jezyku polskim
., Storice jest 7otte.” po przethumaczeniu na jezyk angielski stang si¢ czterema stowami — ,, The sun
is yellow.”. Otrzymane na wej$ciu dane w wektorze a o dtugosci n i wymiarowo$ci m na etapie
kodera sa mapowane na wektor b, bedacy reprezentacja umozliwiajaca dekoderowi odtworzenie
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danych, i w takim stanie sg przekazane do dekodera.

4 Problemy zwiazane z zastosowaniem autoenkoderéw

Wigkszo$¢ autoenkoderéw zostala stworzona w celu optymalizacji procesu rozwiazywania
problemoéw $cisle okreslonej kategorii. Niedopasowanie rodzaju autoenkodera do kategorii pro-
blematyki rzutuje na jakos$¢ predykcji lub generatywnosci modelu. W celu lepszego zrozumienia
zagadnienia przyjmuje si¢, ze omawiane ponizej problemy dotycza danych, ktére sa:

1. sekwencja obrazéw ztozona z pojedynczych cyfr,

2. cyframi napisanymi odrgcznie, a nastgpnie zeskanowanymi,

3. obrazami dwuwymiarowymi, w odcieniach w skali szaroSci (reprezentowanymi przez
roztozenie odcieni szarosci pikseli na osiach x oraz y).

W konsekwencji rozwazane sg dwa nastgpujace problemy:

Problem 1: Brak przeskalowanego rozlozenia reprezentacji grup.
Autoenkoder nie daje gwarancji poprawnego osadzenia cyfr w przestrzeni ukrytej. Repre-
zentacje podobnych obiektow nie musza by¢ rownomiernie roztozone wzgledem punktéw
(0,0) na osiach z, y.

Problem 2: Niewlasciwe proporcje wielko$ci grup.
Przyjmujac, ze cyfra 0 wystepuje w zbiorze 50 razy, a cyfra 7 wystgpuje 5 razy, mozna
oczekiwac, ze osadzenie grupy zajmie wigcej miejsca dla cyfr 0 niz 7. Jak zauwaza D.
Foster [3], autoenkodery nie zapewniaja ciqgtosci przestrzeni i cyfry roztozone blisko
siebie na osiach nie musza przynaleze¢ do tej samej grupy. Wptywa to na bigdne typowanie
wyniku przy losowym wyborze cyfry i odtwarzaniu oryginalnego jej obrazu.

Problemy z poprawna klasyfikacja danych pojawiaja si¢ juz przy dwoch wymiarach przestrzeni
ukrytej. Autoenkodery o prostej architekturze sa nieefektywne przy bardziej zaawansowanych
projektach, w ktérych dane sa osadzane w n-wymiarach. Rozwiazaniem sa autoenkodery waria-
cyjne, ktore zostaty opisane w podrozdziale o autoenkoderach wariacyjnych (p. 3.1).

4.1 Funkcje strat

Funkcja strat (zwana réwniez funkcjq kosztu lub kosztem) to informacja zwrotna w postaci
obliczen wskazujaca jak daleko od pozadanego efektu znajduje si¢ przetworzona prébka danych
otrzymana na wyjsciu. Parafrazujac, na podstawie wyliczonego btedu wiadomo, czy autoenkoder
zmierza w prawidtowym kierunku poszukujac jak najlepszego odwzorowania oryginalnych
danych wejsciowych [31].

Funkcje strat opisuje si¢ na wiele sposobow. Ponizej zostaty wyszczegdlnione najczgsciej
uzywane funkcje strat zaimplementowane w bibliotekach Keras i PyTorch. Tam gdzie byto to
mozliwe wskazano alternatywne rozwiazanie bez zastosowania bibliotek.
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Rysunek 26. Wizualizacja straty MSE [31]

Py e [ S T "
Fklasa straty MSAE

tf.keras.losses . MeanSquaredError (

reduction = "auto”,

name = "mean_squared_error"

)

# przekazanie wartosci wejsciowe] oraz predykowane
y_true = [[0., 1.], [0., O.]

y_pred = [[1., 1.], [1., O0.]]

# zmienna mse, do ktorej przekazujemy dane

mse = tf.keras.losses
mse (y_true, y_pred).numpy()

.MeanSquaredError ()

# wywolanie funkcii

mse (y_true, y_pred, sample weight = [0.7, 0.3]) .numpy ()}

wagami

20

Rysunek 27. Strata MSE. Implementacja przy pomocy biblioteki Keras [32]
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import torch
import torch.nn as nn

input torch.randn(3, 5, requires_grad Ifrue)
target = torch.randn(3, 5)

mse_loss = nn.MSELess ()

output = mse_loss (input, target)

Rysunek 28. Strata MSE. Implementacja przy pomocy biblioteki PyTorch [33]

import numpy as np

def mse_loss(y_pred, y_true):

squared_error = (y_pred y_true) #=x 2
sum_squared_error = np.sum(squared_error)
loss = sum_sdquared_erreor / y_true.size

return loss

Rysunek 29. Strata MSE. Implementacja bez uzycia bibliotek uczenia glebokiego [31]

4.1.1 MSE - blad Srednio-kwadratowy

Jednym ze sposobéw opisu funkcji strat jest opis w postaci btedu §rednio-kwadratowego (rys.
26). Biad Srednio-kwadratowy (czasem Sredni blad kwadratowy) oznacza si¢ skrotem MSE
(ang. mean square error) [31]. Dla kazdej prébkowanej wartos$ci obliczany jest kwadrat r6znicy
migdzy wyjsciem rzeczywistym a oczekiwanym. Wyniki otrzymane dla prébkowanych wartosci
sa usredniane. Przyjmuje sig, ze im mniejszy wspdtczynnik M S E tym lepszy jest model. M SE

dany jest wzorem:
n

1
MSE =~ (yi—4)% (6)
- ;( )
gdzie:
y; — rzeczywista wartos¢,
Ji — prognozowana warto$¢,
i=1,2,3,...n.

Na rysunkach 27 oraz 28 przedstawiono przyklady obliczania funkcji strat MSE przy pomocy
bibliotek Keras oraz PyTorch. Na rysunku 29 ukazano zastosowanie funkcji starty MSE bez
uzycia bibliotek glebokiego uczenia maszynowego.
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Rysunek 30. Poréwnanie funkcji strat MAE (kolor czerwony) z funkcja straty MSE
(kolor niebieski) [31].

import torch
import torch.nn as nn

input = terch.randn({3, 5, requires_grad = True)
target = torch.randn(3, 5)

mae_loss = nn.LlLoss ()

output = mae_loss (input, target)

Rysunek 31. Strata MAE. Implementacja przy pomocy biblioteki Keras [32]

4.1.2 RMSE - srednia kwadratowa bledow

Inna mozliwo$cia opisu funkcji straty jest Srednia kwadratowa btedu, RMSE (ang. root mean
square error), bedaca pierwiastkiem zdefiniowanego uprzednio btedu $rednio kwadratowego
MSE [31]:

RMSE =vMSE. @)
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import numpy as np

def mae_loss |(y_pred, y_true):

abs_error = np.abs(y_pred y_Ltrue)
sum_abs_error = np.sum(abs_error)
less = sum_abs_error / y_true.size

return loss

Rysunek 32. Strata MAE. Implementacja przy pomocy biblioteki PyTorch [33].
import numpy as np

def mae_loss(y_pred, y_true):

abs_error = np.abs(y_pred - y_true)
sum_abs_error = np.sum(abs_error)
loss = sum_abs_error / y_true.size

return loss

Rysunek 33. Strata MAE. Implementacja bez uzycia bibliotek uczenia glgbokiego [31].

4.1.3 MAE - $redni btad bezwzgledny

Funkcja straty moze by¢ zaprezentowana réwniez jako Sredni btad bezwzgledny, MAE (ang.
mean absolute error (rys. 30) [31]. W tym przypadku usredniany jest modut réznicy pomigdzy
wartoscia rzeczywista a prognozowana;

1 & N
MAE == |y = Gil, 8)
i=1

gdzie:
y; — rzeczywista wartos¢,
Ji — prognozowana warto$¢,
1=1,2,3,...n.

Funkcja MAE nie koryguje wag w przypadku wystepujacych wartosci odstajacych (ang. outlier).
Wagi pozostaja w zaleznosci liniowej wzglegdem punktéw, zatem potozenie wartosci odstajacych
nie sa korygowane (w przeciwienistwie do wyniku M SE). Jesli w zatozeniu projektu mozna
pozwoli¢ na odrzucenie wartoSci odstajacych, funkcja M AFE bedzie lepszym wyborem niz
MSE.

MAE mozna zaimplementowaé przy pomocy bibliotek Keras i PyTorch, jak réwniez bez
uzycia bibliotek. Przyktady poszczeg6lnych implementacji funkcji straty MAE obrazuja nastepu-
jace algorytmy: biblioteka Keras (rys. 31), biblioteka PyTorch (rys. 32), bez uzycia bibliotek
glebokiego uczenia (rys. 33).
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Rysunek 34. Por6wnanie straty Hubera z funkcjami strat MSE oraz MAE [31]: kolor
niebieski — funkcja MSE, kolor czerwony — funkcja MAE, kolor zielony — strata Hubera.

# klasa straty Huber
tf.keras.losses.Huber (delta = 1.0, reduction="auto", name="
huber_loss")

# przekazanie wartosci wejsciowej oraz predykowanej
y_true = [[0, 1], [0, 0]]

y_pred = [[0.6, 0.4], [0.4, 0.6]

# zmienna h, do ktorej przekazujemy dane

h = tf.keras.losses.Huber ()

h(y_true, vy_pred).numpy()

# wywolanie funkcji z wagami
h(y_true, v_pred, sample_weight = [1, 0]).numpy()

Rysunek 35. Strata Hubera. Implementacja przy pomocy biblioteki Keras [32].
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import torch
import torch.nn as nn
torch.nn.HuberLoss (reduction='"mean’, delta=1.0)

Rysunek 36. Strata Hubera. Implementacja przy pomocy biblioteki PyTorch [33].

import numpy as np

def huber_ loss(y_pred, y, delta = 1.0):

huber _mse = 0.5 % (y - y_pred)=* 2
huber_mae = delta * (np.abs({y - y_pred) - 0.5 » delta)
return np.where(np.abs(y - y_pred) <= delta, huber_mse, huber_mae)

Rysunek 37. Strata Hubera. Implementacja bez uzycia bibliotek uczenia glgbokiego
[31].

4.1.4 Strata Hubera

Przy zatozeniu, ze posiadany zbiér danych nie zostat zweryfikowany, nie jest znany procent
wartosci odstajacych. Wybierajac MAE lub MSE jako funkcje straty nalezy uwzglgdnié pewien
procent zafatlszowanych danych, cho¢by z powodu nadmiernego usrednienia wag lub catkowitego
odrzucenie wartoSci odstajacych. Problem moze by¢ rozwiazany przy uzyciu funkcja straty
Hubera (rys. 34), bedacej potaczeniem MSE oraz MAE [31]. Zgodnie ze wzorem ponizej, dla
warto$ci mniejszych lub réwnych § strata Hubera uruchomi funkcje straty MSE, a dla wartosci
wigkszych aktywuje MAE:

( (x)) gdy |y — f()] <4,

—30% gdy |y—f(x)| >4

\ =

gdzie:
0 — parametr staty funkcji L,
y, f(x) — argumenty funkcji L.

Stratg Hubera mozna zaimplementowac przy uzyciu bibliotek Keras i PyTorch lub takze bez
wspomagania si¢ bibliotekami. Przyktady poszczegélnych implementacji: biblioteka Keras (rys.
35), biblioteka PyTorch (rys. 36), bez uzycia bibliotek uczenia glebokiego (rys. 37).

4.2 Algorytmy optymalizacyjne

Algorytmy optymalizacyjne, zwane potocznie optymalizatorami, sa jednym z czynnikéw wpty-
wajacych na zmniejszenie czasu uczenia modelu sieci glgbokiej [36]. Ich zadanie polega na
przyspieszeniu pracy modelu, tak aby w jak najkrétszym czasie osiagna¢ globalne minimum (rys.
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Rysunek 38. Wizualizacja poszukiwania globalnego minimum przez algorytm optymali-
zacyjny [34].

38). Aurélien Géron wskazuje na pozostale trzy aspekty majace duzy wptyw na skrécenie czasu
uczenia [2]:

* dobdr odpowiedniej funkcji aktywacji,
» prawidlowa inicjalizacja wag,
* uzycie normalizacji wsadowe;j.

Dostrajanie optymalizatoréw odbywa si¢ poprzez zmiang ich hiperparametréw. Z uwagi na
duza liczbe potencjalnych kombinacji, decyzje o ich wyborze nalezy doktadnie przemysle¢ w
oparciu o wymogi techniczne projektu. Jak podaja autorzy pracy Descending through a Crowded
Valley — Benchmarking Deep Learning Optimizers [35] na rok 2020 szacowano ponad 100
optymalizatoréw dedykowanych modelowaniu sieci w uczeniu gtebokim (rys. 39). Nizej zostanie
zaprezentowane zestawienie kilku optymalizatoréw, najczesciej wykorzystywanych w projektach
uczenia glgbokiego
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Rysunek 39. Liczba odniesien w publikacjach w ujeciu rocznym na portalu arXiv
(bazujac na tytutach oraz abstraktach) na temat danego optymalizatora [35].

4.2.1 GD oraz SGD

Spadek wzdluz gradientu (ang. gradient descent, GD) oznacza nadzorowanie wag i ich korygo-
wanie w celu osiagnigcia minimum [37]. Algorytm sprawdza aktualng pierwsza pochodna funkcji
straty i na jej podstawie dokonuje decyzji o dokonaniu minimalizacji. Dzigki propagacji wstecz
(ang. back propagation) warstwy sieci przekazuja migdzy soba aktualng wartosc¢ straty. Zdarza
si¢, ze dalsze obliczenia zostaja wstrzymane z powodu ugrzeZnigcia algorytmu w lokalnym
minimum (rys. 40).

Z dostgpnych n danych w zestawie, algorytm kazdorazowo wybiera wszystkie n elementow.
Z tego powodu zaleca sig¢, aby zbiér danych byt niewielki, poniewaz wagi ulegaja skorygowaniu
dopiero po przeliczeniu danych dla petnego zestawu wejsciowego. W przeciwnym razie czas
potrzebny na ukonczenie obliczen moze by¢ nieoptacalny wzgledem wydajnosci. Algorytm
wykorzystuje nastepujaca formute:

6o =0 — a7 J(0), (10)
gdzie:

0o — nowe przyblizenie rozwiazania,
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Rysunek 40. Przyktad globalnego minimum i lokalnych miniméw [37]. Lokalnych
minimum moze by¢ wiele.

0 — aktualne przyblizenie rozwigzania,
a — wspotczynnik okreslajacy tempo uczenia si¢ algorytmu,
VoJ(0) — kierunek najszybszego spadku.

Zaréwno we wzorze (10) jak i w dwoch kolejnych ponizej nalezy zwrécié¢ uwage na dobierana
w trakcie uczenia warto$¢ «, ktéra nieodpowiednio dostrojona moze powodowaé znacznie
pogorszy¢ jako$¢ optymalizacji (rys. 41).

Stochastyczny spadek wzdluz gradientu (ang. stochastic gradient descent, SGD) jest
ulepszona wersja spadku wzdtuz gradientu z ta réznica, ze nie uzywa si¢ wszystkich danych z
zasobu, lecz losowo wybierana jest pojedyncza obserwacja. Krok jest powtarzany tyle razy ile
danych jest w zestawie [39]. Dzigki tej niewielkiej zmianie model zyskuje na szybkosci, jest
bardziej skalowalny i nie wymaga przydzielenia duzego zasobu pamigci. Algorytm ma postac:

o =0—ae J(0;2";y"), (11

gdzie:
0o — nowe przyblizenie rozwiazania,
0 — aktualne przyblizenie rozwigzania,
a — wspotczynnik okreslajacy tempo uczenia sig¢ algorytmu,
z' —losowa prébka wyselekcjonowana do obliczef,
y® — etykieta przypisana prébce x?,
VoJ (0) — kierunek najszybszego spadku.
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low learning rate

high learning rate

\““‘—

good learning rate

-

epoch

Rysunek 41. Wptyw wartosSci « na koszt uczenia modelu [38].

Spadek wzdluz gradientu mini-batch (ang. Mini-batch gradient descent) to zmodyfikowany
algorytm GD, dla ktérego dobierana jest mniejsza partia (ang. mini-batch) reprezentantéw z
n elementéw znajdujacych si¢ w zestawie danych. Algorytm wybiera k z n reprezentantéw
dostgpnych w kazdej iteracji, przy czym k < n. Dzigki temu wagi sa aktualizowane na biezaco
(w przeciwienstwie do GD, gdzie wagi aktualizowane sa po przejsciu petnej iteracji na zbiorze)
[39]. GD mini-batch jest kompromisem pomiedzy algorytmami GD a SGD. Nie obcigza pro-
gramu nadmiarowymi obliczeniami (jak GD) i dokonuje doktadniejszej (niz SGD) korekty wag.
Algorytm dany jest wzorem:

90 —0—« Vo J(G, xi:i+n; yi:i+n)’ (12)

gdzie:
6y — nowe przyblizenie rozwiazania,
0 — aktualne przyblizenie rozwigzania,
a — wspotczynnik okrelajacy tempo uczenia si¢ algorytmu,
%" _ prébka wyselekcjonowana do obliczer z aktualizacja dla kazdych n danych
treningowych,
y#i+™ _etykieta przypisana prébce 2%+,
Vo J (0) — kierunek najszybszego spadku.
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Batch Gradient Descent Mini-Batch Gradient Descent

Rysunek 42. Wizualizacja poszukiwania globalnego minimum przez algorytm optymali-
zacyjny [39].

momentum
step
actual step

gradient
step

Rysunek 43. Krok szacowany przy uzyciu algorytmu Momentum [39].

Rysunek 42 ilustruje wybér krokéw w niektérych algorytmach z rodziny GD.
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SGD without momentum SGD with momentum

UE=S(==

Rysunek 44. Poréwnanie algorytméw SGD oraz SGD z dodanym Momentum [39].

“lookahead” gradient
step (bit different than
original)

momentum
siep

actual step

Rysunek 45. Krok szacowany przez algorytm Nesterov [38].

4.2.2 Momentum

Momentum jest algorytmem opartym na SGD z uwzglednieniem wstecznych wartosci gradientow
[40]. Wzory pozwalajace na wyliczenie Momentum ([2], strona 353) to:

{m = pm—nVyJ(H),

0 = 0+m, (13)

gdzie:
m — wektor momentu,
(8 — moment (ped),
1 — wspétczynnik uczenia,
V¢ J (0) — przyspieszenie.

W kazdej iteracji od wektora momentu odejmowany jest gradient przemnozony przez wspot-
czynnik uczenia (rys. 43). Nastgpuje aktualizacja wag, ktéra decyduje o przyspieszeniu badz
zwolnieniu. Warto$cia nadzorujaca i ewentualnie korygujaca nadmierne przyspieszenie jest
moment w zakresie od 0 do 1 (wynoszacy zazwyczaj 0.9).

Dzigki wprowadzonym zmianom algorytm lepiej radzi sobie z ucieczka z lokalnego mini-
mum (rys. 44), cho¢ nadal moze omija¢ globalne minimum poprzez ciagte zblizanie i oddalanie
si¢ od wskazanego miejsca.
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Rysunek 46. Poréwnanie krokéw w algorytmach Momentum oraz Nesterov [39]. Kolory:
niebieski — kroki Momentum, czerwony — korekta kroku w algorytmie Nesterov, zielony
— przyspieszenie wynikajace z gradientu w algorytmie Nesterov, brazowy — skok w
algorytmie Nesterov.

4.2.3 Nesterov

Nesterov jest zmodyfikowanym algorytmem Momentum wzbogaconym o modyfikacje polegajaca
na pomiarze gradientu w funkcji kosztu nie w lokalnej pozycji 0, ale nieco z przodu w kierunku
pedu 0 + pm ([2], strona 353). Wzory pozwalajace na obliczenie wartoSci krokéw (rys. 45) sa
nastgpujace ([2], strona 354):

m = pm—nVeJ(0+ Bm),
{5 2o a9

gdzie:
m — wektor momentu,
[ — moment (pgd),
1 — wspoOtczynnik uczenia,
Vg J (0) — przyspieszenie.

Warto zwrdéci¢ uwage na réznice w zachowaniu algorytméw Momentum oraz Nestrov przy
wyliczaniu kolejnych krokéw. Na rysunku 46 przedstawiono poréwnanie krokéw w obydwu
algorytmach.

4.2.4 RMSProp

RMSProp (ang. Root Mean Square Propagation) jest algorytmem, ktéry do aktualizacji wag
uzywa jedynie najnowszych wartosci gradientéw [36]. Jego zachowanie przypomina dzialanie
algorytmu Momentum z uwzglednieniem redukcji oscylacji wynikajacych z kolejnych krokéw
(oscylacje w ksztalcie litery W zostaja maksymalnie zredukowane). Algorytm opisany jest
réwnaniami ([2], strona 356):

¥

5)

Bs+ (1= 08)VeJ(0) @ Vo J(0),
0 —nveJ(0)DVs+ ¢,

gdzie:
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10.0

—— Adam
75 > Final point

‘10.0
-10.0 -7.5 =5.0 2.5 0.0 2.5 5.0 7.5 10.0

Rysunek 47. Wizualizacja krokéw przy uzyciu algorytmu Adam [41].

s — wektor,

[ — moment (pgd o domyS$lnej wartosci 0,9),

1 — wspétczynnik uczenia,

VoJ(0) — przyspieszenie.

® — iloczyn Hadamarda — mnozenie odpowiadajacych sobie elementéw,

& — iloraz Hadamarda — dzielenie odpowiadajacych sobie elementéw,

Vs + € — czlon wygladzajqcy — uniemozliwia dzielenie przez 0 ([2], strona 355).

4.2.5 Adam

Adam (rys. 47) jest kombinacja algorytméw Momentum oraz RMSProp. Z Momentum bierze
Sledzenie rozktadu wyktadniczego Sredniej wczesniejszych gradientow ([2], strona 357), za$
7z RMSProp sledzenie rozktadu wyktadniczego sredniej wczesniejszych kwadratow gradientow
([2], strona 357). Nalezy pamigtaé, ze wektory s i m sa inicjalizowane zerami, stad we wzorach
uwzgledniono odpowiednio skorygowane wartosci § oraz m. Charakterystyczne cechy obu algo-
rytméw na ktérych bazuje (Momentum oraz RMSProp) sa widoczne bezposrednio w opisujacych
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Rysunek 48. Poréwnanie dziatania szeSciu najczgsciej uzywanych optymalizatoréw
([42] str. 19).

Data set Model Task Metric Batch Budget Approx.

size inepochs  run time®

Pl  Artificial Noisy quadratic Minimization Loss 128 100 < | min
P2 MNIST VAE Generative Loss 64 50 10 min
P3  Fashion-MNIST  Simple CNN: 2¢2d  Classification Accuracy 128 100 20 min
P4 CIFAR-10 Simple CNN: 3c3d  Classification Accuracy 128 100 35 min
P5 Fashion-MNIST VAE Generative Loss 64 100 20 min
P6 CIFAR-100 All-CNN-C Classification Accuracy 256 350 4 h 00 min
P7 SVHN Wide ResNer 16-4  Classification Accuracy 128 160 3 h 30 min
P8 War and Peace RNN Character Prediction  Accuracy 50 200 5 h 30 min

Rysunek 49. Klasyfikacja oSmiu zadain, nad ktérymi pracowano w ramach poréwnywania
optymalizatoréw [42].

go réwnaniach ([2], strona 357):

m = pim—(1—7p1)VeJ(6),

s = ﬂzS-F(l—ﬁg)VeJ(@)@VgJ(@),

mo= (16)
§ = =

0

0 +nmaVs+e.

W powyzszych réwnaniach przyjeto nastgpujace oznaczenia:
s, m — wektory,
s, m — wektory skorygowane pod katem obciazenia (ang. bias),
t — numer przebiegu 1,2,3,...,n,
® —iloczyn Hadamarda,
@& —iloraz Hadamarda,
(1 — parametr pierwszego momentu (o domyslnej wartosci 0, 9),
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Rysunek 50. Poréwnanie wydajnosci pigtnastu dostrojonych optymalizatoréw dla przy-
ktadowych czterech zestawéw danych [35].

(2 — parametr drugiego momentu (o domyslnej wartosci 0, 9),

1 — wspodtczynnik uczenia (o domyslnej wartosci 0, 001),

Vo J(0) — przyspieszenie,

0 = 0 + nmaV's + € — czlon wygladzajacy — uniemozliwia dzielenie przez 0 ([2], strona
355).

4.2.6 Znaczenie wyboru optymalizatora

Wybdr wiasciwego optymalizatora, a potem jego odpowiednie dostrojenie jest sprawa kluczowa.
O tym jak wazne sa to problemy Swiadczy fakt, ze badaniu optymalizatoréw pos§wigca si¢ wiele
uwagi. Prowadzone sa m.in. badania poréwnujace optymalizatory. Dla przyktadu, w pracy [42]
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badano wzgledna wydajnos¢ szesciu optymalizatoréw. Uzyskane wyniki przedstawia rysunek
48. Z kolei w [35] wskazano osiem probleméw, na ktérych sprawdzono dziatanie optymalizato-
réw (rys. 49). Na rysunku 50 pokazano poréwnanie pomigdzy efektywno$cia niedostrojonych
optymalizatoréw wzgledem optymalizatoréw dostrojonych. Uzyskane wyniki wskazuja bez-
wzgledna poprawe efektywnosci optymalizacji po przelaczeniu z dowolnego optymalizatora
niedostrojonego na dowolny optymalizator dostrojony.

Na podstawie znajomos$ci wynikéw prac badajacych rézne optymalizatory mozna zaznajomié
si¢ z ich cechami. Pozwoli to w konsekwencji dobra¢ odpowiedni optymalizator, wlasciwy dla
rozwigzywanego problemu

5 Podsumowanie

W artykule zostaly przedstawione najistotniejsze zagadnienia zwiazane z autoenkoderami. Wy-
jasniono pojecie autoenkodera. Stwierdzono, ze jest to sie¢ neuronowa ztozona z mniejszych,
wspoéltpracujacych ze soba sieci neuronowych zwanych koderami oraz dekoderami. Przedsta-
wiono takze zadania, jakie realizuja kodery oraz dekodery. W dalszej kolejnosci oméwiono
rodzaje enkoderéw. Pokrotce zostaty opisane autoenkodery wariacyjne, odszumiajace, rzadkie,
konwolucyjne oraz autoenkodery rekurencyjne. W kontekscie autoenkoderéw konwolucyjnych
omoéwiono jadro splotowe, filtry bedace zestawem jader splotowych stuzacych do mapowania
danych, a takze proces redukcji danych, znany pod angielska nazwa pooling. W kontekscie auto-
enkoderéw konwolucyjnych oméwiono jadro splotowe, filtry bedace zestawem jader splotowych
stuzacych do mapowania danych, a takze proces redukcji danych, znany pod angielska nazwa
pooling.

W artykule przedstawiono takze problemy zwiazane z zastosowaniem autoenkoderéw. Naj-
pierw te problemy zdefiniowano, a nastgpnie przedstawiono narzedzia wspomagajace ich rozwia-
zywanie:

* Pierwszym z tych narzedzi jest funkcja strat mierzaca btad dzialania autoenkodera. Funk-
cj¢ strat mozna definiowac na wiele sposobéw. W artykule zdefiniowano funkcje strat w
postaci btgdu Sredniokwadratowego (MSE), pierwiastkowego btgdu sredniokwadratowego
(RMSE), $redniego btedu bezwzglednego (MAE), a takze w postaci tzw. straty Hubera.

* Drugim narzgdziem jest odpowiednio dobrany optymalizator. W artykule zaprezentowano
kilka optymalizatoréw: GD oraz SGD, Momentum, Nestrov, RMSProp, oraz optymaliza-
tor Adam.

Tematyka poruszona w niniejszej pracy pozwala na zapoznanie si¢ z podstawami dziatania
autoenkoderéw uzywanych w uczeniu glgbokim. W celu wydajnego szkolenia modeli nie za-
leca si¢ bazowa¢ na manualnym selekcjonowaniu cech, ktére beda przekazywane do kolejnych
warstw sieci neuronowej, poniewaz liczba cech i ich kombinacji znacznie przewyzsza oplacal-
no$¢ poswigconych na to zasobéw czasowych. Z pomoca przychodza odpowiednio dostrojone
autoenkodery. Z uwagi na rosnace koszty (czasu, energii, zasobéw ludzkich) oraz wymagania
(sprzgtowe oraz ze strony klientéw) optymalizacja procesu staje si¢ niezbgdna.
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Informacja

Osoby zainteresowane tematyka NLP moga zaczerpna¢ wigcej informacji z publikacji ,,Natural
Language Processing Advancements By Deep Learning: A Survey” autorstwa Amirsina Torfi i in.

[43],

dostepnej online pod adresem: https://arxiv.org/abs/2003.01200/.
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Autoencoders. Fundamentals of building efficient machine learning models

Abstract

An autoencoder is a neural network composed of an encoder-decoder pair. The
encoder reduces the dimensionality of the data leaving only key features in the
model to allow the decoder to reconstruct the input data. Taking into account the
internal architecture of autoencoders, a distinction can be made between determin-
istic autoencoders and probabilistic autoencoders. Only the latter are generative in
nature. There are specialised versions of autoencoders corresponding to the subject
matter of the machine learning models implemented, for example, de-noising,
recursive, convolutional, variational or sparse autoencoders. This paper aims to
present the most relevant issues related to autoencoders.

autoencoders, sparse autoencoders, convolution autoencoders, recursive autoencoders
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