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Artykut obejmuje przeglad wybranych zagadnien zwigzanych z analizg i pre-
dykcja szeregéw czasowych zawierajacych dane z notowaniami gietdowymi.
Przedstawiona zostata taksonomia szeregdw czasowych oraz scharakteryzo-
wane gtowne kierunki spotykane w analizie danych gieldowych. Szerzej opi-
sane zostaly wybrane narzedzia analizy technicznej. W kolejnych rozdziatach
dokonany zostatl przeglad wybranych metod uczenia maszynowego, zar6wno
metod algorytmicznych jak i metod wykorzystujacych sieci neuronowe, przy-

datnych w analizie i predykcji szeregow czasowych.

Stowa kluczowe — Szeregi czasowe, Analiza techniczna, Predykcja, Uczenie maszy-

nowe, Sieci neuronowe

* E-mail: k.s.adamski21@gmail.com

Zgloszono do druku 26 wrzesnia 2023 r.



Krzysztof Adamski

1. Wstep

Nauka o danych to dziedzina, ktéra w ostatnich latach rozwija si¢ w szybkim tempie.
Dostepnos¢ coraz wigkszej liczby danych z roznych obszarow ludzkiej dziatalno$ci
stworzyta warunki do opracowywania coraz bardziej zaawansowanych technik ana-
litycznych. Rozwojowi temu towarzyszg rosngce oczekiwania i wymagania stawiane
przez rozne Srodowiska, zar6wno naukowo-badawcze jak i typowo utylitarne z biz-
nesem, finansami, medycyng, przemystem i obronnoscig na czele. Norma stato si¢
ciggle monitorowanie wzrostu gospodarczego i jego efektywnos$ci oraz podejmowa-
nie na tej podstawie prob optymalizacji dziatan w najrozniejszych obszarach i ska-
lach — do skali globalnej wlacznie. W wymienionych przypadkach, wszystkie ope-
racje na danych odnoszg si¢ w ogromnej wigkszosci do struktur bedacych szeregami
CZasowymi.

Dane jakie kazdego dnia powstaja na globalnych rynkach, charakteryzuje duzy
udziat sktadnika stochastycznego. Tworzy si¢ on jako spontaniczna reakcja zbioro-
wosci na docierajgce informacje, zardbwno te w postaci budujacego si¢ wykresu ceny,
jak i te odnoszace si¢ do gospodarki, polityki i r6znych wydarzen mogacych miec¢
wplyw na indywidualne decyzje poszczegolnych inwestorow. W obecnych czasach,
szybkiego transferu informacji, nie do pomini¢cia sg rowniez, majace duzy wplyw,
elementy celowej dezinformacji z jakimi mozna si¢ spotka¢ w sieci Internet. Mamy
zatem do czynienia z globalnym procesem spolecznym (socjologicznym), ktory
trudno jest uja¢ w sztywne ramy jakiego$ szablonu czy nawet bardzo elastycznego
modelu.

Przeglad zagadnien ujetych w temacie artykutu wymaga odniesienia si¢ do tego
co kryje si¢ za sformutowaniem ,,wyniki predykcji”. Stowo ,,predykcja” jest wyja-
$niane jako ,,przewidywanie”. Wzmianka o tym terminie pojawia si¢ w kontekscie
wielu zachowan ludzkich jakie towarzysza podejmowaniu decyzji w ograniczonym
polu informacyjnym. Za osiagnigcia zwigzane z ta tematyka zostaty przyznane na-
grody Nobla z ekonomi w roku 1996 za ,,ekonomiczng teori¢ motywacji w warun-
kach asymetrii informacji” oraz w roku 2000 za ,,opracowanie teorii i metod stoso-
wanych w empirycznych analizach zachowan indywidualnych” jak rowniez w roku
1997 za ,,opracowanie metody wyceny instrumentéw pochodnych, zwlaszcza opcji”
pozwalajacej na przewidywanie kurséw tych instrumentdéw z uzyciem zapropono-
wanego modelu [1].
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Wedtug Stownika Jezyka Polskiego, predykcja jest terminem zarezerwowanym
dla: ,,okreslenia w analizie statystycznej przewidywania przysztych realizacji albo
cech statystycznych zjawisk losowych” [2]. Wynikiem predykcji moze by¢ progno-
zowana warto$¢ liczbowa lub dana nominalna (kategoryczna). Predykcja ludzkos¢
zajmowala si¢ juz w czasach starozytnych. Wynikiem obliczen predykcyjnych byto
np. przewidywanie termindéw za¢mien stonca juz w starozytnym Egipcie, cho¢ nie
dotyczyto to zjawiska losowego w znaczeniu przyjmowanym we wspolczesnych
modelach opisujacych rdzne procesy. Wspotczesnie formutowane modele wykorzy-
stywane w predykcji zawierajg czton resztkowy zwigzany z losowym charakterem
zjawiska. Predykcja pomimo jasnej definicji stownikowej $wiadczacej o jej staty-
stycznym rodowodzie postrzegana moze by¢ roéwniez jako wynik stosowania pode;j-
$cia tylko posrednio zwigzanego ze statystyka. Dotyczy to poszukiwania w szere-
gach czasowych wystapien wzorcéw zapowiadajacych najbardziej prawdopodobny
dalszy przebieg opisywanego (badanego) procesu. Metody te pomimo swojego ni-
szowego charakteru znajduja zastosowanie w odniesieniu do niektoérych grup danych
a w szczegodlnosci tych pochodzacych z rynkow i gield.

Predykcja w odniesieniu do tak powstajacego szeregu czasowego jest zatem du-
zym wyzwaniem, wlasnie ze wzgledu na losowo$¢ procesu z jakim mamy do czy-
nienia. Informacje podawane przez duze §wiatowe instytucje finansowe pokazuja,
ze wiekszo$¢ transakcji na rynkach finansowych zawierana jest z wykorzystaniem
zawansowanego oprogramowania wykorzystujgcego szeroko rozumiang, sztuczng
inteligencje (Al). Daje to kolejny powod do tego, by blizej przyjrze¢ si¢ wybranym
aspektom tego, nie do konca jawnego, obszaru dziatania §wiata finansow.

Celem niniejszego artykutu jest przeglad wybranych zagadnien zwigzanych z
szeregami czasowymi, ich opracowaniem i badaniem oraz predykcja odnoszacg si¢
w szczegolnosci do danych ekonomicznych zawierajacych notowania. Przeglad ten
podzielony zostal na trzy dopetniajace si¢ czesci:

e (Czeg$¢ pierwsza obejmuje typowe zagadnienia zwigzane z szeregami cza-
sowymi (nauka o danych). Poniewaz dane rynkowe charakteryzujac si¢
najwyzsza jakoscia i kompletnos$cia, sa reprezentatywne dla szeregdw cza-
sowych, dlatego one zostang omowione w pierwszej kolejnosci. Ta czesc¢
rozpocznie si¢ od rzutu okiem na ich histori¢. W dalszej kolejnosci zostana

omoéwione metody ich analizy, w tym analiza fundamentalna, analiza tech-
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niczna, a takze analiza ilociowa. Zostanie takze poruszony temat psycho-
logii inwestowania, ktéra ma ogromny wptyw na tworzenie ksztaltowanie
nastrojow wplywajacych w konsekwencji na formowanie danych.

e (Czgs$¢ druga poswigcono tematyce obejmujacej wybrane algorytmiczne
metody uczenia maszynowego. Na wstepie omdéwiono zagadnienia zwig-
zane z przygotowaniem danych do analizy. W dalszej kolejno$ci przedsta-
wiono znane klasyczne algorytmy uczenia maszynowego.

e W ramach czg$ci trzeciej omOwione zostalty wybrane zagadnienia zwia-
zane z sieciami neuronowymi stosowanymi do przetwarzania danych obej-

mujacego predykcje.
2. Szeregi czasowe

Patrzac na histori¢ rozwoju statystyki, temat szeregéw czasowych stal si¢ przedmio-
tem badan naukowych stosunkowo p6zno. Za poczatki analizy szeregéw czasowych
przyjmuje si¢ lata dwudzieste XX w. Stalo si¢ to za sprawg modelu autoregresyjnego
zastosowanego do analizy danych rzeczywistych dotyczacych zmiennosci plam sto-
necznych [3]. Jednym z pionierdw statystyki, ktéremu przypisuje si¢ wspotautor-
stwo metody analizy szeregow czasowych, byt George Edward Pelham Box. Opisat
on i wprowadzit w latach 70. XX w. powszechnie obowiazujacy model szeregu cza-
sowego [3,4].

Definicje szeregdw czasowych mozna znalez¢ zarowno w literaturze, jak i na
stronach internetowych instytucji zajmujacych si¢ ich opracowywaniem i analiza
[5]. Moga by¢ one formutowane w rézny sposob. Podstawowa réznica dotyczy ob-
szarow i zakresOw zagadnien, ktorych szeregi czasowe dotycza. Definicje formuto-
wane przez teoretykow nieco r6znia si¢ od tych podawanych przez praktykow. Przy-
ktadowo definicja dostepna na stronie Gltownego Urzgdu Statystycznego, ktory
zajmuje si¢ gromadzeniem danych w postaci szeregéw czasowych oraz ich przetwa-
rzaniem i analiza, sformutowana jest w sposob dostosowany do obszaru dziatania tej
instytucji [6].

Definicja o charakterze og6lnym okresla szereg czasowy jako zbior danych
(punktéw) uporzadkowanych chronologicznie, gdzie czas jest zmienng niezalezna
lub jako realizacje procesu stochastycznego, ktorego dziedzing jest czas [5,7]. Na-
lezy przy tym dodac, ze:
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e Dane mogg by¢ uporzadkowane wedtug statego interwalu czasowego, jed-
nak czg¢sto spotykane sa dane niezachowujace tej reguty;

e Dane s3 zazwyczaj warto$ciami liczbowymi i/lub kategorycznymi. Szeregi
czasowe moga by¢ tworzone rowniez przez inne typy badz struktury da-
nych;

e Szeregi czasowe wyroznia sposob zbierania danych i zwiagzany z tym btad
pomiarowy lub niepewnos¢ danych;

e Szereg czasowy charakteryzuje rowniez cel, w jakim dane sa gromadzone,
oraz ich przeznaczenie.

Ze wzgledu na swoj ogdlny charakter przytoczona definicja dotyczy wszystkich sze-
regow czasowych spotykanych w praktyce analitycznej. Przeprowadzenie ich ana-
lizy prowadzi do osiggni¢cia dwoch pozadanych celow:

e Opisu badanego zjawiska oraz poznanie wszystkich charakteryzujacych go
parametrow. Dzigki temu mozliwe bedzie zrozumienie sekwencji zdarzen,
a takze odtworzenie przebiegu zjawiska podczas symulacji;

e Prognozowania przysztych warto$ci przy uzyciu opracowanych modeli.
Szeregi czasowe spotka¢ mozna w praktycznie kazdej dziedzinie ludzkiej dziatalno-
$ci. Dotyczy to nauk Scistych: astronomii, astrofizyki, fizyki, meteorologii, elektro-
niki, elektrotechniki, telekomunikacji, kryptografii, akustyki, chemii, mechaniki,
techniki jak rowniez biologii, medycyny, ekonomii, a takze catego obszaru nauk na-
zywanych umownie humanistycznymi, wsrdd ktérych dla przyktadu mozna wymie-
ni¢: historig¢, prawo, socjologi¢ i nauki pokrewne. Wymienione obszary zastosowa-
nia analizy szeregdw czasowych dajg obraz tego, z jaka mnogoscia i réznorodnoscia
danych mamy do czynienia. Kazdy z wymienionych obszaréw wymaga specyficz-
nego podejscia do danych a otrzymywane wyniki pokazujg jak réznorodne problemy
mogg by¢ rozwigzywane.

W przypadku ekonomii opracowany zostal caty zestaw metod pozwalajacych na:
opis 1 analiz¢ zjawisk gospodarczych, obliczanie wskaznikow statystycznych cha-
rakteryzujacych dane makroekonomiczne oraz predykcje analizowanych szeregow
czasowych. Ze wzgledu na duzy udziat czynnika losowego w danych, predykcja sze-
regéw czasowych jest aktualnie jednym z najbardziej eksplorowanych badawczo
kierunkéw analizy szeregow czasowych. Osiggane wyniki (nie zawsze szeroko pu-
blikowane, a czasem stanowigce tajemnice firm) wykorzystywane sg do osiggni¢cia
przewagi na rynkach lub przewidywania zagrozen dla zbiorowosci ludzkiej. Z tego
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powodu zjawiska ekonomiczne opisywane szeregami czasowymi, staly si¢ zrodlem
postepu w badaniach i narzedziem do testowania powstajacych ciggle nowych po-
dejs¢, koncepcji i teorii matematycznych zwigzanych z predykcja.

Z racji znaczenia jakie reprezentuje predykcja szeregéw czasowych w ekonomii,
w dalszej czesci zostang przedstawione zagadnienia jakie zwigzane sg z tym obsza-
rem badan. Na uwage zasluguje fakt, ze proby badania i sktadania nowych propozy-
cji w podejsciu do tego tematu, podejmujg nie tylko naukowcy, ale zaangazowana
jest rowniez ogromna spoteczno$¢ traderdw i inwestoréw dziatajacych na réznych
rynkach kapitatowych. Zauwazy¢ nalezy rowniez, ze wybitne osiggni¢cia w zakresie
opracowania matematycznych metod i modeli zwigzanych z rynkami doczekaty si¢
nagrody Nobla, np. za opracowanie przez Fischera Blacka, Myrona Scholesa i Ro-
berta Mertona modelu wyceny opcji Blacka-Scholesa (Nobel z ekonomii 1997) [8].

Pokazane wyzej zastosowania prowadza do okreslenia analizy szeregow czaso-
wych jako proby podsumowania i opisu zjawiska poprzez uzyskanie parametrow
statystycznych ze zbioru punktow utozonych w porzadku chronologicznym. Szereg
czasowy poddawany analizie rozpatruje si¢ jako strukture, ktorej dekompozycja
moze pokazac r6zne sktadniki oraz ich wzajemne relacje. Pogladowo mozna to zilu-

strowac za pomocg diagramu zamieszczonego na rys. 1.

Rysunek 1. Model struktury szeregu czasowego wykorzystywany w dekompozycji danych [5]
Przedstawiona wczeéniej réznorodnosé szeregéw czasowych jest powodem do two-

rzenia ich taksonomii. Budowanie taksonomii stanowi utatwienie w klasyfikacji da-

nych jakie beda przedmiotem badan oraz jest pomocne w doborze metod analizy.
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Diagram z rys. 2 jest przyktadem ilustrujacym jak rosnaca liczba kryteriow kla-
syfikacyjnych prowadzi do szybkiego rozrostu grafu reprezentujacego takg taksono-
mi¢. Diagram ten stanowi tylko jeden z mozliwych wariantéw klasyfikacji jaki
mozna utworzyc¢, przyjmujac list¢ kryteridw 1 okreslajac kolejnos¢ ich zastosowania.
Pokazany na rys. 2 wariant taksonomii powstal z wykorzystaniem listy nastepuja-
cych kryteriow:

e Szereg jest stacjonarny czy stochastyczny?
e Szereg zawiera dane jednowymiarowe czy wielowymiarowe?

e (zy skala czasu jest rOwnomierna czy nierownomierna?

Szereg czasowy

A 4

A 4 A 4 A4 A 4
Jednowymiarowy Wielowymiarowy Jednowymiarowy Wielowymiarowy
[ [

v v v 5 v v v v
Skala Skala Skala Skala Skala Skala Skala Skala
czasu czasu czasu czasu czasu czasu czasu czasu
réwno- nieréwno- réwno- nieréwno- réwno- nieréwno- réwno- nieréwno-
mierna mierna mierna mierna mierna mierna mierna mierna

VY vy Y Y Y VY Y ¥ oY vy v VvV ¥ ¥
Rysunek 2. Wariant taksonomii szeregdw czasowych

Przyjecie kolejnych kryteriow, symbolicznie pokazane strzatkami prowadzacymi od
najnizszej warstwy w dol, istotnie rozbudowuje strukture, ukazujac z jak ztozonym
zagadnieniem mozemy mie¢ do czynienia. Kolejno$¢ stosowania przyjetych kryte-
ridbw rowniez moze miec istotne znaczenie dla osiaggni¢cia tatwosci stosowania kon-
kretnej taksonomii.

Przyktadowo w pokazanej wyzej liscie kryteriow jako pierwsze wystepuje
rozroznienie pomiedzy szeregiem stacjonarnym i stochastycznym. W wielu przy-
padkach trudno jest a priori okres$li¢ prawdziwy charakter danych podlegajacych
klasyfikacji. Zaklasyfikowanie szeregu czasowego jako stochastycznego bez szcze-
gotowej analizy, w wielu przypadkach moze by¢ nieuzasadnione. Za istotne z prak-
tycznego punktu widzenia uwaza si¢ wyodrebnienie w danych cech okreslanych mia-
nem systematycznych, takich jak: trend, cykliczno$¢ i sezonowos$¢ oraz czgsci
resztowej reprezentujgcej sktadniki przypadkowe (rys. 1) o charakterze losowym [6]:
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e Trend jest tutaj rozumiany jako tendencja do jednokierunkowych zmian
warto$ci zmiennej (wzrost lub spadek) obserwowanej w przyjetej skali
CZasowe;j.

e Cyklicznos¢ jest cechg wskazujaca na istnienie statej dtugookresowej war-
tosci czasu, w ktorym dane liczbowe oscylujg wokot pewnej wielkosci sta-
fej lub trendu.

e Sezonowo$¢ zwigzana jest z wahaniami wartosci szeregu wokot jego ten-
dencji rozwojowej rozpatrywanej w horyzoncie czasowym nieprzekracza-
jacym jednego roku [6]. Za losowo$¢ wystepujaca w danych odpowiada
wspomniana wyzej cz¢$¢ resztowa i jej amplituda porownywana zwykle z
warto$ciami pozostatych sktadowych.

Nastepnym zagadnieniem jest okreslenie zwigzkow jakimi mogg by¢ polaczone po-
szczegoblne sktadowe szeregu czasowego. Ogolna posta¢ modelu szeregu czasowego

[9] bedaca podstawg do prognozowania jest opisana zalezno$cia:

Vi = f(t: Ye—-1,""" yt—p'y;—l'""y:—p' ¢t ) (1)

W powyzszym wzorze przyjeto nastepujace oznaczenia:

t — czas,

p — warto$¢ opdznienia,

Y Yi-1,Yi-p — warto$ci prognoz szeregu czasowego w chwilach: ¢,

t—1,t—p,

Yt-1, Yt—p, — Wartosci szeregu czasowego w chwilach: t — 1, ¢t —p,

&, — sktadnik losowy.
W analizie na potrzeby predykcji brane sa pod uwage wartosci danych z okreslonego
przedziatu czasu oraz warto$ci prognoz jakie byty obliczone dla poszczegdlnych mo-
mentoéw czasu z tego przedzialu. Dobor okna czasowego jest dodatkowym parame-
trem, ktory nalezy uwzgledni¢ w trakcie oceny wynikow wstepnych. Uwzgledniany
jest tez sktadnik losowy zawarty w danych. Wyro6zniane sg trzy modele zwigzkow
pomiedzy sktadowymi szeregu czasowego: addytywny, multiplikatywny oraz model

mieszany. Model addytywny ma postac:

ye =f() +g() +h(®) +¢; 2)
Z kolei, model multiplikatywny mozna przedstawi¢ jako:
ye = f(®© g(®) h(t) & 3)

14
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Model mieszany moze zosta¢ wyrazony na kilka sposobow:

ye =f(©+g@®) +h®) & “4)
ye = f(©) g(©) & +h(®) (5)
ye = f(©) h(t) +g(©) & (6)
ye = f() h(t) &+ g(©) (7)

We wzorach (2)-(7) przyjeto nastgpujace oznaczenia:

Y — warto$¢ danej z szeregu czasowego,

f(t) —trend,

g(t) — sezonowos¢,

h(t) — cyklicznos¢,

& — losowos¢.
Na rysunku 3 pokazane zostaly przyktadowe wykresy dla modelu addytywnego oraz
multiplikatywnego w wariantach z trendem niezerowym oraz bez trendu.

a) b)

LY
e -

Rysunek 3. Wykresy szeregéow czasowych z roznymi modelami zalezno$ci pomiedzy skta-
dowymi [9]: a) Trend i sezonowo$¢ kwartalna addytywna — y, = f(t) + g(t) + h(t) + §; b)
Sezonowo$¢ kwartalna addytywna bez trendu — y, = g(t) + h(t) + &; ¢) Trend i sezonowo$¢
multiplikatywna — y, = f(t) g(t) h(t) + & d) Brak trendu i sezonowos¢ multiplikatywna —
ye = g h(D) + &
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Wyodrebnione na rys. 3b i rys. 3d przebiegi sezonowosci dla modeli addytywnego
oraz multiplikatywnego pokazuja jak rezultaty przetwarzania szeregu czasowego
mogg pomoéc w analizie i klasyfikacji surowych danych.

Szereg czasowy
v
Stacjonarny / Deterministyczny
v y v
Jednowymiarowy Wielowymiarowy Jednowymiarowy Wielowymiarowy
v v v v v v v v

Skala czasu Skala czasu Skala czasu Skala czasu Skala czasu Skala czasu Skala czasu Skala czasu
réwno- nieréwno- réwno- nieréwno- réwno- nieréwno- réwno- nieréwno-
mierna mierna mierna mierna mierna mierna

mierna

Regresja Autoregresja LERULEEE Grupowanie Rozpoznawanie Transformacja Dekryptaz
Aproksymacja Wzorcow

Rysunek 4. Ilustracja mozliwo$ci wyboru najpopularniejszych wariantow przetwarzania sze-
regéw czasowych

Systematyce poddawany jest rowniez proces samej analizy szeregdw czasowych.
Nalezy wzig¢ pod uwage cel jaki postawiono przed wykonaniem zadania oraz jakich
technik mozna uzy¢ do jego osiggniecia. W przypadku og6lnym wykorzystujac zbu-
dowang wcze$niej taksonomi¢ szeregdw czasowych mozna pokaza¢ mozliwe wa-
rianty dokonywania analiz z wykorzystaniem dostgpnych narze¢dzi i metod. Na rys.
4 schematycznie zilustrowany zostat stopien ztozono$ci wyboru wariantow przetwa-
rzania i analizy danych zawartych w szeregu czasowym. Pokazane na tym rysunku
powigzania za pomocg wielu linii, obrazujg mozliwo$¢ jednoczesnego zastosowania
w konkretnym przypadku wielu opcji zarowno przetwarzania jak i analizy.

Wielosé¢ dostepnych opcji oraz mozliwos¢ ich stosowania w r6znej kolejnosci w
potokowym modelu przetwarzania danych pokazana zostata na rys. 5. Latwo zau-
wazy¢, ze mamy tutaj do czynienia z wielowymiarowym problemem badawczym,
ktérego usystematyzowanie wymaga przeprowadzenia wielu obliczen symulacyj-
nych oraz dokonania analiz poréwnawczych. Spotykane w literaturze doniesienia
dotyczace czasem bardzo zawezonych tematycznie zagadnien, sa zwykle wynikiem
podjetych wezesniej wielu prob i eksperymentdéw, majacych na celu optymalizacje
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$Sciezki opisujacej sposob postepowania z danymi w dobrze zdefiniowanym i opisa-
nym przypadku. Dotyczy to w szczego6lnosci danych otrzymywanych w naukach
eksperymentalnych takich jak np. biologia czy medycyna, w ktdrych standaryzacja
procedur przetwarzania danych ma kluczowe znaczenie ze wzgledu na wiarygod-

no$¢, porownywalno$¢ i wykorzystanie otrzymanych wynikow.

Skala czasu Skala czasu Skala czasu Skala czasu Skala czasu Skala czasu Skala czasu Skala czasu
réwno- nieréwno- réwno- nieréwno- réwno- nieréwno- réwno- nieréwno-
mierna mierna mierna mierna mierna mierna mierna mierna

|

Potok przetwarzajacy Wyniki przetwarzania danych

Regresja Autoregresja Klasyfikacja Grupowanie Rozpoznawanie Transformacja Dekryptaz
Aproksymacja wzorcow

Rysunek 5. Tlustracja mozliwosci wyboru najpopularniejszych wariantow przetwarzania sze-

regéw czasowych w potokowym modelu przetwarzania danych

Szeregi czasowe spotykane w poszczeg6lnych obszarach badan, ze wzglgedu na swoj
charakter i1 specyfike, mogg by¢ przetwarzane wedtug indywidualnych $ciezek w
potoku przetwarzajacym dajgc pozadane rezultaty z punktu widzenia zastosowan jak
rowniez dalszych badan i analiz.

2.1. Rys historyczny dotyczgcy danych gieldowych
Historia rynkow i pienigdza si¢ga bardzo zamierzchtych czasow. Jednak odlegle
epoki nie dostarczaja obfitej ilosci danych. Zachowaty sig¢ gliniane tabliczki z Me-

zopotamii z drugiego tysigclecia p.n.e., zapisane pismem klinowym, jak rowniez
chinskie papierowe banknoty z VII w. Istnieja zapisy matematyczne, jakie powstaty
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za czasOw Hammurabiego 1792-1750 r. p.n.e. odnoszace si¢ do pozyczek dlugoter-
minowych, sugerujace stosowanie procentu sktadanego. Na terenie Europy podwa-
liny matematyczne pod wspotczesne obliczenia finansowe potozyt Fibonacci z
Pizzy, publikujac swoje dzieto Liber Abaci (Ksigga rachunkow) w roku 1202 [1].

P&zniej wloskie osrodki handlowe przyczynity si¢ do rozprzestrzenienia banko-
wosci oraz powstania réznych instrumentéw finansowych np. pozyczek. Powstaty
réwniez banki zajmujgce si¢ wymiang walut. W basenie Morza Srédziemnego cen-
trami handlowymi byly: Wenecja, Florencja, Pizza. Tam tez skupione bylo przepro-
wadzanie transakcji, bedace wzorem dla innych regionéw i krajow. Na uwage zastu-
guje przetom jaki nastgpit za sprawg odkrycia Ameryki przez Krzysztofa Kolumba.
Powstaty imperia kolonialne. W Europie swoja pozycje jako pieniadz ugruntowaty
sobie kruszce, masowo przywozone z kolonii. Moment powstania kompanii indyj-
skich w XVII wieku zwiazany jest z wprowadzeniem akcji. Powstawaty gietdy
(Amsterdam, Londyn) pozwalajace na obrdt takimi papierami warto$ciowymi.
Liczba i rodzaje instrumentéw finansowych zaczeta rosnagé. Na arene wkroczyly
Stany Zjednoczone Ameryki. Liczba bankow, gield jak rowniez kryzysow, znaczaco
wzrosta za sprawg tzw. baniek spekulacyjnych. W poszczegdlnych krajach cywili-
zuja handel tymi nowymi instrumentami liczne regulacje prawne, jednakze nie s3
one w stanie zapobiec kolejnym kryzysom, cyklicznie pojawiajacym si¢ na global-
nych rynkach finansowych [11,12].

Na osobng wzmianke zastuguje historia notowan na gietdach ryzu w Japonii.
Rownolegle rozwijajacy si¢ w izolacji rynek japonski, rowniez wypracowat instru-
menty finansowe pozwalajace na handel jak i na spekulacje tymi walorami.

I tu dochodzimy do czaséw wspotczesnych, w ktorych handel zaréwno akcjami
przedsigbiorstw, obligacjami, kontraktami terminowymi, funduszami ETF, opcjami,
surowcami, kontraktami na réznice kursowe (CFD), walutami, a ostatnio kryptowa-
lutami, prowadzony jest w wielu przypadkach catlodobowo w dni robocze. Wyjat-
kiem sa rozproszone rynki krypto-walutowe, wykorzystujace technologi¢ Block-
chain, ktore pracuja siedem dni w tygodniu przez caty rok. Handel odbywa si¢ droga
elektroniczng z wykorzystaniem globalnej sieci teleinformatycznej oraz platform
transakcyjnych, ktore sa specjalistycznym oprogramowaniem narz¢dziowym do za-
wierania transakcji. Wyjatkowa tatwos$¢ uczestnictwa w globalnych rynkach i szybki
dostep do catego szeregu, trudnych dotad do uzyskania, informacji, staty si¢ przyczyna
powstania przeptywow finansowych na niespotykang dotad skale. Przyktadowo
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dzienny obrét na globalnym rynku walutowym Forex wielokrotnie przekracza roczny
PKB wielu panstw, w tym rowniez Polski.

Zaistniata sytuacja pozwala na gromadzenie i bezproblemowe udostgpnianie danych
gietldowych wszystkim zainteresowanym. Dane te nalezg do grupy o najwyzszej
jakosci i kompletnosci, gdyz do ich gromadzenia i przetwarzania wykorzystywane
sg redundantne systemy informatyczne czasu rzeczywistego. Jako reprezenta-
tywne, dane te pozwalaja na pokazanie ré6znych typowych problemow wystgpu-
jacych w analizie szeregdw czasowych.

2.2. Przeglqd metod analizy danych gieldowych

Poszukiwania literaturowe dotyczace analizy danych gietdowych, a wlasciwie
szeregdw czasowych je zawierajacych, nalezy poprzedzi¢ uwaga wskazujaca, ze
w $wiecie ekonomii stosuje si¢ rozne podej$cia majace na celu dokonanie takiej ana-
lizy. Wymieni¢ tu nalezy nastepujace analizy: fundamentalna; techniczna; iloSciowa
i analize sentymentu.

Kazde z tych podej$¢ stuzy temu, by z danych uzyska¢ informacje pozwalajace
na zdobycie przewagi na rynku. Jednak $ledzac literature i fora internetowe, tatwo
mozna si¢ zorientowacé, ze kazde z nich ma swoich zwolennikow i zagorzatych prze-
ciwnikoéw [13]. Poszczegdlne podejscia cechuje pewna specyfika, ktora powoduje
powstawanie ograniczen co do kregu uzytkownikow lub stwarza wysoki prog wej-
$cia do skorzystania z konkretnej metodologii. Nalezy odnotowac, ze analizie fun-
damentalnej zarzucana jest zbyt duza powolnos¢. Analiza ilosciowa uchodzi za zbyt
skomplikowang, co moze przynies$¢ katastrofalne skutki przy préobie jej wykorzysta-
nia przez nieprzygotowanych merytorycznie uzytkownikow. Z kolei analiza tech-
niczna postrzegana jest przez wiele srodowisk jako nie majaca racjonalnych podstaw
samosprawdzajaca si¢ przepowiednia. Jesli chodzi o analiz¢ sentymentu, to uchodzi
ona za zbyt subiektywng i dajaca opdzniong oceng [14].

Wartym podkreslenia jest fakt, ze dyskusje na temat, ktora z nich jest lepsza
i dlaczego, zajmujg wielu specjalistow 1 badaczy juz od momentu ich powstania.
Szczegolnie duzo kontrowersji powstato na temat analizy technicznej [13]. W sto-
sunku do niej podnoszone sg argumenty o subiektywizmie stosowanych metod gra-
ficznego zobrazowania wynikow analiz. Jednak coraz tatwiejszy dostep do narzedzi
analitycznych wykorzystujacych analize techniczng jak i tatwy dostgp do danych,
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spowodowaly mimo wszystko jej ogromne rozpowszechnienie wsrdd szerokich kre-
goéw inwestoréw i traderow. Analiza ta cechuje si¢ stosunkowo niskim tzw. progiem
wejscia, co oznacza dostepnos¢ dla szerokiego grona osob bez wyksztatcenia kie-

runkowego.

2.2.1. Analiza fundamentalna

Analiza fundamentalna prowadzona jest przez waskie grono specjalistow analitykow
gospodarczych i rynkowych. Dane, do ktérych maja dostep, obejmuja bardzo szeroki
wachlarz parametrow, wskaznikdow i indeksow uzywanych w ekonomii do klasyfi-
kacji, ocen i wyceny poszczegolnych walordéw takich jak: surowce, dobra konsump-
cyjne, waluty i ustugi. Analizy prowadzone z wykorzystaniem tej metodologii daja
wiele wskazéwek dla makroekonomii, ale rowniez dla inwestorow dlugotermino-
wych, ktoérych horyzont czasowy inwestycji wykracza czgsto poza ramy jednego
roku kalendarzowego. W przypadku tych analiz, wnioski dla rynkéw kapitatowych
i rynkow akcji nie zawsze sa juz tak przydatne, gdyz perspektywa czasowa podej-
mowanych dzialan czgsto nie przekracza jednego miesigca. Dodatkowo wynik ana-
lizy fundamentalnej zawiera duzg liczbe parametréw nie zawsze zrozumiatych dla
0s0b bez stosownego wyksztatcenia i umiejegtnosci ich wykorzystania.

2.2.2. Analiza techniczna

Drugie z wymienionych na wstepie tego rozdziatu podej$¢ do analizy danych jest
udzialem tzw. analizy technicznej. Jest ona w centrum zainteresowania szerokiej
spolecznosci analitykow gietdowych, traderéw oraz inwestorow indywidualnych. U
jej podstaw lezy przekonanie, ze zjawiska rynkowe przebiegaja wedlug pewnych
schematow. Zaktada si¢ przy tym, ze notowania obserwowane w historii sg w jakim$
stopniu lub fragmencie podobne do sytuacji aktualnej. Ponad to, stosowana jest przy
tym statystyczna obrobka danych, co skutkuje uzywaniem licznych wskaznikow i
sygnatow ,.technicznych” wspomagajacych podejmowanie decyzji inwestycyjnych.
Nalezy przy tym wspomnie¢ o szeroko stosowanych graficznych sposobach repre-
zentacji danych. W tzw. zachodniej analizie technicznej szeroko stosowane na wy-
kresach sa stupki (ang. bars) [13]. Jednak ich czytelno$¢ i tatwos¢ interpretacji
danych zawartych na wykresie okazata si¢ trudniejsza w poréwnaniu do innych

technik. W$rod nich poczesne miejsce zajmujg Swiece japonskie opracowane
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najprawdopodobniej na poczatku XX w. a takze inne techniki japonskie (wykresy
Renko, Kagi, Haikin Ashi itp. [15,16].

W Japonii, w erze przed powszechnym zastosowaniem komputeréw, opracowana
zostala technika analizy wykresu Ichimoku Kinko-Hyo. Przez okres ok. trzech lat
pracowato nad nig ponad dwa tysiace studentoéw, wykonujacych obliczenia pod kie-
runkiem Goichi Hosody. Obecnie technika ta jest zaimplementowana na powszech-
nie stosowanych platformach transakcyjnych. Jej skuteczne uzycie uwarunkowane
jest jednak doglebnym przestudiowaniem, siedmiu trudno dostepnych, ksiag autor-
stwa Hosody. Na uwage zastuguje tu uzycie specyficznie zdefiniowanego sposobu
liczenia $rednich, nie spotykanego w podejsciu zachodnim [17].

Japonskie techniki zobrazowania ceny obejmuja rowniez wspomniane wczesniej
tzw. $wiece Renko (jap. — cegietki) [15]. Wykres Renko skonstruowany jest tak, by
odzwierciedlal wylacznie ceny a eliminowal skalowanie poziomej osi czasu. Nie-
mniej jednak wykres taki pokazuje nastepstwo zmian ceny, umozliwiajac tym sa-
mym budowanie prostych systeméw transakcyjnych.

W przypadku japonskiej analizy technicznej jako ciekawostke mozna przytoczy¢
informacje, ze najstarsze dane zapisywane od XI w. jako ceny gieldowe, pochodza
z japonskiej gietdy handlujacej ryzem. Tam tez w izolacji od §wiata zachodu po-
wstaly instrumenty finansowe oraz specyficzne techniki analizy wykresow. Te ostat-
nie zostaly ujawnione dla $wiata zachodu w latach dziewiecdziesigtych XX w. za
sprawg publikacji Steve’a Nisona [15]. Zmienito to oblicze analizy technicznej jaka
wczesniej byla powszechnie stosowana.

Pod koniec XIX i na poczatku XX wieku powstaty w USA uzywane do dzi$ teorie
wspomagajace inwestorow. Do najbardziej znanych nalezy teoria Dowa dotyczaca
trendow [18,19,20], a takze teoria fal Eliota, dotyczaca struktury przebiegéw zmiany
cen na wykresie [21] czy, rowniez opracowana w latach 30. XX wieku, teoria
Wyckoffa dotyczaca akumulacji i dystrybucji na rynkach [22,23].

Wiele zmian dotyczacych analizy ceny i przewidywania jej zmian wniosto zasto-
sowanie komputerow. Mozliwe stato si¢ wspomaganie obliczeniami statystycznymi
w czasie rzeczywistym. Powstaly liczne wskazniki statystyczne, bardzo czesto re-
prezentowane w formie graficznej bezposrednio na wykresie ceny. Wymieni¢ tu na-
lezy m.in. proste srednie kroczace, wykladnicze $rednie kroczace, Srednie bez opdz-
nienia, $rednie zakresu zmiennosci, wstegi zmiennosci, widma, wskazniki trendu,
wskazniki impetu [13,24]. Pokazane zostaty rézne zaleznosci i ,,ukryte” relacje na
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wykresach notowan. Wsrdd nich warto wymienic¢ proporcje geometryczne bazujace
na tzw. wspotczynnikach Fibonacciego [25,26], wzorce ksztattow geometrycznych
opisywane w literaturze jako ,,pattern”, np. Gartley 222, Butterfly, Bat itp. [25] oraz
tzw. Price Action operujace na nastgpujacych po sobie sekwencjach akcja — konso-
lidacja przedzielanych od czasu do czasu sekwencjg akcja — reakcja [27].

Powszechna dostepnos$¢ platform transakcyjnych z mozliwos$cig uzycia setek
wskaznikow i narzedzi analitycznych wspomagajacych proces ,,rgcznej” analizy
i podejmowania decyzji inwestycyjnych nie zmniejszyta jednak stopnia trudnosci
jakimi obarczona jest predykcja szeregéw czasowych.

Srodowisko analitykow i inwestorow, bez wzgledu na wewnetrzne podziaty (tra-
derzy, inwestorzy instytucjonalni, inwestorzy krotkoterminowi oraz dlugotermi-
nowi, spekulanci), poszukuje coraz lepszych narzedzi wspomagajacych proces po-
dejmowania decyzji. Dbato$¢ o szeroka edukacj¢ w obszarze analizy technicznej
przejawia si¢ powstaniem krajowych stowarzyszen. W Stanach Zjednoczonych juz
w roku 1972 zostato utworzone Market Technician Association — MTA [16].

W relacjach pochodzacych od wszystkich tych grup przewija si¢ mocno akcento-
wany wplyw czynnika zwigzanego z ludzka psychika. Wiekszo$¢ inwestorow zdaje
sobie spraw¢ z ogromnego udziatlu tego czynnika w podejmowanych decyzjach. Sta-
tystyki podawane przez instytucje finansowe i biura maklerskie pokazuja, ze w za-
leznos$ci od rynku od 70% do 98% inwestorow zamiast oczekiwanych zyskow po-
nosi straty [28]. Duzy wysitek skierowany jest zatem na wyeliminowanie czynnika
ludzkiego i zwigzanych z tym emocji. Rozwigzania upatruje si¢ w stosowaniu do
zawierania transakcji, algorytmow oraz metod sztucznej inteligencji (Al).

Z dostepnych danych wiadomo, ze transakcje dokonywane przez algorytmy osia-
gnely juz udziat ok. 92% ogodlnej ich liczby w roku 2019 [29]. Zaznaczy¢ jednak
nalezy, ze tendencja w tym zakresie jest rosnaca. Przedstawione informacje jedno-
znacznie pokazujg w jakim kierunku zmierza Swiatowa zbiorowo$¢ w swoich wysit-

kach na rynkach inwestycyjnych i finansowych.

2.2.2.1. Przeglgd wybranych narzedzi analizy technicznej

Przedstawione wyzej ogoélne spojrzenie na analiz¢ techniczng wymaga jednak
uszczegotowienia wybranych zagadnien, ze wzgledu na ich kluczowe znaczenie. Po-
mocne w dalszych rozwazaniach bedzie oméwienie terminu ,,§wieca japonska” oraz
niektorych pojec jakie s z nig zwigzane.
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Swieca japonska jest formg sparametryzowanego piktogramu, ktérego wyglad
oraz zasad¢ tworzenia przedstawia rys. 6. Piktogram $wiecy japonskiej utworzony
jest przez prostokat zwany korpusem oraz pionowe kreski nazywane cieniami lub
knotami. Wysokos$¢ korpusu obliczana jest jako rdznica pomigdzy ceng otwarcia i
ceng zamknigcia:

K=10-cl, ®)

gdzie:

K—wysoko$¢ korpusu swiecy w jednostkach wyrazajacych ceng instrumentu,

O — kurs otwarcia notowan w chwili rozpoczecia okresu czasu objetego

Swieca,

C— kurs zamkni¢cia notowan dla okresu czasu objetego §wiecg.
Przyjmuje si¢, ze §wieca wzrostowa (rys. 6a) ma korpus bialy, natomiast $wieca
spadkowa (rys. 6b) ma korpus czarny. Wyjatkiem jest §wieca doji, pokazana na rys.
6¢c, w ktorej wysokos¢ korpusu wynosi zero, gdyz kurs otwarcia réwny jest kursowi

zamknigcia.
a) b) c)
. -Hi Hi i Hi
c -0
c>0 C<0 —— 0=C
o) C
Lo lo : Lo

Rysunek 6. Swieca japonska przedstawiajaca wahania kursu w zadanym okresie czasu
[15,30]: a) $wieca wzrostowa; b) swieca spadkowa; ¢) swieca doji. Na rysunku przyjeto
nastepujace oznaczenia: O — kurs otwarcia, C — kurs zamkniecia, Hi — kurs maksymalny,
Lo — kurs minimalny.

Opisana wyzej, w slad za japonskim oryginalem, konwencja nadawania koloréw
biatego i czarnego poszczegdlnym swiecom jest umowna. Na platformach analitycz-
nych i transakcyjnych spotykane sg cze¢sto inne przypisania kolorow poszczegdlnym

$wiecom, np.: zielony lub z6tty dla §wiec wzrostowych a czerwony dla §wiec spad-
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kowych. Dlugos$¢ gérnego cienia $wiecy jest roznicg wartosci Hi oraz C lub O za-
leznie od tego czy $wieca jest wzrostowa czy spadkowa. Analogicznie dla cienia
dolnego jest to réznica O lub C i wartos$ci Lo. Wysoko$¢ calej swiecy (amplituda)
liczona jest natomiast jako réznica pomigdzy warto§ciami Hi i Lo. Przykladowy wy-
kres swiecowy pokazany zostat na rys. 7.

Piktogram $wiecy japonskiej umieszczany jest na wyskalowanym wykresie
tak, aby jego charakterystyczne punkty odpowiadaly warto$ciom kurséw na osi
rzednych i jednostkom czasu dla osi odcietych. Swiece japonskie nieomal zupetnie
wyparly uzywang wczes$niej na Zachodzie notacj¢ stupkowa (ang. bars).

Pokazany na rys. 7 tzw. ,,czysty wykres” jest punktem wyjscia do przeprowadza-
nia réznych analiz oraz wyliczania wskaznikow pomocnych w ocenie sytuacji na
rynku. Kazda §wieca na wykresie jest zatem graficzng reprezentacja jednego punktu
w szeregu czasowym nazywanym OHLC od pierwszych liter odpowiadajacych war-
tosciom: Open, Hi, Lo, Close. Kazda czwoérke takich liczb poprzedza znacznik
czasu, okreslajacy precyzyjnie moment otwarcia $wiecy. Opcjonalnie mogg tez wy-
stepowacé w szeregu czasowym inne wartosci liczbowe jak np. wolumen, ktory row-

niez moze by¢ pokazywany na platformach transakcyjnych.
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Rysunek 7. Wykres notowan z wykorzystaniem swiec japonskich [15,16,31], sporzadzony
na platformie cTrader [32]

Kazdemu szeregowi czasowemu przypisany jest jeden interwal czasowy (rama cza-
sowa) dotyczacy wszystkich zawartych w nim $wiec. Dane dla poszczegolnych in-

terwatow czasowych zapisywane sg w plikach jako oddzielne szeregi czasowe,
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np. notowan ze $wiecami dziennymi (rama czasowa D1), jednogodzinowymi (rama
czasowa hl) czy jednominutowymi (rama czasowa m1). Opisany wyzej sposob za-
pisu danych liczbowych zawierajacych znaczniki czasu oraz notowania stal si¢ juz
standardem.

Koncepcja §wiecy japonskiej nie wyczerpuje zagadnienia graficznej reprezenta-
cji notowan. Na uwage zastuguje réwniez wykres ceny tworzony z uzyciem tzw.

klockow Renko (w jezyku japonskim ,;renko” oznacza cegle).

D EURUSD Res :::

.

e

'R TS Ly -

U i
]ID IIDI]ID -

,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,, (T}

15 Mas 2023, UTC+1 18 Mar o1s240 062755 e 1628 OB 5440 062055 105028

Rysunek 8. Przykladowy wykres notowan z wykorzystaniem klockéw Renko [15], sporza-

dzony na platformie cTrader [32]

Wykres Renko pokazany na rys. 8, tworzony jest wedtug prostej reguly rysowania
symbolicznego prostokata w sytuacji, gdy cena ,,idac z trendem” pokonata zdefinio-
wany a priori przedzial wartosci, np.: dla wykresu renko EURUSD Reg z rys. 8,
wysoko$¢ prostokata ,,cegietki” wynosi 5 pipsow. Charakterystyczna dla tego typu
wykresow jest nieliniowa skala osi czasu. O$ ta prezentuje nast¢pstwo ruchow ceny,
za$ jej skala jest nieregularna i ma charakter orientacyjny. W przypadku wzrostéw
ceny, prostokat na wykresie Renko jest bialy a dla spadkow jest wypetniany kolorem
czarnym, analogicznie do konwencji opisanej wczesniej dla klasycznych swiec ja-
ponskich.

Analiza techniczna wykorzystuje przedstawione reprezentacje danych liczbo-
wych, w procesie ich opracowywania z wykorzystaniem technologii informatycz-
nych. W erze przed powszechnym zastosowaniem komputeréw, wyniki recznych
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obliczen rysowane byly na arkuszach papieru. Obecnie wszystkie narzedzia
analityczne zostaly przeniesione na komputerowe platformy transakcyjne.

Narzedzia Analizy Technicznej

Obliczeniowe

Graficzne Programowe

-[ Figury geometryczne ]
—[ Linie ]
—[ Luki ]
—| Prostokaty

- Wskazniki pozostate
—| Elipsy

—[ Znaczniki / Tekst ]

Wskazniki Trendu

Wskazniki zmiennosci

Wskazniki wolumenu

L L L L

]
]
)
]

—[ Narzedzia wspomagajace ]

—[ Zniesienia ]
—[ Ekspansje ]
—[ Wachlarze ]
—[ Strefy czasowe ]

—[ Kanat réwnolegty kursu ]

—[ Andrews Pitchfork ]

—[ Rysowanie reczne ]

Rysunek 9. Systematyka narzegdzi stosowanych w analizie technicznej [16]
Wsrod typowych narzedzi, ktore tworza swoisty niezbednik wymieni¢ nalezy:

e Dbogaty zestaw wskaznikow wyliczanych i wys$wietlanych na ekranie w
czasie rzeczywistym ($rednie kroczace, oscylatory, indeksy);
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e narzedzia graficzne do nanoszenia réznych figur geometrycznych na wy-
kres (proste, kanaty czyli proste rownolegle, tréjkaty, okregi, réozne ozna-
czenia i symbole);

e narzedzia graficzne wspomagajace poszukiwania proporcji i zwiazkoéw
geometrycznych pomiedzy ruchami ceny (zniesienia wewnetrzne, zniesie-
nia zewnetrzne, tuki, wachlarze i strefy czasowe Fibonacciego).

Taksonomi¢ wymienionych narz¢dzi mozna przedstawi¢ w postaci graficzne;.
Pozwala ona na tatwiejsza orientacje w tym bardzo obszernym arsenale. Pokazany
diagram na rys. 9 jest przyktadem takiej systematyki sporzadzonej w oparciu o infor-
macje zaczerpnigte z literatury oraz platform transakcyjnych: [15,16,31,33,34,35]. Jest
on wynikiem ogolnego spojrzenia na warsztat analityka i nie wyczerpuje wszystkich
aspektéw tematu. Wachlarz pokazanych narzedzi uzupeinia mozliwo$¢ zaprogramo-
wania dowolnych procedur wspomagajacych wyszukiwanie i analiz¢ wzorcow oraz
robotow transakcyjnych automatyzujacych handel.

Bardzo istotnym a trudnym do ujg¢cia w tej systematyce jest sposéb uzycia
poszczegodlnych narzgdzi. Obszerna wiedza kryjaca si¢ za wieloma z tych terminow
decyduje o skutecznym ich wykorzystaniu. Przyktadowo zagadnienia poziomow
1 zniesien Fibonacciego sa tematem wielu opracowan i obszernych monografii
[25,26,36,37], pozwalajacych na glebsze poznanie i ich zastosowanie. W wielu pra-
cach mozna réwniez znalez¢ informacje dotyczace tzw. wzorcow (ang. patterns)
[25], ktore bezposrednio wigza si¢ ze zniesieniami i ekspansjami Fibonacciego.

Waznym zagadnieniem w analizie technicznej jest rowniez umiej¢tno$¢ poshugi-
wania si¢ elementami geometrycznymi nanoszonymi recznie na wykres. Reczne po-
prowadzenie prostej zwigzanej z linig trendu lub umieszczenie prostokata obrazuja-
cego strefe wsparcia lub oporu jest niecodzowna umiejetnoscia, od ktorej zaleze¢ moze
wlasciwa ocena sytuacji rynkowej. Aktualnie duze znaczenie ma rowniez umiejetnosé
sformutowania wtasnych algorytmow i zaprogramowania procedur pozwalajacych na
uzyskanie dodatkowych narz¢dzi indywidualizujacych przeprowadzane analizy lub
automatyzujacych podejmowane dziatania. Jednymi z najczesciej wykorzystywanych
elementéw pomocnych w analizie technicznej sa tzw. wskazniki. Kategoria ta obej-
muje wiele grup rézniacych si¢ miedzy soba sposobem obliczania, zastosowaniem jak

i graficzng reprezentacja na ekranie platform transakcyjnych [13].
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2.2.2.2. Srednia kroczqca (ruchoma)

Jest to jedna z najbardziej znanych idei jakie sg wykorzystywane do wspomagania
analiz. Uzywana jest ona do tworzenia réznych wskaznikéw i oscylatorow. Ob-
liczanie $redniej kroczacej dla szeregu czasowego korzysta z danych, ktére z
oczywistych wzgledéw nalezg juz do historii. W konsekwencji wynik obliczen od-
zwierciedla w jakims$ stopniu dynamike zmian zawarta w danych. Sposob tworzenia
$redniej kroczacej bazuje na uwzglednianiu w obliczeniach wartosci, ktore sg odle-
gle od punktu biezacego nie wiecej niz przyjeta a priori pewna liczba obserwacji
liczona wstecz wzdtuz osi czasu. Na rys. 10 pokazana zostata zasada przesuwania
si¢ tzw. okna czasowego ograniczajacego zakres punktow branych do obliczen.

Przesuwanie okna czasowego

\/‘

Punkty danych

(* Srednia kroczaca

v

|
1
ts t te t b tt t t ot czast

Rysunek 10. Obliczanie $redniej kroczacej. Ilustracja zasady przesuwania okna czasowego
obejmujacego w kazdym kroku stala liczbe punktéw danych wzigtych do obliczenia sredniej

Oznaczone kolorem czerwonym poszczegolne punkty danych objete aktualnym ok-
nem, sg usredniane z wykorzystaniem jednej z przyjetych formut. Obliczone warto-
$ci umieszczane sg na wykresie razem z danymi z analizowanego szeregu czaso-
wego. Formuly stosowane do obliczen w zaleznosci od typu $redniej definiowane sa
w odmienny sposob. Najpopularniejszg jest prosta kroczaca $rednia arytmetyczna
(SMA) wyrazona rownaniem:

_ x(to)+x(ty)+ - +x(ty)
- k+1

SMA

9)
W wyrazeniu (9), definiujacym SMA przyjeto nastgpujgce oznaczenia:
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SMA - prosta srednia kroczaca (arytmetyczna),
x(ty) — warto$¢ zmiennej x w chwili ¢o,
x(t;,) — warto$¢ zmiennej x w chwili ty,
k — liczba okresow objetych aktualnym oknem czasowym,
k + 1 — liczba punktéw danych objetych oknem czasowym.
Srednia ta charakteryzuje sie istotnym opoznieniem, ktore na wykresie jest wyraznie
widoczne jako przesunigcie linii oraz tworzonych przez nie ekstreméw, pomigdzy
oboma wykresami. Dane z historii w istotny sposob moga zmienia¢ warto$¢ takiej sred-
niej. Jest to szczegdlnie widoczne w sytuacjach wystgpowania duzych wahan i nagtych
zmian wartosci aktualne;j. Jest to powodem wielu ograniczen w jej stosowaniu.
Zjawisko wpltywu wartosci historycznych na warto$¢ wyliczanej sredniej zostato
zredukowane w pewnym stopniu w przypadku wykladniczej $redniej kroczacej
(EMA), ktora jest odmiang $redniej wazonej [38,39].
Srednia ta obliczana jest z wykorzystaniem réwnania:

_x(t)+x(t)(1—a) +x(t) (1—a)? + - + x(tg) (1—a)®

EMA 1+(1-a)1+(1-a)2+ - + (1—a)k

(10)

Oznaczenia we wzorze (10) s3 nastepujace:
EMA — wyktadnicza $rednia kroczaca,
x(ty) — warto$¢ zmiennej x w chwili to,
x(ty) — warto$¢ zmiennej x w chwili tx,

k — liczba okresow objetych aktualnym oknem czasowym,
2 . .
a = — — wspolczynnik wagowy.
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Rysunek 11. Poréwnanie wartosci wag w = (1 — a)¥ dla kolejnych probek n przy k = 15,
w trakcie obliczania $redniej EMA(15) — kolor niebieski oraz wag w dla $redniej SMA(15)
— kolor pomaranczowy
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Wspotezynniki wagowe (1 — a)* wyliczane w réwnaniu (10) zmieniajg si¢ wyktad-
niczo. Powoduje to szybszy zanik wplywu warto$ci historycznych na warto$¢ obli-
czanej $redniej. Porownanie zmian warto$ci wag w funkcji numeru probki dla §red-
nich kroczacych SMA oraz EMA ilustruje wykres z rys. 11.

Zastosowanie $redniej EMA zmniejsza wielko$¢ opoznienia $redniej w stosunku
do wartosci rzeczywistych. Poréwnanie przebiegéw srednich SMA i EMA dla okna
czasowego o identycznej wielkosci rownej dziesi¢ciu interwatom, pokazane zostato
narys. 12.

Wsrod mozliwosci obliczania $redniej kroczacej godne uwagi jest zastosowanie
metody najmniejszych kwadratow (MNK). Metoda ta zostata szerzej przedstawiona
w podrozdziale 3.3. Ten sposob obliczen tworzy $rednia kroczaca szeregu czaso-
wego (TSMA) [40]. Srednia ta wykazuje jeszcze mniejsze opdznienie w stosunku

do wartosci rzeczywistych, co zostato pokazane na rys. 12.

EURUSD (h4)

TSMA(10)

SMA(10)

1 Dsao.

prevss

1 om0

10830,

Rysunek 12. Poroéwnanie przebiegdw $rednich kroczacych SMA(10), EMA(10) i TSMA(10),
na przykladzie notowan pary walutowej EURUSD dla ramy czasowej h4. Wykresy sporza-
dzone na platformie cTrader [32]

Wieloletnie poszukiwania nowych rozwiazan zaowocowaly opracowaniem koncep-
cji sredniej bez op6znienia (ZLMA), ktorg w latach 80. XX w. zaproponowali John
Ehlers i Ric Way [16,41,42,43]. Idea stojaca za konstrukcja tej $redniej sprowadza
si¢ do szacowania btedow regresji i na tej podstawie obliczania poprawek do pre-
dykcji. Poréwnanie przebiegu sredniej ZLMA w stosunku do $redniej liczonej kla-
sycznie pokazuje rys. 13. Wykorzystanie przecig¢ tej sredniej ze $rednia EMA po-

zwala na utatwienie w konstruowaniu systeméw do handlu automatycznego.
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Rysunek 13. Porownanie przebiegu $redniej bez opdznienia ZLMA i $redniej SMA dla no-
towan spotki MSFT zaznaczonych kolorem zielonym. Kolorem zéttym zaznaczona jest $red-
nia ZLMA a kolorem czerwonym $rednia EMA [42]

Przeglad $rednich kroczacych wymaga jeszcze omowienia $rednich opracowanych na
uzytek analiz gietdowych w Japonii. Srednie te rowniez wykorzystuja okno czasowe
obejmujace okreslona stalg liczbe swiec. Roznica polega na odmiennym obliczaniu
sredniej. Jest ona wyznaczana jako $rednia arytmetyczna z minimalnej i maksymalne;j
ceny zamknigcia $wiec objetych oknem, zgodnie z réwnaniem (11). Odpowiada to

wysrodkowaniu warto$ci pomiedzy ekstremami w zadanym okresie czasu:

avr, = MIN(Ck)-;MAX(Ck) (11)

gdzie:
avr;, — srednia kroczaca ekstremow,
C,— warto$ci zamknigcia §wiec o indeksach od 1 do 4,
MIN (C}) — minimalna warto$¢ zamknigcia $wiec o indeksach od 1 do 4,
MAX(Cy) — maksymalna warto$¢ zamknigcia $wiec o indeksach od 1 do &,

k — liczba $§wiec objetych aktualnym oknem czasowym.

Z tym specyficznym sposobem obliczania $redniej wiaze si¢ tez skokowy charakter
zmian jej warto$ci. O zmianie wartos$ci $redniej moze zadecydowac¢ nowa $wieca,
ktoéra zostata objeta przesunigtym wlasnie oknem lub wypadnigcie ostatniej Swiecy

z takiego okna, nazywane ,,wymieraniem §wiecy”. Srednie liczone w ten sposob, dla
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scisle okreslonych okien czasowych, zestawione zostaty na jeden wykres przez ja-
ponskiego inwestora Goichi Hosodg. Zestawienie to znane na §wiecie pod nazwa
Ichimoku Kinko Hyo pokazane zostato na rys. 14 w formie wskaznika na platformie
transakcyjnej. Wskaznik Ichimoku obejmuje pig¢ linii, z ktorych cztery s srednimi
wyznaczanymi w opisany wczesniej sposob. Linie Tenkan Sen i Kijun Sen wyznaczane
sa wedhug zalezno$ci (11) obejmujacej odpowiednio 9 i 26 §wiec. Z kolei linia Senkou
Span A powstaje jako $rednia Tenkan Sen 1 Kijun Sen za 26 okresow i jest przesunigta
do przodu o 26 okresow. Linia Senkou Span B jest $rednig linii Tenkan Sen i Kijun Sen,
lecz obliczang z 52 okresdéw i1 rowniez jest przesunigta do przodu o 26 okresoéw. Linie
te tworzg tzw. chmurg Kumo, ktora jest cieniowana zaleznie od potozenia obu linii
wzgledem siebie. Ostatnia z linii Chikou Span reprezentuje ceny zamkniecia Swiec i
jest przesunieta o 26 okresow do tytu. Opisane wyzej linie w zaleznosci od potozenia
wzgledem siebie oraz przecie¢ jakie tworza na wykresie, mogg by¢ pomoca w ocenie
sytuacji rynkowej oraz zrodltem sygnatéw transakcyjnych. Sposob interpretacji oraz
definicje poszczegdlnych sygnatéw okresla strategia Ichimoku [17].

Chikou Span

Senkou Span B

Senkou Span A

Kumo

Rysunek 14. Przyktadowy wyglad wskaznika Ichimoku Kinko Hyo dla notowan pary walu-
towej EURUSD (D1). Opis poszczegélnych linii, za japonskim oryginatem, odpowiada okre-
Sleniom uzywanym przez analitykow gietdowych. Wykresy sporzadzone na platformie cTra-
der [32]

Przy okazji omawiania $rednich ruchomych warto nadmienié, ze mozna je stosowac

do konstrukcji innych wskaznikow jak rowniez oscylatorow. Przyktadem moga by¢
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umieszczane na wykresie razem z danymi tzw. wstegi, ktore obrazuja zakres zmien-
nosci np. wstega Bollingera [16] czy kanat Keltnera [44]. Sktadaja si¢ one z trzech
linii. Linia Srodkowa liczona jest jako $rednia kroczaca np. EMA. Linie gérna i dolna
sg oddalone od linii srodkowej o wyliczong odlegtos¢ na podstawie innego wskaz-
nika np. odchylenia standardowego (dla wstegi Bollingera), ATR (dla kanatlu Kelt-
nera) lub tzw. koperty (przyjetej statej wartosci procentowej). Przyktadowy wykres
zawierajacy wskaznik ze wstegami Bollingera jest pokazany na rys. 15.

Rysunek 15. Przyktad wskaznika ze wstega Bollingera dla pary EURUSD (D1). Wykresy
sporzadzone na platformie cTrader [32]

Kolejng omawiang kategoria narzedzi wykorzystywanych w analizie technicznej, sa
oscylatory. W odroznieniu od wskaznikow rysowanych na tle wykresu danych, wy-
kresy oscylatoréw umieszczane s3g pod wykresem. Tworza one ramki z wykresami
wstegowymi. Oscylatory wskazuja sytuacje na wykresie, dajac przewage przy po-
dejmowaniu decyzji, szczegdlnie w przypadkach braku wyraznego trendu na rynku.
Oscylatory spotykane na platformach transakcyjnych mozna podzieli¢ na kilka grup
zadaniowych. Dobiera si¢ je indywidualnie do potrzeb dyktowanych przeprowa-
dzang analiza. Wymieniane sg trzy sytuacje dla ktorych sg one konstruowane:
e Osiagaja warto$ci skrajne, zblizone do ekstremow wahan co moze by¢
swiadectwem wykupienia (wartosci bliskie maksimum) lub wyprzedania

(wartosci bliskie minimum) na rynku;
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e  Wykazuja dywergencj¢ zmian warto$ci w stosunku do zmian ceny w oko-
licy ekstremum, co moze sygnalizowaé zblizajaca si¢ zmiang¢ kierunku
trendu;

e Przecinajg lini¢ poziomu zerowego dajac wazny sygnat do zajecia pozycji
zgodnej z trendem.

Wsrod najbardziej popularnych zadan realizowanych za pomocg oscylatorow wy-
mieni¢ mozna: mierzenie impetu wyrazajacego tempo zmiany cen, mierzenie
wzglednej zmiany (ROC), mierzenie sity wzglednej (RSI), wykrywanie anomalii
MACD [13,16].

MACD (Moving Average Convergence / Divergence) jest przyktadem zastoso-
wania $rednich ruchomych do tworzenia oscylatorow. Wykorzystywany jest on do
analizy zar6wno ceny jak i innych danych np. dotyczacych wolumenu czy liczby
kontraktow. Oscylator MACD tworzony jest z wykorzystaniem dwoch srednich kro-
czacych o roznych oknach czasowych. Srednia o wezszym oknie czasowym (szyb-
sza) tworzy punkty przecigcia z linig sredniej o wickszym oknie czasowym (wol-
niejsza). Dodatkowo obliczana jest roznica pomigdzy warto$ciami obu $rednich, co
umozliwia zobrazowanie zaré6wno za pomocg linii jak i stupkéw histogramu. W
praktyce wybodr stosowanego wariantu MACD podyktowany jest indywidualnymi
preferencjami analityka. Oba warianty tego oscylatora pokazane zostaty na rys. 16.
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Rysunek 16. Przyktad zobrazowan oscylatora MACD dla pary walutowej EURUSD (D1):
a) linie dajace sygnaly przy przecigciu; b) histogramem pokazujacy réznice pomiedzy $red-
nimi. Wykresy sporzadzone na platformie cTrader [32]
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Specjalnej uwagi w przegladzie wskaznikow wymaga grupa przeznaczona do okre-
$lania trendu. Zagadnienie to jest w centrum uwagi juz od ponad stu lat. Ukute na
przetomie wiekow XIX i XX w Stanach Zjednoczonych powiedzenie: ,, Trend is your
frend” odnosi si¢ do inwestowania zgodnie z trendem. Juz wtedy zaobserwowano,
ze decyzje ,.kontrarianskie” (przeciw trendowi) koncza si¢ w przewazajacej czesci
dotkliwymi porazkami. Powstaly fundamentalne teorie Dowa i Eliota [21]. Inwesto-
rzy maja do wyboru wiele narzedzi wspomagajacych okreslenie panujacego na
rynku trendu. Ich wykorzystanie pozwala zmniejszy¢ wplyw subiektywnej oceny na
podejmowane decyzje w tzw. handlu uznaniowym.

W wielu przypadkach prawidlowe rozpoznanie trendu nie jest zadaniem fatwym,
ze wzgledu na duzy poziom szumu transakcyjnego, jaki wida¢ na wykresach. Do-
stepne na platformach transakcyjnych wskazniki trendu mozna podzieli¢ na takie,
ktore stosujg narzgdzia statystyczne oraz na geometryczne, wynikajace z tradycji
rgcznego rysowania trendow na papierze. Jednymi z najstarszych wskaznikow
trendu sg opisane wczesniej srednie kroczace, wynikajgce z obrdbki statystycznej
szeregu czasowego 1 pozwalajgce w kontrolowany sposob dopasowywac¢ wskaznik
do charakteru danych i rodzaju prowadzonej analizy. Do tej grupy naleza wszystkie
rodzaje $rednich kroczacych (rys. 12), wstegi (rys. 15), oscylator MACD (rys. 16),
a takze oscylatory, uzywane jako narz¢dzie pomocnicze, gdyz uprawdopodobniaja

mozliwo$¢ zmiany kierunku trendu.

Tworzenie sie struktury trendu spadkowego
wyiszego rzedu

17 Sty 2023, UTC+1 %8y sy 01l 05l 0l oLe Bl 5L 18l Al auw aw 01 Mar 05 Mar 07 Mar 09 Mar 1M L.m

Rysunek 17. Przyktad rozrysowania trendow elementarnych dla pary EURUSD (D1).
Strzatka oznacza tworzenie sig¢ struktury trendu spadkowego wyzszego rzedu. Wykresy spo-
rzadzone na platformie cTrader [32]
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Druga grupa wskaznikoéw bazujaca na wykreslnym (geometrycznym) wyznaczaniu
trendu, wykorzystuje zwykle prostg definicje stosowang jako kryterium kwalifika-
cyjne. Jednym z bardziej znanych jest okreslenie trendu wzrostowego jako takich
zmian ceny, w ktorych zar6wno maksima jak i minima sg coraz wyzsze. Symetrycznie
dla trendu spadkowego mowa o coraz nizszych ekstremach. Zmiany ceny sg tu ro-
zumiane jako przebieg ceny w pewnym okresie czasu, w ktdrym wystepuja zarowno
wzrosty jak i spadki notowan [21]. Przyktad zamieszczony na rys. 17 pokazuje kre-
skowanie trendéw elementarnych wykorzystujace takg definicje. Mozna tu zauwa-
zy¢ tworzenie si¢ struktury o tendencji spadkowej, utworzonej ze sktadowych niz-
szego rzedu.
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Rysunek 18. Stosowanie pomocniczych elementow geometrycznych do wyznaczania tren-
dow dla pary EUR/USD m15. Wykresy sporzadzone na platformie cTrader [32]

Czgsto wykorzystywanym sposobem w analizach jest kreslenie pojedynczej linii po-
mocniczej taczacej dotki lub szczyty notowan na wykresie, odpowiednio dla wzro-
stow lub spadkéw notowan. Przedstawione sytuacje ilustruje rys. 18

Utrzymywanie si¢ ceny powyzej linii tagczacej minima tzw. dotki jest interpreto-
wane jako oznaka trendu wzrostowego. Analogicznie dla trendu spadkowego linia
laczaca maksima tzw. szczyty lezy ponad wartosciami ceny. Stosowane sg roéwniez
obie linie jednoczes$nie tworzac tzw. kanat, ktory moze reprezentowac¢ wzrosty lub
spadki. Przypadek, gdy linie kanatu przebiegaja poziomo jest okreslany jako trend
boczny [16].
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Rysunek 19. Wybrane schematy cenowe wykorzystywane w analizie Pice Action (PA) [27]:
a) i d) prawdopodobna akcja po korekcie; b) i ) prawdopodobna akcja po konsolidacji;
¢) i f) mozliwa reakcja po akcji

Najwigkszym ograniczeniem w okreslaniu trendu jest fakt, ze moment jego zakon-
czenia i zmiany na przeciwny mozna zauwazy¢ i potwierdzi¢ tylko post factum.
Uwaza si¢, ze majac do dyspozycji wylacznie dane historyczne nie mozna wykonaé
skutecznej predykcji ruchdw ceny. Charakter wyprzedzajacy maja tylko nieliczne
oscylatory. Jednak ich skuteczno$¢ w predykcji jest bardzo ograniczona. Pomimo
dostrzeganych trudnosci dotyczacych predykcji, inwestorzy stosujg jednak wymie-
nione rozwigzania, godzac si¢ z ich utomnos$ciami.

Uwazna obserwacja wykresOw oraz przebiegu notowan na poszczegélnych se-
sjach gietdowych legly u podstaw kolejnego sposobu analizy, a mianowicie analizy
ruchu ceny PA (ang. Price Action) [16], zakladajacej wystgpowanie $cisle okreslo-
nych nastgpstw wynikajacych z ruchu ceny. W praktyce oznacza to, ze po duzym
ruchu ceny, zwanym akcja, wystepuje jedna z mozliwos$ci:

e faza przestoju, w postaci korekty lub konsolidacji;
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e reakcja, bedaca akcja w przeciwnym kierunku.
Istotng rol¢ w prowadzeniu analizy PA maja tzw. wsparcia i opory. Ich umieszczenie
na wykresie dopetnia analizowany uktad cenowy. Wynikajace z tych obserwacji
schematy pokazane zostaty na rys. 19.

Strategie inwestycyjne wykorzystujace PA positkuja sie jeszcze dodatkowymi
elementami potwierdzajacymi warto$¢ powstatego sygnatu. Jednym z nich jest ana-
liza wielointerwatowa. To bardzo czgsto stosowana technika pozwalajaca na obser-
wacje danych z réznej perspektywy czasowej. Zaktada si¢ w tym przypadku samo-
podobienstwo wykreséw dla réznych ram czasowych (fraktalnos¢). Ramy te r6znig
si¢ migdzy soba o wspotczynnik krotnosci, najczgsciej przyjmujacy warto$¢ z prze-
dziatlu od czterech do szesciu, np. h4, h1, m15. Pojawienie si¢ koincydencji schema-
tow cenowych (traktowanych jako sygnaty) z réznych ram czasowych, jest trakto-
wane jako uprawdopodobnienie zapowiedzi wystapienia ruchu ceny w okreslonym

kierunku, a w konsekwencji kierunku spodziewanego trendu.

2.2.3. Analiza iloSciowa
Analiza ilosciowa reprezentuje podejscie, ktore okrzepto w erze stosowania kompu-
terow do obliczen statystycznych. Analizowane dane obrabiane sg statystycznie, co
pozwala na uzyskanie numerycznych ocen badanego procesu, rynku, zbioru danych.
Tak otrzymane wyspecjalizowane analizy ze zbiorem obliczonych estymatorow w
czasie rzeczywistym, mogg da¢ podstawe do oceny sytuacji i podejmowania decyzji
inwestycyjnych. Wykorzystanie wynikow tej analizy mozliwe jest zatem tylko w
kregu instytucji finansowych, ktore dysponuja odpowiednio duzymi zasobami sprze-
towymi, oprogramowaniem oraz dostepem do danych.
Efektem analizy ilo§ciowej jest powstanie specyficznych technik transakcyjnych,
wsrod ktorych najbardziej znane i podawane w zrédtach [5], to:
e handel spreadami i arbitraz (ang. Spread trading & arbitrage);
e zlozonaregresjaiuczenie maszynowe (ang. Complex regresion & machine
learning);
e metody glebokiego uczenia si¢ do przewidywania (ang. Deep learning
methods for prediction);
e technika wysokiej czestotliwosci i animacja rynku (ang. High-frequency

technic and market making).
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Na uwage szczego6lna zastuguje fakt opracowania i stosowania w ostatnim czasie
wysoce specjalistycznych rozwigzan do przetwarzania w czasie rzeczywistym, okre-
Slanym jako HFT (ang. High Frequency Trading). Rozwigzania te operuja na ryn-
kach finansowych i gietdach, z czasami reakcji na poziomie pojedynczych mikrose-
kund. To nieosiggalne dla istot zywych tempo pracy przynosi jednak firmom
wielomilionowe zyski. Stosowanie tego typu technik wymaga jednak spetnienia sze-
regu warunkow, ktore decyduja o sukcesie. Jednym z nich jest zapewnienie mini-
malnej dozwolonej przepisami odlegtosci (dlugosci taczy) mierzonej pomigdzy pro-
dukcyjnymi serwerami transakcyjnymi gietdy a terminalami i serwerami firmy
wykorzystujacej HFT. Zabieg ten stosuje si¢ po to, by nie dopusci¢ do uprzywilejo-
wania jednego z konkurentow przez powstanie zauwazalnych opo6znien i roznic w
czasach propagacji transmitowanych sygnatéw i zlecen. Pozwala to wyrdéwnaé
szanse wsrod konkurentow zainteresowanych stosowaniem rozwigzan wykorzystu-

jacych tego typu technologie.

2.2.4. Analiza sentymentu i aspekt psychologiczny
Przeglad metod analitycznych zamyka analiza sentymentu. Termin ten dotyczy prze-
twarzania danych nieustrukturyzowanych wraz z tradycyjnymi danymi liczbowymi.
Analizy tego typu zaczely by¢ wyodrgbniane jako oddzielna grupa, po pomys$lnym
zastosowaniu technik uczenia maszynowego. Gtownym zrddtem danych jest raport
COT (ang. Commitments of Traders) traktowany jako wskaznik nastrojow. Dodat-
kowo moga by¢ rowniez brane pod uwagg inne zbiory danych i informacji, np.:
e stosunek liczby opcji PUT i CALL na rynkach opcji;
e wyniki uzyskane za pomocg TEXT-MINING i algorytméw wyszuki-
wania stow o pozytywnym wydzwicku;
e indeks VIX (ang. Volatility Index) zwany tez indeksem strachu;
e indeks UMCSI (ang. United States Michigan Consumer Sentiment In-
dex);
e notatki i anonse prasowe;
e media spotecznosciowe [45].
W trakcie obrobki takich danych tworzony jest ranking poszczegoélnych informacji,
ktory po konsolidacji daje obraz sentymentu catej zbiorowosci. Pokaz tego typu po-
dejscia do przygotowywania decyzji inwestycyjnych odbyt si¢ w trakcie konkursu
ogloszonego przez Kaggle (zajmuje si¢ wspotzawodnictwem w zakresie Al). Wyniki
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wspotzawodnictwa pokazaly, ze zastosowanie takiej analizy moze da¢ pozytywne
rezultaty inwestycyjne [46].

Analiza sentymentu wiaze si¢ wigc ze spotecznym oddzialywaniem na tworzenie
si¢ notowan rynkowych. Zauwazy¢ jednak nalezy, ze zbiorowos$¢ tworza jednostki
podejmujace konkretne decyzje inwestycyjne. Dochodzimy tu do pojedynczego
cztowieka jako w pewnym stopniu niezaleznego podmiotu decydujacego o swoich
srodkach, ktore zaangazuje w proces handlu lub inwestycji. Wspomniana niezalez-
no$¢, w dobie szybkiego przeptywu informacji, jest jednak pojeciem bardzo dysku-
syjnym. Na uwage zastuguja tu liczne prace z dziedziny psychologii i finansow
behawioralnych. Opisujg one mechanizmy oddziatujgce na psychike czlowieka stojg-
cego przed problemem podjecia waznej decyzji inwestycyjnej lub przed zadaniem
oceny i wyborem najlepszej (z punktu widzenia decydujacego) strategii inwestycyjne;.

Powstala w latach 70. XX wieku teoria finansow behawioralnych zaktada, ze

decyzje inwestycyjne w Srodowisku ryzyka nie musza by¢ racjonalne. Daniel
Kahneman i Amos Tversky, dwaj psychologowie amerykanscy, w roku 1979 opubli-
kowali prace, ktora dala podwaliny do obalenia panujacego wczesniej przekonania
o racjonalnosci ludzkich wyborow [47]. Przyczyng takiego stanu rzeczy sg wystepu-
jace liczne mechanizmy oddzialujace na psychikg. Wérdd czynnikéw, jakie maja
wplyw na podejmowane decyzje, wymieniane sg: strach, nadzieja, euforia, rozpacz,
panika, depresja, optymizm czy pesymizm. Tkwia one glteboko w ludzkiej psychice,
przektadajac si¢ na powstawanie bteddéw i1 uprzedzen, wérdd ktorych najczesciej roz-
wazane sg:

¢ nadmierna pewnos¢ siebie — dotyczy przeceniania wtasnej wiedzy i umie-
jetnosci, powodujac podejmowanie zbyt duzego ryzyka i dokonanie nie-
trafionej inwestycji;

e awersja do straty — to tendencja do niesprzedawania waloréw, ktore przy-
noszg straty a jednoczes$nie sprzedawania walorow, ktore zyskuja;

e iluzja kontroli — polega na subiektywnym przeswiadczeniu, Ze szansa od-
niesienia sukcesu jest duzo wigksza niz jest prawdopodobna w rzeczywi-
sto$ci. Wystepuje tu przesadna pewnos$¢ mozliwosci kontrolowania skut-
kéw decyzji, a przeciez skutek podjetej decyzji zalezy nie tylko od
kompetencji i umiejetnosci, ale rowniez od zewnetrznych czynnikow lo-

sowych;
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e pulapka potwierdzania — jest tendencjg do wyszukiwania informacji po-
twierdzajacych, a jednoczesnie ignorowanie informacji zaprzeczajacych;
e blad post factum — to niewtasciwe przekonanie, ze zaobserwowany po fak-
cie wynik mogt by¢ przewidziany wczesniej. U podstaw wystapienia tej
sktonnosci lezy obarczanie za niepowodzenie losu lub innych czynnikéw
zewngtrznych;
e efekt utopionych kosztow — powoduje, ze inwestor jest sklonny trwaé przy
podjetej ztej decyzji, gdy wiazala sie ona ze sporym zaangazowaniem ka-
pitatu [47].
Latwy dostep do informacji spowodowatl, ze inwestor powinien réwniez oceniaé
swojg tatwowierno$¢ i podatno$¢ na manipulacje. Zapewnienie doptywu jak naj-
$wiezszych informacji wiaze si¢ rdwniez z opracowaniem procedur sprawdzajacych
i weryfikujacych otrzymane informacje.

Obserwacja zachowan inwestycyjnych ludzi jako jednostek pokazata, ze pode;j-
mowane przez nich decyzje nie zawsze sg racjonalne. Wplywaja na to rézne stany
emocjonalne poszczegodlnych osob, ale tez fakt, ze rynkiem finansowym zaintereso-
wana jest specyficzna zbiorowos¢. Jego uczestnik poddaje si¢ zazwyczaj presji zbio-
rowosci gietdowej. Ulega emocjom panujagcym w tej grupie, co wptywa na racjonal-
no$¢ podejmowanych przez niego decyzji. Zdolnos¢ do logicznego myslenia jest
thumiona przez zbiorowos$¢ uczestnikow gier gietdowych.

Taka teze zdajg si¢ potwierdzaé¢ dane z biur maklerskich i gietd, moéwigce o tym,
ze tylko nieliczni odnoszg sukcesy w handlu instrumentami finansowymi. Odsetek
0sOb ponoszacych straty w zaleznos$ci od instrumentu oraz rynku waha si¢ w grani-
cach od ok. 80% do nawet 98%. Zwarzywszy na fakt, ze przy zajmowaniu pozycji
na rynku inwestor ma do rozwazenia tylko dwie mozliwo$ci zmiany ceny (wzrost
lub spadek) oraz ze obie moga by¢ rowno prawdopodobne, sporym zaskoczeniem
jest tak duzy odsetek pozycji stratnych. Zdaje si¢ to tylko potwierdza¢ stusznosé
tezy, jaka przyjeto w teorii finanséw behawioralnych.

Pewne $wiatto na to zagadnienie dajg wywiady z traderami, ktorzy na co dzien
sa uczestnikami rynkéw kapitatowych i nauczyli si¢ trudnej sztuki podejmowania
racjonalnych decyzji w warunkach rynkowej presji oraz wystgpowania czynnika lo-
sowego, ktory tylko zwigksza odczuwany stres i podejmowane ryzyko. Tajemnice
warsztatow ich pracy sprowadzaja si¢ w wigkszosci do stwierdzenia, ze najwazniej-

szym czynnikiem w osigganiu sukcesu rynkowego jest przestrzeganie procedur oraz
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branie pod uwagg faktow, a nie przypuszczen lub oczekiwan budowanych na pod-
stawie iluzji i ztudzen (czesto optycznych), jakie powstaja w trakcie obserwacji two-
rzacego si¢ wykresu ceny oraz informacji rynkowych naplywajacych za posrednic-
twem ro6znych kanatéw. W ramach przestrzegania procedur podkreslane jest rowniez
duze znaczenie braku odstgpstw od strategii, ktora zostata przyjeta do realizacji.
Rzutuje to bezposrednio na jako$¢ wykonywanych analiz oraz na zyskowno$¢ zaj-
mowanych na rynkach pozycji.

Che¢ wyeliminowania z operacji rynkowych czynnika zwigzanego z emocjami
i psychika spowodowala, ze juz od wielu lat w $wiecie finanséw dazy si¢ do zauto-
matyzowania wigkszo$ci dziatan, wykorzystujac w tym celu algorytmy oraz szeroko
rozumiang i intensywnie rozwijang sztuczng inteligencje (Al). Odnotowac nalezy, ze
wszystkie rodzaje analiz wymienione w punktach 2.4.1 do 2.4.4 tego rozdziatu, uzy-
wajg zaawansowanego oprogramowania, celem zdobycia przewagi rynkowej w cza-

sie rzeczywistym i uzyskania wynikoéw jakoSciowych nieosiggalnych wczesniej.
3. Przeglad wybranych algorytmicznych metod uczenia maszynowego

Na uzytek tego artykutu przeglad metod uczenia maszynowego zostat podzielony
na dwie czg$ci. Pierwsza z nich dotyczy metod, ktore wykorzystuja klasycznie ro-
zumiane algorytmy wykonujace zadania w okreslony i zdefiniowany z gory spo-
sob. Przedstawione tu zostaty algorytmy uzywane do wstepnej obrobki i oceny
danych, a takze bardziej zlozone algorytmy wykorzystywane w analizie szeregow
czasowych.

Druga cze$¢ odnosi si¢ do metod okreslanych ogdlnie jako sieci neuronowe,
w ktorych nastepuje iteracyjny proces uczenia, specyficzny dla kazdego z typow
sieci. W rezultacie, dla struktury tworzacej sie¢ neuronowa, obliczany jest zestaw
charakterystycznych parametrow, ktore decyduja o wyniku jaki po przetworzeniu
informacji wejsciowej otrzymany zostanie na wyjsciu. Zakres omawianych w prze-
gladzie metod zostat ograniczony, co byto podyktowane ich praktycznym zasto-
sowaniem w przetwarzaniu szeregdw czasowych. Nie zostaly szerzej omoéwione
zagadnienia dotyczace modeli deskrypecyjnych, ktore dotycza wyjasniania zalez-
nosci znajdujacych si¢ w danych. Gtownym obszarem zainteresowania staty sig
modele predykcyjne uwzgledniajace kolejnos¢ analizowanych danych oraz tematy

powigzane.
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3.1. Wstepna ocena danych

Przygotowanie danych do przetwarzania stanowi pierwszy etap w procesie ich ana-
lizy. Wymaga ono wzigcia pod uwagg tego, jaki typ eksperymentu na danych jest
aktualnie planowany. W przypadku modeli predykcyjnych wymaga si¢ zwracania
bardzo wiarygodnych i doktadnych wynikéw, pokazujacych przewidywania w okre-
$lonym horyzoncie czasowym. W ramach przygotowania przeprowadzane jest
sprawdzenie kompletno$ci danych oraz poszukiwanie wartosci odstajagcych. Pew-
nym wyzwaniem jest natomiast identyfikacja i poprawianie wartosci btgdnych. Ma
to szczegodlne znaczenie w przypadku uczenia maszynowego na potrzeby modeli
predykcyjnych. Uzycie zbioru danych uczacych zawierajagcego wartosci biedne,
wplywa na uzytecznos$¢ otrzymanego modelu, oceniang przez jakos$¢ uzyskiwanych
wynikow predykcji [49]. Jest to zgodne z zasada, ktora mowi, ze btedne dane daja
btedne wyniki [50]. Dodatkowo nalezy mie¢ na uwadze to, ze w bazie danych moga
by¢ przechowywane informacje zbg¢dne, nieodpowiednio sformatowane oraz warto-
$ci niezgodne z zasadami lub zdrowym rozsadkiem [50]. Surowe dane z bazy danych
wymagajg zatem oczyszczenia i / lub przeksztalcenia.

X Mean: 54.26
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Rysunek 20. Graficzna prezentacja zbiorow danych o takich samych statystykach zbiorczych
(doktadno$¢ dwa miejsca po przecinku) obejmujacych wartosci srednie X Mean oraz Y Mean,
odchylenia standardowe X SD 1Y SD, a takze wspolczynnik korelacji Pearsona: Corr [48]
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Na poczatkowym etapie badania danych czesto dokonuje si¢ wstepnej oceny zalez-
nosci na drodze sporzadzenia diagraméw korelacyjnych. W latach 70. XX wieku
wykazano, ze rozne zbiory danych moga mie¢ identyczne parametry statystyczne
[51]. Wspolczesnie, pojawiaja si¢ kolejne przyktady takich zbioréw danych. Przy-
ktadowy zestaw opublikowany w roku 2017 pokazany zostat na rysunku 20 [48].
Stworzylo to nowe podejscie do graficznej oceny danych, decydujace czesto o do-
borze narzedzi analitycznych oraz procedur badawczych.

Sprawdzenie kompletnosci danych moze by¢ realizowane na rézne sposoby,
zalezne od struktury zbioru danych. Jedng z takich mozliwo$ci jest — przyktadowo
— wykrywanie warto$ci NULL w kolumnach tabel [49]. W przypadku szeregow
czasowych sprawdzenie kompletnosci danych wykorzystuje dodatkowo prosty
iteracyjny algorytm obliczajacy interwaty czasowe Af pomigdzy kolejnymi sgsia-
dujacymi punktami. Wychwycenie odstgpstwa od schematu okreslajacego kolejne
terminy akwizycji danych (harmonogramu) jest sygnalem traktowanym jako
wskaznik braku kompletno$ci danych w badanym szeregu czasowym.

Na rysunku 21 pokazana zostata ogdlna zasada obowiazujaca w trakcie obli-
czen. Badane sa warto$ci pewnej zmiennej X. O$ odcietych na wykresie jest osig
czasu. Pokazane roznice czasowe At pomiedzy punktami danych sa wyliczane dla
catego szeregu.

)(ft:l r Y

L J

Aty | Aty Aty Aty 'Ats'  Ots Aty ‘Ats Ate Aty t

Rysunek 21. Zasada badania kompletno$ci danych szeregu czasowego o rownomiernych od-

stepach

Warunek jaki spetiaja kompletne dane, w ktorych zachowana jest zasada réwno-

mierno$ci odstepow czasowych, przedstawia ponizsza zalezno$¢:
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Max(Aty; At,) = Min(Aty; Aty) (12)

W powyzszym réwnaniu (At,; At,) oznacza przedzial zawierajagcy wszystkie war-
tosci réznic czasowych. Z kolei, dla szeregu czasowego zawierajagcego dane o nie-
roéwnomiernych odstgpach czasowych pomigdzy poszczegdlnymi punktami, wspo-
mniany warunek ma posta¢ nastepujaca:

Max(Aty; Aty) = kypin Min(Aty; Aty,) (13)

Tutaj (At;; At,) oznacza przedziatl zawierajacy wszystkie wartosci réznic czaso-
wych, za$ ki, jest wspotczynnikiem wielokrotnos$ci wynikajacy z harmonogramu
gromadzenia danych.

Wazne dla szeregéw czasowych jest rowniez to, by w danych znajdowaly si¢ ko-
lejne uporzadkowane chronologicznie punkty nalezace do jednej ramy czasowe;.
Oznacza to, ze interwaty czasowe A¢ nie mogg przyjmowac warto$ci posrednich,
ktore nie sg wielokrotno$cia interwatu bazowego obowiazujacego dla przyjetej ramy
czasowej [49]. W przypadku, gdy zbior danych zawiera wartosci z r6znych ram cza-
sowych, w celu identyfikacji dominujgcej ramy czasowej konieczne jest okreslenie
liczno$ci poszczegodlnych interwalow czasowych w tym zbiorze. Na tej podstawie
mozna ocenic¢, ktore dane sa nadmiarowe i kwalifikuja si¢ do usuniecia.

Zadaniem algorytmu sprawdzania kompletnosci danych przedstawionego na ry-
sunku 22 jest sprawdzenie zgodnosci obliczonych roéznic czasowych z zadanym har-
monogramem. Wykorzystywany w tym celu harmonogram moze mie¢ posta¢ zdefi-

niowang w tabeli 1 (przyktad dla rynku Forex).

Tabela 1. Zestawienie harmonogramow notowan na rynku Forex dla typowych ram czaso-
wych [53]

Poczatek notowan | Poczatek ostatniej Swiecy
L.p. | Interwal Dzien Czas Dzien Czas
1 D1 Niedziela | 23:00 Czwartek 23:00
2 hi2 Niedziela | 23:00 Piatek 11:00
3 hy Niedziela | 23:00 Pigtek 19:00
4 h1 Niedziela | 23:00 Pigtek 22:00
5 mis Niedziela | 23:00 Pigtek 22:45
6 ms Niedziela | 23:00 Piatek 22:55
7 m Niedziela | 23:00 Pigtek 22:59
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Inicjalizacja zmiennych

Odczyt kolejnego
stempla czasowego

Obliczenie réznicy

czasdw z poprzednikiem

Odnotowanie luki
na liscie

Lista luk w danych

Rysunek 22. Schemat uproszczonej sieci dziatan algorytmu do badania kompletnosci danych

W szeregu czasowym

Kolejne sprawdzenie dotyczace tzw. wartosci odstajacych polega na ocenie, czy

warto$¢ w konkretnym punkcie danych razgco odbiega od zdefiniowanej wczeéniej

i przyjetej normy. W najprostszym przypadku sprowadza si¢ to do arbitralnego wy-

znaczenia warto$ci progowych, co ilustruje rysunek 23.

e

Pz

Rysunek 23. Zasada wyznaczania warto$ci odstajacych poprzez arbitralne ustalenie wartosci

progowych p; oraz p,
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W tym przypadku wartosci progowe tworzg przedziat poza ktorym traktowane sg
jako odstajace.

Innym stosowanym sposobem wyznaczenia granic jest podejs$cie statystyczne.
Polega ono na obliczeniu kwartyli Q; oraz Q3 dla warto$ci z szeregu a nast¢pnie na
ich podstawie wyznaczeniu rozstepu kwartylowego Ry = Q3 — Q; 1 ostatecznie
okresleniu szukanych granic przedzialu [Q1 —3Ry; Q3 + 3RQ] zawierajacego wy-
lacznie warto$ci nieodstajace [52].

Spotykane jest rowniez podej$cie wykorzystujace srednie kroczace. W tym przy-
padku dazy si¢ do wyliczenia wstggi zmiennoSci, ktérej warto$ci tworza pewne
krzywe. Wyznaczaja one nieprzekraczalny margines wartosci minimalnej i maksy-
malnej dla danych. Przekroczenie tego marginesu interpretowane jest jako wystapie-
nie warto$ci odstajacej.

Dla danych wielowymiarowych obliczenia przeprowadzane sg indywidualnie
dla kazdego z wymiarow. Poszukiwanie sprowadza si¢ do sprawdzenia czy kon-
kretny punkt mie$ci si¢ w przyjetej wstedze odchylen, uzytej do klasyfikacji da-
nych. Przekroczenie odchylenia o zadany wspotczynnik jest sygnalizowane jako
warto$¢ odstajaca.

Kolejng metoda pozwalajaca wyodrebni¢ dane odstajace, jest analiza rozktadu
wartosci, zilustrowana na rysunku 24. Rozktad taki otrzymuje si¢ na drodze zliczania
wystapien poszczegolnych wartosci wystepujacych w danych. Wartosci zliczane sa
na podstawie ich przynalezno$ci do jednego z przedzialow Ax. W tym przypadku
wartosci odstajace x,,; zlokalizowane sg w odleglosci wigkszej niz graniczne wy-
znaczone przez AXpi, 1 Axpma,- Odleglosci te, jako kryterium kwalifikacyjne dla
wartosci odstajacych x,,:, moga by¢ przyjete arbitralnie na podstawie oceny roz-
ktadu lub tez wyznaczone jako wielokrotno$¢ odchylen standardowych w rozkta-
dzie. Zakresy wartos$ci sklasyfikowanych jako odstajace zaznaczono na wykresie
z kolorem czerwonym.

W statystyce opracowano rézne metody wykrywania warto$ci odstajacych, ktore
moga by¢ stosowane dla wielu rodzajéw danych. Wyrdznia si¢ w szczegolnosci me-
tode dzwigni, badanie odleglosci Cooka [54] oraz wykresy residudéw i pierwiastkow
residudw [55].
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N[K:l -~

ax

Rysunek 24. Zasada wyznaczania wartosci odstajacych x,,; poprzez wyznaczenie parame-
trow statystycznych rozktadu danych

3.2. Standaryzacja i normalizacja danych

Oprocz pokazanych wyzej metod stuzacych wstepnej ocenie danych, wymienié¢ na-
lezy réwniez metody przetwarzania wykorzystywane na etapie przygotowawczym.
W razie zaistnienia takiej koniecznosci zwykle stosowana jest standaryzacja lub nor-
malizacja, jako sposob unifikacji danych. Ma to szczegolne znaczenie, gdy wartosci
liczbowe dla poszczegdlnych wymiardw znaczaco r6znig si¢ pomigdzy soba. W nie-
ktorych sytuacjach dane moga si¢ roznic¢ o cate rzedy wielkosci.

Operacja standaryzacji to rodzaj ujednolicenia zmiennej losowej x, w wyniku dzia-
fania ktorej zmienna ta przyjmuje Srednig warto$¢ oczekiwang rowna zero i odchylenie
standardowe wynoszace jeden [56,57]. Przeprowadzenie tej operacji na danych po-
zwala uzyska¢ dopasowanie wartosci do wymagan réznych algorytmow [50]. W tym
przypadku obliczenia standaryzujgce wykonywane sg wedhug zaleznosci:
zZ= i

o

(14)
gdzie:

z — warto$¢ standaryzowana,
X — zmienna niestandaryzowana,
U — srednia populacji,

o — odchylenie standardowe.
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Odchylenie standardowe ¢ obliczane jest najczgsciej jako odchylenie standardowe z

proby SD:
N (x—x)2
D= f—‘” 1
S N —1 (15)

W powyzszym wzorze przyjeto nastepujace oznaczenia:
SD — odchylenie standardowe z proby,
Xx — zmienna niestandaryzowana,
X — wartosc¢ $rednia z proby,
N — liczno$¢ proby.
Warto$¢ $rednig u rozumiang jako §rednig arytmetyczng x definiuje rGwnanie:
Xp+xp+ -+ Xy

%= - (16)

gdzie:

X — warto$¢ $redniej arytmetycznej z proby;

X — zmienna niestandaryzowana;

N — liczno$¢ proby.
Drugim sposobem stosowanym do ujednolicenia danych we wstgpnej obrobee jest
normalizacja. W ogdlnym przypadku, ma ona na celu sprowadzenie wartosci danych
liczbowych zmiennej x do przedziatu [a, b], ktory umozliwia dalsze jednolite obli-
czenia [58]. Zastosowanie do obliczen formuty okreslonej wzorem (17), pozwala na
znormalizowanie danych zgodnie z wymogami przyjetej procedury przetwarzania:

(x — Xpin) (b — @)

x'=a+ (17)
(xmax - xmin)

We wzorze (17) przyjeto nastepujace oznaczenia:
x' — zmienna po normalizacji,
x — zmienna przed normalizacja,
a, b — granice przedziatu obejmujacego wartosci x’ (po znormalizowaniu),
Xmin — Warto$§¢ minimalna zmiennej przed normalizacja,
Xmax — Wartos¢ maksymalna zmiennej przed normalizacja.
Wybdr sposobu ujednolicenia danych kazdorazowo podyktowany jest wymogami
jakie narzucajg kolejne etapy przetwarzania. Wazne jest tu dokonanie spojnego i lo-
gicznego wyboru dotyczacego wszystkich przetwarzanych zmiennych.
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3.3. Regresja

Ogodlna definicja podaje, ze regresja polega na rozwigzaniu statystycznego problemu
estymacji warunkowej wartosci oczekiwanej [59,60]. Oznacza to dopasowanie
zbioru parametrow zadanej formuty matematycznej na podstawie danych wejscio-
wych, tzw. modelu regresyjnego, tak aby w wyniku uzyska¢ formute (model) jak
najdoktadniej opisujaca dane wejsciowe. Metoda ta pozwala na zbadanie zwiazku
istniejacego pomiedzy zmiennymi objasniajacymi, a zmienng zalezng (objasnianag)
oraz na wykorzystanie zdobytej w ten sposob wiedzy do przewidywania nieznanych
wartosci jednych wielkosci na podstawie innych wielkosci zadanych.

Regresja jest narzgdziem statystycznym szeroko wykorzystywanym do rozwia-
zywania zadan predykcji, jak rowniez stanowi jeden z elementdw w uczeniu maszy-
nowym. Historia regresji si¢ga poczatkow XIX wieku, kiedy to matematycy Adrien-
Marie Legendre i Carl Friedrich Gauss opublikowali swoje prace dotyczace metody
najmniejszych kwadratéw (MNK) [61]. Historia samego terminu ,,regresja”, ocenia-
nego przez niektorych badaczy jako niefortunnego, wywodzi si¢ z badan biologicz-
nych z XIX w., w ktorych badane zjawisko wykazywalo tendencj¢ do powrotu do
sredniej (trendu). Tendencja ta okreslana jako ,,regresja w kierunku $redniej” prze-
niosta si¢ na inne dziedziny badan w tym statystyke [61].

Wspolczesnie regresja jest obiektem wielu badan, pomimo swojej ponad dwustu-
letniej historii. Swiadczy o tym choéby nagroda Nobla w dziedzinie ekonomii za
badania nad analizg regresji w obecnosci heteroskedastycznosci przyznana w roku
2003 [62]. Regresja w zaleznosci od wariantu postuguje si¢ wlasciwym dla siebie

modelem. Jego ogodlna posta¢ zapisywana jest zwykle rownaniem:

Y =FX B)+e (18)
gdzie:

Y — zmienna objasniana,
X — wektor zmiennych objasniajacych (predyktorow),
B — wektor wspotczynnikdéw regres;ji,
€ — btad losowy, o rozktadzie by¢ moze zaleznym od X.
Pojecie regresji obejmuje wiele form [60], wsrod ktorych te najbardziej znane, to:
e regresja liniowa [63];

e regresja procentowa;
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e regresja liniowa z przeksztatceniami;

e regresja kwantylowa;

e regresja nieliniowa;

e regresja logistyczna;

e regresja krokowa;

e regresja odporna [64,65];

e regresja nieparametryczna.
Regresja liniowa utozsamiana jest czesto z metoda najmniejszych kwadratow. Zato-
zeniem w tej metodzie jest istnienie liniowej kombinacji zmiennych objasniajacych,
ktora w wyniku tworzy wartosci zmiennej objasnianej. Dla k zmiennych objasniaja-

cych rownanie (18) staje sie¢ modelem tzw. wielokrotnej regresji liniowej [66]:
?:b0+b1x1+b2x2+"'+bkxk+€ (19)

W powyzszym modelu przyjeto nastgpujgce oznaczenia:

Y — zmienna objasniana (zalezna),

X4 -+ X — wektory zmiennych objasniajacych (zmienne niezalezne),

by -++ by, — wspotczynniki modelu,

€ — btad losowy.
Modelowi (19) odpowiada uktad rownan, w ktérym poszczegdlne punkty pomia-
rowe x tworzg wektory danych wartosci wejsciowych:

Y1 =Dbo + byx11 + -+ byxyy
Y2 = bo + b1Xq + -+ + byxax (20)
yn = bO + blxnl + e+ bkxnk
W powyzszym uktadzie rownan przyjeto oznaczenia:

Y1 *** Y — wartoéci wektora zmiennej objasnianej (zmienna zalezna),

X1 -+ X, — wektory warto$ci objasniajacych (zmienne niezalezne od x; do

xp, dla i-tej probki),

bg +++ by, — wspotczynniki modelu.

Uktad réwnan (20) mozna przedstawi¢ w postaci macierzowej:
y=Xb (21)

gdzie:
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b = [by, by, -+, by ]T — wektor parametréw modelu,

1 xll s xlk
X=1: : : ¢ | — macierz warto$ci objasniajacych,
1 x40 o Xnk

9 = [91,92, -, 9, 1T — wektor wartosci objasnianych (model).

Za miar¢ btgdu modelu przyjmuje si¢ wielkos¢ Q, ktora jest kwadratem normy eu-
klidesowej wektora bledow:

Q=) -9 (22)
i
Minimalizujac t¢ sume kwadratow mozna uzyskac uktad rownan normalnych:

XTXb = XTy (23)

Rozwigzanie tego ukltadu wyznacza poszukiwane parametry modelu (19). Do wy-
znaczenia wektora parametréw b modelu prowadzi formalne przeksztatcenie row-

nania macierzowego (23) do nastepujacej postaci:
b=XTX)"1xTy (24)

W praktyce wspotczynnikow modelu (19) nie znajduje si¢ przez znajdowanie ma-
cierzy odwrotnej (XTX)™1, a raczej przez rozwigzanie uktadu réwnah normalnych
(23) przy pomocy algorytmé6w numerycznych.

Roézne formy regresji w wigkszosci sg pochodna metody najmniejszych kwadra-
tow (MNK), ktora jest modyfikowana w kierunku pokonania jakiej$ zdefiniowanej
trudnosci aplikacyjnej. Jedng z nich jest regresja procentowa wykorzystywana w
ekonomii. Metoda ta minimalizuje sum¢ kwadratow btgdow wzglednych modelu re-

gresyjnego, odniesionych do warto$ci zmiennej wyjasnianej:
-~ 2
Ve — Vi
-3 (52
: Yi

Tak postawiony problem réwniez jest rozwigzywany metoda najmniejszych kwadra-

tow. Uktad réwnan normalnych dla tego przypadku ma nastgpujaca postac [67]:

XTD2Xb = (DX)TDy (26)
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Réznica pomiedzy roéwnaniem (23), a rOwnaniem (26) przejawia si¢ w tym, ze w
uktadzie réwnan normalnych (26) pojawila si¢ kwadratowa diagonalna macierz D,
zawierajacg na przekatnej kolejne odwrotno$ci warto$ci zmiennej objasnianej
(1/y;). Analogicznie do zaleznosci (24), w regresji procentowej wektor b parame-
trow modelu (19), formalnie mozna przedstawi¢ przy pomocy réwnania.

b= (XTD?X)"1XTD?y (27)

Tu rowniez nalezy pamigtac, ze w praktyce, parametry b znajduje si¢ nie przez wy-
liczanie macierzy (XTD?X) ™1, a przez numeryczne rozwigzanie uktadu réwnan nor-
malnych (26).

Na rys. 25 poréwnano model otrzymany klasyczng metoda najmniejszych kwa-
dratow z modelem uzyskanym przy pomocy procentowej metody najmniejszych
kwadratow. Obydwa modele znajdowano dla danych zaczerpnigtych z pracy [67].
Na ptaszczyznie wykresu dane te sg reprezentowane w postaci niebieskich punktow.
Z kolei, klasyczny model uzyskany metoda najmniejszych kwadratéw reprezentuje
linia zielona, za§ model otrzymany procentowg metoda najmniejszych kwadratow

jest reprezentowany linig czerwona.
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Rysunek 25. Poréwnanie liniowych modeli § = b;x + b, dla danych z pracy [67] (niebie-
skie punkty), otrzymanych klasyczng metoda najmniejszych kwadratow (zielona linia MNK:
§ = 14,994x + 439542, R? = 0,4783) oraz procentowa metodg najmniejszych kwadratow
(czerwona linia %MNK: y = 17,88x + 8817, R? = 0,4783) [68]
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Warto jeszcze wspomnie¢ o sposobie oceny doktadnosci regresji. Mozliwg miarg jest

kwadrat wspotczynnika korelacji Pearsona R definiowany zalezno$cia:

21 i =0 —y)

. _ G-
S0t = D2 EE G- 7?

2i=1 (Vi = §)?

(28)

gdzie:

y; — warto$¢ szeregu czasowego, zmiennej zaleznej,

y — Srednia wartos$ci szeregu czasowego,

¥; — warto$¢ estymowana zmiennej objasniane;.
W praktyce stosuje si¢ kwadrat wspotczynnika Pearsona R?, nazywany wspotczyn-
nikiem dopasowania. Okre$la on jak duza cze$¢ wariancji zmiennej objasnianej zo-
stata wyjasniona przez model regresyjny [69]. Wspolczynnik ten moze przyjmowac
warto$ci z przedziatu [0, 1], przy czym warto$¢ bliska jedno$ci §wiadczy o wysokim
dopasowaniu modelu do danych.

Regresja liniowa z przeksztatceniami dopuszcza istnienie w modelu dowolnych

przeksztatcen zmiennych pod warunkiem, ze cato§¢ pozostaje kombinacja liniowa.
Poszczegblne przeksztatcenia zmiennych moga odzwierciedla¢ zalezno$ci nieli-

niowe. Przyktad takiego modelu przedstawia rownanie:
Y = By + BiX + B2 X2 + B3VX + Bulog(X) + ¢ (29)

gdzie:

Y — zmienna objasniana (zalezna),

X — wektory wartosci objasniajacych (zmienna niezalezna),

Bo ++* B — wspotczynniki modelu,

& — blad losowy.
Regresja kwantylowa zaproponowana w roku 1978, jest metoda statystycznag po-
krewna regresji obliczanej metoda najmniejszych kwadratow [55]. Jest stosowana,
gdy w wyniku obliczen oczekuje si¢ warto$ci mediany lub okre§lonego kwantylu
zmiennej objasnianej. Regresja ta pozwala na uzyskanie modelu, ktéry na podstawie
wartosci zmiennej objasniajgcej okresla centyle lub kwantyle zmiennej zaleznej. Do
zalet tej regresji zalicza si¢ to, Ze nie sg stawiane wymogi i zatozenia dotyczace roz-
ktadu zmiennej wyja$nianej oraz to, ze jest odporna na wptyw warto$ci odstajacych.
Obliczenia regresji kwantylowej warunkowane sg jedynie ilosciowym charakterem

zmiennej wyjasnianej oraz zmiennych objasniajacych.
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W przypadku nominalnych zmiennych objasniajacych, zwanych tez jakoscio-
wymi lub kategorycznymi, mozliwe jest sztuczne utworzenie ich odpowiednikow w
warto$ciach liczbowych. Stosowane sg woéwczas rozne metody kodowania danych
nominalnych, ktore skutkujg nadaniem rang liczbowych poszczegdlnym katego-
riom. Wsrdd rodzajow rang wymieniane s3:

e rangi proste;

e rangi wigzane;

e rangi ulamkowe;

e rangi procentowe [70];

e oraz rangi zespolone [71].
Rangi zespolone sa przedmiotem aktualnych propozycji i badan. Oryginalne pode;j-
Scie wykorzystujace liczby zespolone do kodowania danych nominalnych opisane
jest w pracy [71]. Pozwala ono na kodowanie warto$ci nominalnych za pomoca ze-
spolonych rang. Moduty tych rang uwzgledniaja statystyczng site kodowanych war-
tosci nominalnych. Rangi przypisane w ten sposob stwarzajg mozliwos¢ dalszego
przetwarzania, gdyz zakodowane dane mozna traktowac jak kolejng liczbowa
zmienng niezalezng.

Regresja nieliniowa reprezentuje modele, ktdre nie sprowadzaja si¢ do kombina-
cji liniowej wyrazow. Modele nieliniowe buduje si¢ na potrzeby indywidualnego
przypadku i czesto sa przyblizane na drodze obliczen numerycznych. W niektérych
przypadkach model nieliniowy mozna przeksztalci¢ do modelu liniowego wykorzy-
stujgc logarytmowanie i/lub podstawienia zastgpcze. Dotyczy to np. modeli wielo-
mianowych, potegowych (np. Coba-Douglasa) i wyktadniczych. Posta¢ przyktado-
wego modelu nieliniowego przedstawia ponizsza zalezno$¢ [60].

b X
b, + X

~

Y =bo +

+e (30)

gdzie:
¥ — zmienna objasniana (zalezna),
X — wartosci objasniajace (zmienna niezalezna),
by -+ b, — wspolczynniki modelu,
& — blad losowy.
Regresja logistyczna wykorzystywana jest w przypadkach, gdy spodziewane warto-

$ci ¥ okreslaja prawdopodobienstwo zajscia zjawiska lub przynaleznosci do klasy.
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Pozadane warto$ci przyjmowane przez zmienng y ograniczajg si¢ do wartosci z prze-
dziatu [0, 1]. Regresja logistyczna reprezentowana jest modelem opisanym nastepu-
jaca zalezno$cia:

~ a
VST bee Gh

W powyzszym réwnaniu przyjeto oznaczenia:

¥ — zmienna objasniana (zalezna),

x — warto$ci objasniajgce (zmienna niezalezna),

a, b, ¢ — wspotczynniki modelu (wartosci wieksze od zera).
Wyznaczanie wspotczynnikéw modelu (31) wymaga uzycia metod numerycznych,
gdyz wystepuja trudnosci z analitycznym obliczaniem wspotczynnika b tego modelu.

Regresja krokowa jest procedura wykorzystujacg regresje, w ktorej zmienne
wyjasniajace dobierane sg do zadanego modelu. Dla regresji krokowej postgpujacej,
w kolejnych krokach wybiera si¢ zmienne najsilniej skorelowane ze zmienng obja-
$niang az do wyczerpania listy zmiennych objasniajacych lub do uzyskania braku
istotnosci kolejnych zmiennych. W przypadku regresji krokowej wstecznej proce-
dura rozpoczynana jest od modelu obejmujacego wszystkie mozliwe zmienne obja-
$niajace. Nastepnie na drodze eliminacji kolejnych zmiennych dazy si¢ do uzyskania
najlepszego modelu. Do oceny modelu w trakcie procedury dobierania zmiennych
wyjasniajacych zwykle stosuje si¢ wspolczynnik informacyjny Akaike (AIC) lub
bayesowski wspotczynnik informacyjny (BIC) [55].

Regresja odporna stosowana jest dla danych o znacznej liczbie wartosci odstaja-
cych. Jednym z wariantow takiej regresji jest tzw. metoda najmniejszych przycigtych
kwadratéw (LTS). Po wykonaniu estymacji MNK zliczane sg residua a nastgpnie
odrzucane najwigksze z nich i wykonywana jest kolejna estymacja z tak przycietymi
danymi. Wykonanie kolejnych krokéw przebiega wg takiego samego schematu. Pro-
wadzi si¢ je az do uzyskania zadawalajacego modelu odpornego na wartosci odsta-
jace [55].

Regresja nieparametryczna jest koncepcja alternatywna do regresji ze $cisle okre-
$lonym modelem parametrycznym. Jest bardziej elastyczna w poszukiwaniu rozwia-
zan dzigki oslabieniu zatozen wstepnych dotyczacych parametryzacji funkcji esty-
mowanej. Jest to jednak okupione bardziej zlozonym matematycznym opisem
modelu oraz trudniejszym do wyznaczenia przedzialem ufnosci dla warto$ci progno-
zowanej [55, 72].
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3.4. Autoregresja

Autoregresje mozna traktowaé jako szczegdlny przypadek modelu regresji wielo-
krotnej, opisanej w poprzednim podpunkcie. Autoregresja (AR) odznacza si¢ tym,
ze regresja obliczana jest z uzyciem wazonej kombinacji starszych wartosci (obli-
czonych wczesniej prognoz) tej samej zmiennej y. W procedurze obliczajgcej auto-
regresj¢ parametrem p jest gteboko§¢ w historii, na jaka sigga procedura oblicze-
niowa, by przewidzie¢ kolejng warto$¢. W wielu szeregach czasowych zauwazalna
jest autokorelacja z kolejnymi warto$ciami op6znionymi (autokorelacja seryjna), co
$wiadczy o liniowym zwigzku pomigdzy obserwacjami op6znionymi. W procesie
AR modelowana jest warunkowa warto$¢ y, jako funkcja przewidywanych wartosci
szeregu czasowego Vi1, V-2, ***» Ye-p» Wyznaczonych dla kolejnych chwil w prze-
szto$ci. O$ czasu jest w tym przypadku skalowana warto§ciami dyskretnymi o stale;
roéznicy At pomiedzy kolejnymi probkami (danymi).

Analogicznie jak w przypadku modelu regresji wielokrotnej, przewidujacej na
podstawie liniowej kombinacji warto$ci cech i przypisanych im poszukiwanych
wag, autoregresja przewiduje na podstawie wazonej kombinacji warto§ci wyznaczo-
nych modelem autoregresji w kolejnych krokach z przesztosci determinowanej pa-
rametrem p [73].

Autoregresja stanowi podstawe do konstrukcji calej grupy modeli parametrycznych

wykorzystywanych w analizie szeregéw czasowych. Wsrod nich wymieni¢ mozna
takie jak:

o ARIMA (ang. Autoregressive Integrated Moving Average) — model ten zo-

stat zaproponowany przez George’a Boxa i Gwilyma Jenkinsa w roku

1976. Jest metodg statystyczng stuzaca do analizowania szeregdw czaso-

wych o liniowych zalezno$ciach migdzy danymi. Model taczy autoregresje

(AR) ze $rednig kroczaca (MA), wykorzystujac dodatkowo czton integra-

cyjny (I). model jest tworzony przy zatozeniu, ze sktadnik losowy majacy

srednia rowng zero i stalg wariancje jest niezalezny (nieskorelowany) [52];

e SARIMA (ang. Seasonal Autoregressive Integrated Moving Average) —

model sezonowych autoregresyjnych zintegrowanych srednich kroczacych

uwzglednia sezonowos¢ zawarta w szeregu czasowym [74];
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ARIMAX (ang. Autoregressive Integrated Moving Average) — model uzu-
petnia ARIMA o dane heterogeniczne, ktore sg uwzgledniane w predykcji
[75];

ARMA (ang. Autoregressive Moving Average) — model laczy autoregresje
(AR) ze $rednig kroczacg (MA) [76];

ARCH (ang. Autoregressive Conditional Heteroscedastic) — model zapro-
ponowany przez Roberta Engle’a w roku 1982 (nagroda Nobla z ekonomii
w roku 2003). Pozwala na opisywanie niejednorodnosci sktadnika loso-
wego w czasie. Jest wykorzystywany w analizie finansowych szeregow
czasowych, w ktorych zmienno$¢ podlega okresowym fluktuacjom i gru-
powaniu [77];

GARCH (ang. Generalized Autoregressive Conditional Heteroscedastic) —
zaproponowany przez Tima Bollersleva w roku 1986 uogolniony model
ARCH [78];

EGARCH (ang. Exponential GARCH) — model zaproponowal Nelson w
roku 1991. Jest wyktadniczym uogélnionym modelem GARCH [78];
SWARCH (ang. Switching ARCH) — model zaktada wspotistnienie wielu
modeli, pomiedzy ktorymi mozna dokonywaé warunkowego przetaczania,
dobierajac najlepszy model dla danego przypadku, odpowiadajacy aktual-
nej fazie, w jakiej znajduje si¢ rynek [79];

HARCH (ang. Heterogenous Interval Autoregressive Conditional Hetero-
scedasticity) — model uwzglednia rézne interwaty czasowe wykorzysty-
wane do pomiaru wariancji warunkowej, co odpowiada zréznicowaniu ho-
ryzontéw czasowych poszczegdlnych grup inwestorow wptywajacych na
heterogenicznos$¢ (niejednorodnos¢) rynku. Model ten w zatozeniu odpo-
wiada zatozeniu o tzw. fraktalnos$ci rynku [79];

FIGARCH (ang. Fractionally Integrated ARCH) — model nalezy do od-
rgbnej, mlodszej galezi modeli ARCH. Zaktada si¢ tu zréznicowanie pa-
migci dla wyznaczanej wariancji krotko i dlugoterminowe;j, co r6zni go od
typowego modelu GARCH [79];

HYGARCH (ang. Hypebolic GARCH) — model bgdacy uogoélnieniem mo-
delu FIGARCH [79].
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Modele te stosowane sg zaleznie od spodziewanych cech badanego szeregu czaso-
wego 1 wymagaja przeprowadzenia wstepnej oceny danych celem wtasciwego ich
doboru.

3.5. Usuwanie sezonowosci i okresowosci 7 danych

Kolejnymi zagadnieniami, z ktorymi zmagaja si¢ analitycy jest wyodrgbnienie a cze-
sto réwniez usunigcie sezonowosci i okresowosci z danych reprezentowanych przez
szereg czasowy. Pozwala to na lepszg ocene trendu jaki reprezentujg dane a takze na
okreslenie stopnia regularnosci w wyodrebnionych sktadowych majgcych znamiona
cyklicznosci. W przypadku szeregdw czasowych zawierajacych notowania towarow
1 surowcow, mozna si¢ spodziewaé wystepowania tych sktadowych w znaczacym
stopniu. Dokonanie ekstrakcji skladowej sezonowej i/lub okresowe;j utatwia predyk-
cje notowan.

Wsrod metod pozwalajgcych na analize okresowosci czy sezonowosci wyrdznic¢
mozna te polegajace na ocenie sporzadzonego wykresu oraz te wykorzystujace apa-
rat obliczeniowy umozliwiajacy dekompozycje szeregu czasowego na poszczegdlne
sktadowe opisane zaleznos$ciami (2), (3). Metodami najcze$ciej wymienianymi s3:

e Sporzadzenie wykresu danych w funkcji czasu, umozliwiajace wizualng
oceng ich charakteru [81];

e Sporzadzenie wykreséw sezonowych, w ktérych naktada si¢ na jeden wy-
kres dane z analogicznych sezondéw wzigtych z analizowanego okresu
czasu (jak na rysunkach 26 1 27), np.: okres jednej dekady utworzy dziesiec¢
rocznych wykres6w naniesionych na ten sam uktad wspotrzednych, w kto-
rym o$ czasu obejmuje dwanascie miesigcy [82];

e Sporzadzanie ztozenia cze$ciowych wykresoOw sezonowych (alternatywa
dla wykresow sezonowych), w ktorych dla kazdego sezonu tworzony jest
wykres czgstkowy (jak na rys. 27) z analogicznych danych i umieszczany
na osi czasu, np.: dla dekady utworzonych jest dwanascie wykresow czast-
kowych odpowiadajgcych kolejnym miesigcom, a w obrebie kazdego mie-
sigca zebrane sg dane z kazdego roku analizowanej dekady [83];

e Estymacja gestosci spektralnej pozwalajgca na uzyskanie sktadowych cze-
stotliwosciowych (analiza harmoniczna), zawartych w szeregu czasowym,
wyznaczonych za pomocg dyskretnej transformaty Fouriera [84];
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Rysunek 26. Wykres przedstawiajacy tygodniowe wzorce sezonowe dla zapotrzebowania na

energie elektryczng [80]

$ million

Jan Feb  Mar  Apr  May Jon  Jul Aug  Ssp  Oct  MNov  Deo
Month

Rysunek 27. Sezonowy wykres podserii miesi¢cznej sprzedazy lekow przeciwcukrzyco-
wych w Australii [83]

e Autokorelacja postrzegana jako matematyczne narzedzie do znajdowania
powtarzajacych si¢ wzorcow w tym sygnatow okresowych jest korelacja
R}, sygnatu y; z jego opdzniong kopig yr_, w funkcji opdznienia k [85],
obliczang wg zaleznoSci:

_ Yrek+1r =) Gr—x — )

B Yr=1(yr — )2

W powyzszym rOwnaniu oznaczenia sg nastgpujace:

R}, — wspotczynnik autokorelacji szeregu czasowego z jego wersja opoz-

Ry (32)

niong o k probek,

yr — warto$ci szeregu czasowego,
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y — wartos¢ srednia szeregu czasowego,

T — dtugos¢ szeregu czasowego,

k — parametr reprezentujacy opdznienie liczone od wartosci koncowej sze-

regu czasowego dla poszczegdlnych wspotczynnikow korelacji Ry do
Ry, gdzie k< T;

Metody S$rednich kroczacych i wazonych $rednich kroczacych pozwalaja
na eliminowanie sktadnika sezonowego z danych, gdy liczba usrednianych
probek odpowiada dtugosci rozpatrywanego sezonu; wazone $rednie kro-
czace daja jednak plynniejsze oszacowanie cyklu trendu [86];
Metoda X11 opracowana przez US Census Bureau 1 Statistics Canada w celu
dekompozycji i wyrownan statystycznych obejmujacych dane miesieczne
oraz kwartalne, dokonywanych przez urzedy statystyczne [87];
Procedura seats (ang. Seasonal extraction in ARIMA time series) zostata
opracowana w banku Hiszpanii i stosowana jest przez agencje rzadowe
na catym §wiecie, lecz tylko w odniesieniu do sezonowo$ci miesigcznej
i kwartalnej [87];
Metoda STL (ang. Seasonal and trend decomposition using LOESS) opra-
cowana przez zespot badaczy w roku 1990, uwazana jest za wszechstronng
i niezawodng metod¢ dekompozycji szeregow czasowych, gdyz radzi so-
bie z sezonowo$ciami réznych typoéw (np. kwartalne, miesigczne, tygo-
dniowe, dzienne, godzinowe); jest odporna na wartosci odstajace; analityk
moze kontrolowac tempo zmian sktadnika sezonowego; mozliwe jest prze-
prowadzenie dekompozycji z modelem multiplikatywnym (3) stosujac po-

mocniczo transformacj¢ Boxa-Coxa [88,89].

3.6. Okreslanie trendu reprezentowanego przez dane

Bardzo waznym zagadnieniem w analizie szeregéw czasowych jest okreslenie

trendu, jaki wystepuje w danych. W ogdlnym przypadku trend rozumiany jako ten-

dencja wzrostowa lub spadkowa, mozna go uzyska¢ po usunieciu z danych sktado-

wych zwigzanych z sezonowoscia i okresowoscia. Prawidtowe okreslenie poszuki-

wanego trendu umozliwia ocena sktadowej obejmujacej zmiany losowe. Zaktada sie,

ze wartos¢ $rednia sktadowej losowej wynosi zero, jesli spelnia ona zalozenia doty-

czace normalnosci swojego rozktadu. W ekonomii rozwaza si¢ rowniez tzw. trend
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boczny, odpowiadajacy przypadkowi, kiedy nie obserwuje si¢ wyraznego trendu
wzrostowego lub spadkowego.

Wyznaczanie trendu zawartego w szeregu czasowym metodami liczbowymi jest
mocno zwigzane z usuwaniem okresowosci i sezonowosci, opisanymi w podrozdziale
3.5. Zaklada si¢, bazujac na modelach definiowanych réwnaniami (2) do (7), ze de-
kompozycja szeregu czasowego na poszczegolne sktadowe oraz usunigcie tak wyzna-
czonych warto$ci ze zmiennej objasnianej pozwala na wyznaczenie sktadnika repre-
zentujacego trend. Sposdb przetwarzania danych zalezy od przyjetego modelu.

Przyktadowe wykresy ilustrujace proces wyznaczania trendu dla danych repre-
zentujacych obroty przedsigbiorstwa handlowego pokazane zostaty na rysunkach
28-31. Obraz szeregu czasowego z danymi, ktore staty si¢ podstawg do przeprowa-
dzenia obliczen zawiera rys. 28. Wyodrebniong sktadowa zwigzang z sezonowos$cia
pokazuje rys. 29. Sktadowa losowa zawarta w danych przedstawiona zostala na rys.
30, a uzyskany obraz trendu ilustruje rys. 31.
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Rysunek 28. Wykres obrotéw miesiecznych przedsigbiorstwa w funkcji czasu za okres 10 lat

50
30
20

-10
-20
-30

-50

1-1-13
5-1-13
9-1-13
1-1-14
5-1-14
9-1-14
1-1-15
5-1-15
9-1-15
1-1-16
5-1-16
9-1-16
1-1-17
5-1-17
9-1-17
1-1-18
5-1-18
9-1-18
1-1-19
5-1-19
9-1-19
1-1-20
5-1-20
9-1-20
1-1-21
5-1-21
9-1-21
1-1-22
5-1-22
9-1-22

Rysunek 29. Wykres skladowej sezonowej obrotow miesigcznych przedsigbiorstwa w funk-
cji czasu za okres 10 lat
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Rysunek 30. Wykres sktadowej losowej obrotéw miesigcznych przedsi¢biorstwa w funkcji
czasu za okres 10 lat
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Rysunek 31. Wykres sktadowej trendowej obrotoéw miesi¢cznych przedsigbiorstwa w funkcji
czasu za okres 10 lat

Procedura obliczeniowa konstruowana jest w zaleznos$ci od charakteru danych jakie
zawiera analizowany szereg czasowy oraz parametréw sktadowej losowej (szumu).
Do wyeliminowania sktadowej sezonowej, w prostych przypadkach, stosowana jest
czesto metoda $rednich kroczacych lub jej modyfikacja z wagami. Srednia ruchoma
liczona jest jednak inaczej niz $rednia kroczgca opisana rownaniem (9) w podroz-
dziale dotyczacym analizy technicznej. R6znica polega na symetrycznym indekso-
waniu punktéw danych wzgledem punktu aktualnie obliczanego. Zatem usredniana
jest probka srodkowa i symetrycznie po k probek z obu stron [86]:

k
-1
7, =— :
L= > Ve (33)
j=-k
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W réwnaniu (33) przyjeto nastgpujace oznaczenia:

Y, — warto$¢ $redniej ruchomej szeregu czasowego dla probki 7,

Yi+j — wartosci z szeregu czasowego o indeksie -+,

m — rzad $redniej ruchomej m=2k+1,

j — indeks biezagcy dla sumowania,

k — parametr reprezentujacy granice przesuni¢cia indeksu od wartosci bie-

zacej t.
Analogicznie prowadzone sg obliczenia w przypadku $redniej ruchomej wazone;j.
Tu réwniez liczba sumowanych punktow szeregu czasowego jest nieparzysta.
Istotne w tym przypadku jest to, by suma wag wynosita jeden a ich warto$ci o sy-
metrycznych indeksach wzgledem probki srodkowej byly jednakowe.

Jednak nie wszystkie szeregi czasowe maja parametry statystyczne pozwalajace
na uzycie tak prostych srodkow. Stad w wielu sytuacjach istnieje konieczno$¢ zasto-
sowania modeli regresyjnych badz autoregresyjnych wymienionych w punktach 3.3
oraz 3.4. Wiele z tych metod jest jeszcze przedmiotem aktualnych badan i udosko-
nalen, o ktorych donosi literatura przedmiotu. W szczegolnosci dotyczy to niestacjo-
narnych szeregdw czasowych oraz proceséw, w ktorych czynnik losowy odgrywa
duza role¢ a jego parametry statystyczne odbiegaja znaczaco od zatozen przyjmowa-
nych w dotychczas stosowanych modelach.

Dodatkowo nalezy tu wspomnie¢ o metodach wyznaczania trendu stosowanych
w analizie technicznej, a nie majgce znamion obrobki statystycznej. Wynikajg one z
r6znych podejsé i teorii jakie powstaly w czasach, gdy jeszcze nie byto do dyspozycji
komputerow (przetom XIX i XX wieku). Mozliwos$¢ zastosowania takich procedur
i algorytméw we wstepnej obrobce danych, moze rowniez da¢ zadowalajace rezul-
taty, bez angazowania duzych zasobow obliczeniowych. Metody te opisane zostaty

w punkcie 2.3, dotyczacym analizy technicznej.

3.7. Klasyfikacja

Metody klasyfikacji sg kolejng grupa narzedzi analityka danych. Moga by¢ one wy-
korzystywane jako narzedzie wspomagajace w analizie danych jakimi sg szeregi cza-
sowe. W metodach tych okreslana jest tzw. blisko§¢ rozumiana jako stopien podo-

bienstwa lub niepodobienstwa pomig¢dzy poszczegolnymi punktami zmiennej
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objasnianej. Przy zalozeniu pewnego stopnia wspotmiernosci zmiennych objasnia-
jacych stosuje si¢ dobdr odpowiedniej metryki, ktora jest miarg niepodobienstwa.
Wybdr metryki jest kluczowym zagadnieniem rozstrzygajacym o rezultacie stoso-
wanej metody. W wielu przypadkach stosowana jest odlegtos¢ Euklidesowa lub wa-
zona odleglo$¢ Euklidesowa, a w niektorych tzw. odleglos¢ Manhattan, odlegtos¢
katowa czy odleglo$¢ (metryka) Minkowskiego [50]. Przypadki danych niewspot-
miernych wymagaja zastosowania normalizacji. W grupie metod klasyfikacji wy-
mieniane s3:

e Algorytm k-najblizszych sgsiadéw (k-nn), pozwalajacy na okreslenie
prawdopodobienstwa, z jakim konkretny punkt mozna zakwalifikowa¢ do
pewnej grupy (klasy) [90];

e Maszyna wektorow nosnych (ang. Support vector machines, SVM), ktéra
nalezy do metod uczenia nadzorowanego; pozwala na przeprowadzenie
klasyfikacji zarowno liniowej jak i nieliniowej; SVM wyznacza hiper-
plaszczyzng rozdzielajaca grupy danych, co wykorzystuje si¢ w klasyfika-
cji [91];

e Naiwny klasyfikator Bayesa, reprezentujacy grupe klasyfikatoréw proba-
bilistycznych, bazujacych na twierdzeniu Bayesa, z wykorzystaniem do-
datkowo silnego (naiwnego) zatozenia, dotyczacego niezaleznosci pomig-
dzy zmiennymi niezaleznymi [92];

e Drzewa decyzyjne, ktore dokonuja cyklicznego podziatu klasyfikacyjnego
wektoréw danych na podstawie szeregu warunkéw logicznych, sprawdza-
nych w kolejnych krokach algorytmu [90];

e Lasy decyzyjne, ktore w trakcie uczenia konstruuja wiele drzew decyzyj-
nych, a w fazie roboczej jako wynik obliczen okreslaja klase dominujaca,
wybierang ,,przez gtosowanie” — naleza one do tzw. metod zespotowych i
sa jedng ze skuteczniejszych metod klasyfikacji [49].

Do klasyfikacji wykorzystywane sg rowniez sieci neuronowe, bedace strukturami
ztozonymi ze sztucznych neuronow, przetwarzajace dane wejsciowe w kolejnych
warstwach, dajace na wyjsciu prawdopodobienstwo przynalezno$ci punktu danych
(punktu pomiarowego) do predefiniowanej klasy. Sieci neuronowe zostang omo-

wione w dalszej czesci niniejszego artykutu.
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3.8. Grupowanie

Grupowanie (ang. Clustering) jest zadaniem polegajacym na podzieleniu danych
wejsciowych (objasniajacych) wedtug kryterium podobienstwa. Istotnym zagadnie-
niem jest rOwniez wybor metryki okreslajacej podobienstwo. W trakcie grupowania
maksymalizowane jest podobienstwo rekordéw wewnatrz grupy a minimalizowane
podobienstwo pomiedzy poszczegdlnymi grupami. Do metod grupowania zaliczane
sg m.in:

e Algorytm k-§rednich, bedacy prostym i efektywnym sposobem znajdowa-
nia grup w zbiorze danych wymaga podania a priori liczby grup w danych;
obliczenia wykonywane sg iteracyjnie az do momentu osiggniecia takiego
podziatu, ktéry minimalizuje odlegtosci poszczegolnych punktow od cen-
troidow w obrebie poszczegolnych grup i dalsze zmiany w doborze cen-
troidow dla tych grup nie prowadza do poprawy podziatow [49];

e Grupowanie hierarchiczne, ktore tworzy struktur¢ drzewiasta na drodze
rekurencyjnego dzielenia (wariant rozdzielajacy) lub w drugim wariancie
— rekurencyjnego taczenia elementéw zbioru. Jest on wtedy nazywany
aglomeracyjnym i najczesciej implementowany bywa w pakietach opro-
gramowania do obliczen statystycznych [49].

Grupowanie wykorzystuje si¢ czesto jako krok wstepny w procesie eksploracji da-
nych. Grupy utworzone w wyniku takich obliczen uzyte zostaja jako dane wejsciowe
do kolejnego kroku przetwarzania, realizowanego inng technika, np. siecig neuro-
nowa czy algorytmem klasyfikacji. W analizie szeregéw czasowych grupowanie ma
znaczenie pomocnicze ze wzgledu na cele jakie stawiane sg przed przetwarzaniem
takich danych.

3.9. Rozpoznawanie wzorcow

Rozpoznawanie wzorcow stanowi duza pomoc w sytuacjach analizy wielkich zbio-
row danych, kiedy poszukiwane sg z gory okreslone informacje odpowiadajace
zadanym wzorcom. W przypadku szeregdw czasowych ma to kluczowe znaczenie.
W rozpoznawaniu wzorcow dazy si¢ do sklasyfikowania obserwacji i okreslenia jej
pozycji w wielowymiarowej przestrzeni cech tworzonej przez kategorie danych wej-
sciowych. Dziedziny takie jak rozpoznawanie mowy, rozpoznawanie obrazoéw (w tym
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identyfikacja twarzy czy pisma rgcznego), biometria oraz identyfikacja okreslonych
ciaggoéw w danych np. gieldowych czy pochodzacych z serwisow spotecznosciowych,
naleza do szeroko znanych obszaréw zastosowan technik rozpoznawania wzorcow.

Dane wejsciowe trafiajace do przetwarzania wymagajg jednak wstgpnej obrobki
ze wzgledu na ich ,,0bjetos¢”. Najczestszym wymogiem jest kompresja danych, ma-
jaca na celu nie tylko zwykla redukcje rozmiaru plikow, ale tez redukcje liczby wy-
miaréw (zmiennych niezaleznych), ktoérych udzial w wyjasnianiu zmiennej zaleznej
(objasnianej) jest maly i moze by¢ pominigty.

W takich sytuacjach stosowana jest analiza gtownych sktadowych (ang. Principal
Component Analysis, PCA). Algorytm PCA moze by¢ stosowany w wariancie wy-
korzystujacym kowariancje, w ktérym na wynik najbardziej wptywa zmienna o naj-
wickszej wariancji. Cecha ta moze by¢ pozadana przy analizie porownywalnych da-
nych, np. takich jak procentowe zmiany kursow gietdowych. Z kolei, PCA w wersji
wykorzystujacej macierz korelacji odnosi si¢ do danych wstepnie wystandaryzowa-
nych, by uzyskaé¢ na wejsciu podobng wariancje dla wszystkich zmiennych, jak np.
w przypadku analiz cen na rynkach towarowych, gdzie wartosci liczbowe w po-
szczegolnych kategoriach moga mie¢ rdézne rzgdy wielkosci [93].

Jednym z czesto wymienianych narzedzi wspomagajacych rozpoznawanie wzor-
cOw, jest maszyna wektorow nosnych (SVM), zaproponowana w latach 60. XX
wieku, a zmodyfikowana o mozliwos$¢ tworzenia klasyfikacji nieliniowych w latach
90. [91]. Algorytm SVM pomocny jest w identyfikacji, klasyfikacji i klasteryzacji
obrazow oraz kategoryzacji tekstow.

Odrebna grupa narzgdzi pomocng w rozpoznawaniu wWzorcoOw sg sieci neuro-
nowe, np. sieci CNN rozpoznajace obrazy. Zostang one opisane szerzej w dalszej
cze¢$ci niniejszego artykutu.

3.10. Odkrywanie regut

Odkrywanie regul zwigzane jest z wyszukiwaniem asocjacji wystepujacych w zgro-
madzonych danych. Asocjacje sg zalezno$ciami lub korelacjami wystepujacymi
pomiedzy danymi zawartymi w duzych zbiorach informacji. Wynikiem procesu od-
krywania asocjacji jest zbior regut asocjacyjnych, ktore opisuja ukryte lub trudne do
identyfikacji zwigzki pomigdzy danymi. Prowadzi to do pokazania wzorcow zacho-

wan ludzi jako zbiorowosci lub wskazania zdarzen, ktore zazwyczaj s3 obserwowane
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w czasie trwania jakiego$ procesu. Odnosi¢ si¢ to moze do przewidywania zmian
pogody, diagnostyki medycznej, bankowosci, rynkéw kapitatowych jak rowniez sze-
roko rozumianego marketingu z tworzeniem wskazoéwek do stymulowania wynikow
sprzedazy.

Modelowanie wykorzystywane w odkrywaniu regut postuguje si¢ tablicami ob-
serwacji tworzonymi z atrybutéw i obserwacji. Tablice takie pozwalajg na modelo-
wanie wielu sytuacji ze $wiata rzeczywistego. Powstate reguty asocjacyjne cechuje
wazno$¢ nazywana wsparciem (ang. suport) i sita zwiazana z ufnoscig (ang. confi-
dence), ktore sg miarami wyznaczanymi statystycznie. Wazno$¢ reguty jest utozsa-
miana z prawdopodobienstwem zajscia jakiego$ zdarzenia natomiast sita reguly
zwigzana jest z prawdopodobienstwem warunkowym jego zajscia.

Reguly asocjacyjne klasyfikuje si¢ zwykle ze wzgledu na: typ przetwarzanych
danych, wymiarowo$¢ przetwarzania oraz stopien abstrakcji reprezentowanej przez
dane. Typ danych implikuje reguty asocjacyjne binarne zwigzane ze wspotwystepo-
waniem danych oraz reguty asocjacyjne ilo§ciowe reprezentujace wspotwystepowa-
nie wartosci danych. Wymiarowos¢ przetwarzania okresla reguly jednowymiarowe,
gdy dane nalezg do tej samej dziedziny oraz wielowymiarowe, gdy dziedziny sa
rozne. W przypadku stopnia abstrakcji rozroznia si¢ jednopoziomowe i wielopozio-
mowe reguly asocjacyjne [94].

Algorytmy uzywane do odkrywania regut sg intensywnie analizowane, by popra-
wi¢ ich wydajnos¢. Algorytm naiwny operujacy na zbiorze elementéw A i bazie da-
nych, polega na wyznaczeniu wszystkich podzbioréw zbioru 4 oraz obliczeniu
wsparcia w bazie danych dla kazdego z nich. W nastepnym kroku wyznaczane sg
binarne reguty asocjacyjne dla wygenerowanych wczes$niej podzbiorow a nastgpnie
dla regut o odpowiednio wysokiej wartosci wsparcia obliczana jest ich ufnos¢. Sto-
sowanie tego algorytmu wiaze si¢ z aprobata wyktadniczego wzrostu wielkosci za-
dania obliczeniowego w odpowiedzi na liniowy wzrost liczby elementow zbioru 4.
Z punktu widzenia efektywnosci tego algorytmu, czynnikiem o najwigkszym zna-
czeniu, jest tworzenie zbioréw czestych ze zbioru 4 o zadanej minimalnej warto$ci
wsparcia. Prace nad tym zagadnieniem trwajg od roku 1993, gdy algorytm zapropo-
nowano po raz pierwszy [94]. Istnieje juz wiele opracowanych algorytmow stuza-
cych do odkrywania regut asocjacyjnych [95], przyktadem moga by¢: Apriori, Eclat,
FP-Growth czy Partition. Algorytmy te zmniejszaja efekt wyktadniczego wzrostu
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zadania obliczeniowego bazujac na antymonotonicznosci, ktora dotyczy obliczania

wsparcia zbiorow czestych [95].
3.11. Predykcja i jej ocena

We wstepie artykutu zostat zdefiniowany termin ,,predykcja”. Predykcja (inaczej
przewidywanie) jest bardzo wazna w obszarze badania szeregéw czasowych. Do
predykcji wykorzystywane sg bardzo rézne algorytmy. Trudno tu mowic o jednym
wyspecjalizowanym algorytmie czy nawet ich grupie. Metody predykcji moga wy-
korzystywac réznorodne koncepty i teorie, a w szczegolnosci podejscie statystyczne
wykorzystujace algorytmy o r6znym stopniu zlozonos$ci. Jest to zwigzane z wyste-
powaniem skladnika losowego w modelach danych, sprawiajacym, ze dokonanie
predykcji jest zadaniem ztozonym i trudnym.

Jednak wraz z rozwojem metod przetwarzania informacji jakos$¢ predykcji, w
sensie dokladno$ci przewidywania przysztych wartosci szeregu czasowego, ulega
stopniowej poprawie. Zarowno prognozowanie pogody, diagnostyka medyczna, roz-
poznawanie mowy, rozpoznawanie obrazoéw i innych danych z niezerowa losowo-
$cig przeprowadzane jest z coraz wigksza precyzja. Opisane w podrozdziale 2.2
cztery rozne podejscia do analizy szeregdw czasowych (analiza fundamentalna,
techniczna, ilo§ciowa oraz sentymentu) podporzadkowane sg gtownie wykonywaniu
predykcji.

Najbardziej rozleglym tematycznie wydaje si¢ by¢ wachlarz narzedzi uformo-
wany przez analize techniczna, ktora swoimi poczatkami sigga wieku XIX. Wspot-
czesnie analiza techniczna, jak i podejscia alternatywne, adaptowata wiele metod 1
narzedzi opracowanych w ostatnich latach. Odnotowac¢ rowniez nalezy eksplozj¢ za-
stosowan sieci neuronowych w tym zakresie. Zagadnienia zwigzane z sieciami neu-
ronowymi omowione zostang w rozdziale 4 niniejszego artykutu, gdyz reprezentuja
odmienne podejscie w stosunku do metod ,,klasycznych” zwigzanych z przetwarza-
niem informacji.

Opisane wczesniej metody i procedury postepowania reprezentujg roézny stopien
wlasciwosci predykcyjnych. Wsrod nich tylko czesé, ktora stanowia metody sprzed
ery komputerow, jest niealgorytmiczna lub nie wymaga przeprowadzania zmudnych

obliczen arytmetycznych. Jednak metody wykorzystujace algorytmy i komputerowe
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przetwarzanie danych stanowig przytlaczajaca wigkszos¢. Wymieni¢ tu mozna te
najbardziej popularne:

e Srednie kroczace;

e metoda najmniejszych kwadratow;

e regresja;

e autoregresja;

e rozpoznawanie Wzorcow.
Predykcja szeregéw czasowych wykorzystujagca wymienione metody wymaga jed-
nak przejscia czasem zmudnego procesu doboru parametréw definiujacych dopaso-
wywane modele. Pomimo zaawansowanego aparatu pojgciowego i obliczeniowego,
uzyskiwane wyniki reprezentuja tylko wartosci z pewnego przedziatlu wyznaczanego
jako przedziat ufnosci prognozy. Dodatkowym elementem utrudniajgcym prognozo-
wanie jest wystepujaca w roznych przypadkach heteroskedastyczno$¢ badanego pro-
cesu, charakteryzujaca si¢ trudng do zamodelowania zmienno$cig wariancji obser-
wowang w danych. W przypadku takich danych podejmowane sg proby redukcji
heteroskedastycznosci, np. poprzez réznicowanie w szeregu czasowym. W zatoze-
niach wielu metod prognostycznych wystepuje wymaganie braku heteroskedastycz-
nos$ci. Stad wiasnie wynika koniecznos$¢ jej redukcji.

Mozliwo$¢ uzycia wigkszej grupy algorytméw otwiera dodatkowo mozliwose
skorzystania z zalet przetwarzania (uczenia) zespotowego (ang. ensamble learning),
co w praktyce skutkuje poprawa jakosci predykcji. Wynik koncowy jest uzyskiwany
za pomocg agregacji wynikow pojedynczych modeli, zazwyczaj metoda prostego
»Zlosowania”. W niektorych przypadkach uzywane sa rowniez warianty gtosowania
uwzgledniajace wagi dla poszczegdlnych wynikow czastkowych z uzyciem algo-
rytmu wigkszo$ci wazonej (WMA) [96].

Uzyskiwane w ten sposob wyniki wykorzystywane sa w réznych dziedzinach
ludzkiej aktywnosci, np. w teledetekcji satelitarnej, wykrywaniu zmian w obrazach,
rozpoznawaniu twarzy, bezpieczenstwie komputerowym, rozpoznawaniu emocji,
wykrywaniu oszustw czy podejmowaniu decyzji finansowych [97].

Ostatni z wymienionych obszarow dziatan jest szczegodlnie zwigzany z analiza
szeregow czasowych, gdyz dotyczy przewidywania zarowno niepowodzen bizneso-
wych, jak i zblizajacych si¢ kryzysoéw finansowych lub gospodarczych. Spektaku-
larne wyniki osiggane sg w zakresie manipulacji cenami akcji na gieldach, gdzie
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analiza zespotowa odkrywa proby wplywania nieuczciwych spekulantow na zmiany
kursu za pomocg sztucznie kreowanego popytu lub podazy wybranego waloru [97].

Waznym zagadnieniem zwigzanym z predykcja jest ocena jakosci otrzymanych
przewidywan. Popularnym parametrem stosowanym do takiej oceny jest wspotczyn-
nik determinacji (dopasowania) R%. Obliczany jest jako kwadrat wspolczynnika ko-
relacji R Pearsona podanego zalezno$cia (28) i omdéwiong w punkcie 3.3.

Wspotczynnik determinacji nie jest jedynym sposobem oceny predykcji. Wsrod
estymatorow pomocnych w ocenie wymieniane sg rowniez:

e Analiza odchylenia standardowego sktadnika resztowego S, rozumianego
jako przecietne odchylenie bedace roznica pomiedzy wartoscia rzeczywista
y(t), a odpowiadajacg jej wartoscig teoretyczng y(t) wyznaczong za po-
mocg ocenianego modelu [98];

e Wspolczynnik zbieznosci ¢? = 1 — R? pokazujacy stopien niedopasowa-
nia modelu do warto$ci zmiennej zaleznej [98];

e  Wspotczynnik zmiennos$ci losowej [98];

e Accuracy — parametr okreslajacy doktadnos¢, bedacy roznica jedynki i
straty obliczanej jako MSE, stosowany czesto w przypadku oceny wyni-
koéw pracy sieci neuronowych [99];

e Odchylenie od charakterystyki monotonicznej (liniowej) [100];

e Weryfikacja hipotezy o istotnosci wspotczynnika korelacji wielorakiej r
zwigzanej z warto$cig krytyczng statystyki f, ktora wynika z rozktadu
Fishera-Snedecora [98];

e Zestaw metryk do oceny strategii inwestycyjnej [101].

Tradycyjnym sposobem oceny wynikow jest rowniez wzrokowa analiza i porowny-
wanie wykresow z naniesionymi wynikami predykcji. Stosowanie poszczegolnych
metod oceny zwigzane jest ze specyfika szeregu czasowego reprezentujacego ba-

dany proces oraz celow jakim ma stuzy¢ modelowanie [101].

4. Przeglad wybranych sieci neuronowych

Wstepny przeglad literatury przedmiotu pokazal, ze temat sieci neuronowych a wraz
Z nim temat uczenia maszynowego pomimo swojej stosunkowo krotkiej historii jest

bardzo obszerny [90,102]. Jest to powodem dokonania tylko ograniczonego prze-
gladu struktur sieci neuronowych na tle ogolnej ich taksonomii. Szerzej omowione
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zostana te z sieci, ktore moga by¢ wykorzystane do wykonywania predykcji w sze-

regach czasowych.
4.1. Rys historyczny

Historia sieci neuronowych rozpoczeta si¢ od badan neurofizjologicznych zwigza-
nych z dziataniem uktadu nerwowego a w szczegdlnosci ludzkiego moézgu, prowa-
dzonych na przetomie XIX i XX w. Swiadcza o tym nagrody Nobla przyznane za
kolejne odkrycia w wieku XX [102]. Badania te trwaja rdéwniez obecnie, przynoszac
czasem zaskakujace informacje zwigzane z budowg badz dziataniem biologicznego
uktadu nerwowego.

Wyniki badan neurofizjologdw i biofizykow przeniknely z pewnym opdznieniem
do srodowisk inzynierskich, co zaowocowalo zaproponowaniem matematycznego
modelu neuronu w roku 1943 przez Warrena S. McCullocha i Waltera H. Pittsa. Nie-
dtugo p6ézniej w roku 1949 Donald O. Hebb opublikowal zasad¢ uczenia sztucznych
sieci neuronowych. W §lad za tym Frank Rosenblatt w roku 1957 wysunatl koncepcje
i skonstruowat sztuczng sie¢ neuronowg nazwang perceptronem. Byt to pierwszy
opis sieci neuronowej korzystajacej z algorytmu [103]. Z biegiem czasu $wiat nauki
donosit o kolejnych odkryciach zwigzanych ze sztuczng inteligencja (Al) 1 sieciami
neuronowymi w szczegolnosci. Kolejne kroki milowe w tej dziedzinie umieszczone
na osi czasu pokazane zostaly na rys. 32, natomiast bardziej szczegdétowe kalenda-
rium zestawione zostato w tabeli 2.

Odnotowac nalezy fakt, ze jeszcze w XIX wieku podwaliny dla wielu koncepcji
stosowanych w Al powstawaty w glowach matematykoéw, ktorzy nie byli §wiadomi
perspektyw i mozliwych zastosowan swoich odkry¢. Jak pokazuje historia, rozwoj
koncepcji sztucznych sieci neuronowych ANN (ang. Artificial Neural Networks)
oraz sposobu ich uczenia (uczenie maszynowe — ang. machine learning, ML) prze-
biegal falami, gdyz okresowo zmienialo si¢ nastawienie do tego fenomenu, zaréwno
w $srodowiskach naukowych, jak i w opinii publiczne;j.

Na osi czasu zaznaczone zostaly gwiazdkami dwa okresy tzw. ,,zimy Al”, ktére
zostaly odnotowane na przestrzeni lat 1974-1980 oraz 1987-1993. Obserwowany byt
w tym czasie regres naktadow finansowych na badania nad sztuczna inteligencja.
Pierwszy z nich wywotany zostat ukazaniem si¢ w roku 1969 publikacji Percep-

trons: An Introduction to Computational Geometry autorstwa Marvina Minsky’ego
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i Seymoura Paperta, ktorzy poddali krytyce perspektywy rozwoju deklarowane przez
srodowiska zajmujace si¢ Al oraz ANN.

Teorie matematyczne
Matematyczni \
yezny /1 DeepBlue
model neuronu i (pokonanie szachowego mistrza swiata)

J. ! |
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neuronu / || Sieci DBN

Ukiad perceptronu \ :

| \ \
£ B | \ b
Algorytm propagaciji || \ \ AlphaGo
wstecznej '.I | X pokonanie mistrza w Ga)
| | =

/EI

T

1900 1943 1958 1970 1980 1990 2000 2005 2010 2015 2020

CaRNBen F
/ //,- .
AlexNet
mogenee [ P

AW Sieci Hopfielda
Odkrywanie 4

struktur ukiadu Adaline, LMS
nerwowego

organizmdw fywych

I Test Alana Turinga (1950) I

Rysunek 32. Historia rozwoju sztucznej inteligencji (Al) oraz sztucznych sieci neurono-
wych (ANN) z zaznaczonymi ,.kamieniami milowymi” wyznaczajagcymi rozwdj dyscy-
pliny [104,105]

Okresy te przyniosty pewne spowolnienie prac, ale nie doprowadzily do ich catko-
witego wygaszenia. W rezultacie tej krytyki powstaty nowe koncepcje rozwijajace
dotychczasowe trendy i stosowane architektury sieci. Juz wkrétce po tym przestoju
zaczely sie pojawiac spektakularne sukcesy. Jednym z nich byto zwycigstwo Al
W rozgrywce z szachowym mistrzem $wiata Garrim Kasparovem.

W kolejnych latach rosta liczba doniesien o znaczgcych postepach w rozwigzy-
waniu wielu problemoéw, do tej pory uwazanych za nierozwigzywalne. Do najbar-
dziej znaczacych zaliczane sg: rozpoznawanie twarzy, rozpoznawanie mowy, thuma-
czenie maszynowe z jezykow takich jak chinski, japonski czy arabski, zwycigstwo
w grze w Go oraz powstanie modelu Chat GPT prowadzacego swobodny dialog
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z cztowiekiem na niespotykanym dotad poziomie, zaréwno jezykowym jak i mery-

torycznym. W opinii wielu obserwatorow, model ten jest bardzo bliski pozytywnego

przejscia testu Alana Turinga ogtoszonego w roku 1950.

Tabela 2. Chronologia rozwoju sieci neuronowych [103,105,106]

Rok

Opis osiagnig¢cia

1906

Nagroda Nobla za badania nad struktura uktadu nerwowego, odkrycie neuronéw w mozgu
(koniec XIX w.) — Santiago Ramon y Cajal, Camillo Colgi

1943

Model sztucznego neuronu zainicjowat dyscypline i rozwoj sieci neuronowych — Warren Stur-
gis McCulloch, Walter Harry Pitts

1949

Zasada uczenia sztucznych sieci neuronowych na poziomie synaptycznym — Donald Oldigin
Hebb

1950

Ogloszenie testu dla sztucznej inteligencji — Alan Turing

1952

Model dynamiczny neuronu (Nagroda Nobla w Fizjologii i Medycynie 1963) — Alan Lloyd
Hodgkin, Andrew Fielding Huxley

1957

Powstanie perceptronu i algorytmu trenowania jednowarstwowej sieci neuronowej — Frank
Rosenblatt

1960

Adaline: adaptacyjna liniowa sie¢ neuronowa — Bernard Widrow, Marcian Edward "Ted" Hoff

1969

Krytyka perceptronu z podaniem ograniczenia dla funkcji XOR — Marvin Lee Minsky, Seymour
Papert

1972

Liniowa pamig¢ asocjacyjna — Teuvo Kohonen, James A. Anderson

1974

Model propagacji wstecznej do trenowania perceptronow wielowarstwowych — Paul Werbos

Algorytm propagacji wstecznej z regula tancuchowa — Paul Werbos

1980

Koncepcja wielowarstwowej sieci neuronowej pozwalajacej modelowaé bardziej zlozone
funkcje

Powstanie architektury sieci splotowych CNN (Neocognitron) — Kunihiko Fukushima

Upadek perceptronu spowodowany jego ograniczeniami oraz powstaniem sieci wielowarstwowych

1982

Algorytm propagacji wstecznej z reguta tancuchowa zaimplementowany na komputer — Pau/
Werbos

Powstanie sieci Hopfielda jako zaczatku sieci rekurencyjnych RNN — John Hopfield

1984

Wprowadzenie sieci Boltzmanna jako stochastycznych sieci neuronowych — Geoffiey Hinton,
Terrence Sejnowski, David Ackley

1985

Koncepcja glgbokich sieci neuronowych pozwalajgca na uczenie hierarchiczne
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Rok

Opis osiagni¢cia

1986

Formalna propozycja algorytmu propagacji wstecznej dla sieci ANN — David Rumelhart, Geo-
[frey Hinton, Ronald J. Williams

Implementacja algorytmu propagacji wstecznej dla wielowarstwowych sieci neuronowych
jako metody standardowej

1987

Sieci impulsowe — Wolfgang Maass

NetTalk — sie¢ neuronowa uczy si¢ mowy na zbiorze danych zamiany tekstu na mowe

1989

CNN uzywa do nauki algorytmu propagacji wstecznej osiagajac lepsza zdolnos¢ rozpoznawa-
nia obrazé6w

Udowodniono twierdzenie o aproksymatorach uniwersalnych pokazujace zdolnos¢ ANN do
aproksymacji dowolnej funkcji ciggtej

Zaproponowany zostal model Q-learning dla uczenia ze wzmocnieniem (RL) — Chris Watkins

1991

Zidentyfikowanie zanikajacego gradientu utrudniajacego proces uczenia sieci neuronowych

1997

Opracowanie LSTM dedykowanego problemowi zanikajacego gradientu w rekurencyjnych
sieciach neuronowych RNN

Pokonanie szachowego mistrza §wiata Garriego Kasparova przez IBM DeepBlue

1998

Maszyna wektoréw nosnych SVM

Viadimir Naumovich Vapnik, Alexey Yakovlevich Chervonenkis

Poczatki glebokich sieci splotowych — Yann LeCun

2002

Opracowanie ograniczonej sieci Boltzmanna jako sieci generujacej — Geoffrey Hinton

2006

Opracowanie wielowarstwowych glebokich sieci przekonan (DBN) jako sieci generujacych —
Geoffrey Hinton

2007

Zastosowanie procesorow graficznych GPU do przyspieszenia nauki sieci neuronowych

2008

Rozpoznawanie mowy przez rekurencyjne sieci RNN — Alex Graves

2009

Wprowadzenie IMAGENET dajacego wielkoskalowe zbiory do klasyfikacji obrazow

2010

Walka z zanikajacym gradientem w glgbokich sieciach neuronowych

2012

Gleboka sie¢ CNN ALEXNET do klasyfikacji obrazow, eksplozja w uczeniu gigbokim (DL) —
Alex Krizhevsky, Ilya Sutskever, Geoffrey Hinton

2013

Zaproponowany zostal Deep Q-Networks (DQN) dla sieci RL — Volodymyr Mnih i inni

2014

Powstanie sieci generujacych GAN wprowadza nowa klas¢ modeli generujacych — lan Good-
Sfelow

2016

ALPHAGO pokonuje mistrza §wiata w grze Go
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Rok Opis osiagni¢cia

Nagroda Turinga za wktad w powstanie uczenia glebokiego DL — Yoshua Bengio, Geoffiey

2018 Hinton, Yann LeCun

2022 | Sukces modelu ChatGPT stuzacego do zawansowanej konwersacji z cztowiekiem

Sieci neuronowe wykazaly wysoka emergencj¢ rozumiang jako uzyskiwanie ztozo-
nych zachowan systemu zbudowanego z duzej liczby prostych elementow, ktore ta-
kich cech moga nie posiada¢. Aktualnie obserwowany jest przyspieszajacy ciagle
rozwdj calej dyscypliny okreslanej jako Al. Swiadcza o tym oglaszane wyniki prac
naukowych, ktore pojawiaja si¢ z coraz wigkszg czestotliwoscig. Dostepne sa row-
niez praktyczne rezultaty tych prac w postaci aplikacji oraz ustug $wiadczonych w
wielu dziedzinach zycia, zard6wno konsumenckiego, jak i biznesowego [107,108].

Najwigksze korporacje prowadza swoisty wyscig w tej dziedzinie. Nieco zaska-
kujacym w tym konteks$cie jest fakt ogloszenia memorandum na temat zagrozen,
jakie moze wywola¢ niczym niepohamowany rozwdj Al, ktore wystosowali do
$wiata przedstawiciele firm wiodacych w tej branzy. Ostatnio (kwiecien 2023 r.),
pojawiajg si¢ doniesienia mowiace, ze sprawg wykorzystania Al bardzo zaintereso-
waly si¢ kregi polityczne. W Unii Europejskiej rozwazane sg mozliwo$ci wprowa-
dzenia ograniczen w niektorych obszarach zastosowan Al dotyczacych szeroko po-
jetego bezpieczenstwa ludzi.

4.2. Sieci neuronowe i ich podzial

Przystepujac do opisu taksonomii sieci neuronowych nalezy przyjrze¢ si¢ blizej bu-
dowie tych struktur. Opublikowany w roku 1943 model matematyczny neuronu,
ktory zapoczatkowat dalsze badania w tej dziedzinie, sprowadza si¢ do wykonania
kilku prostych z matematycznego punktu widzenia operacji. Pierwowzor, neuron
biologiczny odkryty pod koniec XIX w., sktada si¢ z dendrytow, somy (ciata ko-
morki) i aksonu. Ciato komoérki posredniczy w przekazywaniu sygnatéw z wielu
dendrytéw do jednego aksonu. Rolg ztagczy akson-dendryt przekazujacych impulsy
pomigdzy neuronami petnig synapsy, ktore przesytajac sygnat wprowadzajg do niego
okreslong wagg. Synapsy petnig zatem podwojna rolg w systemie nerwowym.
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Model przetwarzania sygnatow przedstawiono na rysunku 33. Stal si¢ on pierwo-
wzorem do tworzenia innych konstrukcji, ktérych autorzy usitowali zredukowac nie-
dostatki protoplasty. Powstajace kolejne warianty struktur modelujacych neuron bio-
logiczny przyczynily si¢ do gwaltownego rozwoju wielu gatezi nauki, poprzez fakt
tworzenia, badania i zastosowania sieci wykorzystujacych takie modele.

‘ Sygnal Synapsy Dendryty Soma Akson |
N Wa

B -

Bl Funkcia BN

aktywacji

Rysunek 33. Ilustracja struktury modelujacej pojedynczy neuron biologiczny [102]

Pokazana wyzej struktura modelujaca neuron odpowiada jednemu réwnaniu alge-

braicznemu z n ,,zmiennymi”, gdyz warto$¢ dla linii x; jest stala i rowna jeden:

n
y = xw (34)
i=0

W powyzszym wyrazeniu przyjeto nastepujace oznaczenia:

n — liczba zmiennych objasniajacych,

i —indeks zmiennych,

x; — i-ta zmienna niezalezna (objasniajaca),

w; — wspotczynnik wagi wnoszony przez i-tg synapse,

y — posrednia warto$¢ zmiennej zaleznej (suma wazona),

y' — zmienna zalezna (objasniana).
Sygnaly x; do x,,, pokazane na rys. 33, pochodzace z czujnikdéw lub z aksonow in-
nych neuronow, w synapsach poddawane sa mnozeniu przez odpowiedni wspotczyn-
nik wagowy w;. Sygnat na wejsciu X, razem ze wspotczynnikiem w, utozsamiany
jest z warto$cig wagi obcigzajacej neuron (ang. bias). Dendryty pehnia rolg przewo-
dow doprowadzajacych tak obrobiony sygnat do ciala komérkowego (somy), gdzie
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nastgpuje sumowanie wartosci (iloczyndéw czastkowych x;w;) ze wszystkich den-
drytow. W kolejnym kroku, za pomocga funkcji aktywacji, dokonywana jest walida-
cja sumy wazonej y. Wartos¢ y’, na wyjsciu neuronu, otrzymywana jest po przejsciu
przez blok z funkcja aktywacji (zazwyczaj nieliniowg). Wybor funkcji aktywacji ma
kluczowe znaczenie, gdyz rzutuje na wlasciwosci uzytkowe catej sieci jak réwniez
odpowiada za podatno$¢ na wystgpienie niekorzystnego zjawiska jakim jest zanik
gradientu.

Przygladajac si¢ obliczeniowej stronie zagadnienia, fatwo zauwazy¢, ze zmienne
x; w rownaniu (34) sa w rzeczywisto$ci wartoSciami danymi w konkretnej chwili
fazy uczenia sieci. Znalezienie rozwigzania polega tu na wyznaczeniu wartosci
wspolczynnikow wagowych dla poszczegoélnych synaps. Dla réwnania opisujacego
jeden neuron z n+17 wejSciami x;, liczba wspotczynnikdw w; jest rowna liczbie wejsé
x;. W przypadku, gdy mamy do czynienia z siecig neuronowg model staje si¢ ukta-
dem réwnan, w ktérym kazde réwnanie odpowiada jednemu neuronowi. Teraz
mamy jednak liczbe wspotczynnikéw wagowych zwielokrotniong o liczbe réwnan.
Zatem liczba wag, ktore nalezy znalez¢ wynosi (n + 1)k, gdzie k jest liczba neuro-
néw tworzacych sie. Jest to w istocie zadanie odwrotne do rozwigzania uktadu row-
nan algebraicznych, w ktérym poszukiwanym rozwigzaniem bytoby tylko n wartosci
zmiennych x;. Przedstawiona sytuacja jest powodem, dla ktorego obliczenia zwig-
zane z ustaleniem wspolczynnikow wagowych w; dla sieci podczas etapu jej ,,ucze-
nia”, s zazwyczaj bardzo ztozone i wymagaja znacznych mocy obliczeniowych.

Pokazany na rysunku 33 modelowy neuron jest budulcem dla sieci typu MLP
(ang. Multi Layer Perceptron). Neuron o takiej strukturze jest powszechnie stoso-
wany w wigkszos$ci konfiguracji w odrdznieniu od tzw. neuronéw radialnych od-
miennie operujgcych na danych wejsciowych i uzywajacych niemonotoniczne;j funk-
cji Gaussa jako funkcji aktywacji [102,105].

Funkcje aktywacji decydujace o funkcjonalnosci sieci neuronowej mogg by¢
dobierane sposrod wielu zalezno$ci matematycznych mozliwych do zastosowania.
W tabeli 3 zestawiono wykresy wybranych funkcji aktywacji stosowanych w synte-
zie sieci ANN oraz ich definicje z zakresami warto$ci zmiennej zaleznej, jakie moga
pojawic¢ si¢ na wyjsciu neuronu. Wiekszos¢ z tych funkc;ji jest nieliniowa, a ich dobor
w konstruowanych sieciach neuronowych podyktowany jest do§wiadczeniem uzy-
skanym na drodze badan kolejnych konfiguracji i typoéw takich sieci.
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W tym miejscu warto zwrdci¢ uwaga na zagadnienie rézniczkowalnosci funkcji
aktywacji. Ma to kluczowe znaczenie w procesie ,,uczenia” struktur zawierajacych
neurony z konkretnym rodzajem funkcji aktywacji. Badacze zauwazyli, ze zjawisko
zaniku gradientu powstajace w trakcie treningu i przysparzajace wiele klopotow
aplikacyjnych, jest zwigzane z typem zastosowanej funkcji aktywacji. Odnosi si¢ to
szczegblnie do funkcji typu ReLU (poz. 5 w tabeli 3), ktorej cechy spowodowaty
poszukiwania jej substytutow. Stad w tabeli 3 wystepuje tak liczna reprezentacja
funkcji podobnych do ReLU, lecz z innymi wtasnosciami swoich pochodnych (po-
zycje 6,7, 8,9, 10 w tabeli 3).

Tabela 3. Zestawienie typowych funkcji aktywacji wykorzystywanych w sieciach ANN
[109,110]

L.p. Nazwa Wykres Roéwnanie funkcji Zakres wartosci

Funkcja

L | liniowa fG) =x (~o0,0)
Skok jednost- |. _ (0, x<0

2 kowy (binarna) fx) = {1, x=0 0.1}
Logistyczna 1

3| (sigmoid) = o(x) =7 pe" 0,1)
Tangens hiper- er—e™ -

4 boliczny (tgh) tgh(x) = ot + g% L1
Jednostronnie
obcigcta funkcja

5 | liniowa (ReLU) flx) = {0’ x<0 [0, 00)
— prostowni- L x>0
kowa
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L.p.

Nazwa

Wykres

Roéwnanie funkcji

Zakres wartosci

Ztozenie

f. liniowej

i bledu Gaussa
(GELU)

flx) = %x (1 +erf (%))

(-=0,17...,0)

Softplus

() =In(1+e%)

(0,0)

Zlozenie

f. liniowej

i wyktadniczej
(ELU)

ale*—1), x<0
X, x>0

f =

(_av OO)

Sparametryzo-
wana jedno-
stronnie ob-
cigta f. liniowa
(PReLU, Lea-
kyReLU)

ax, x<O0

f(x)={x, x>0

10

Zlozenie

f. liniowej
i Sigmoidu
(SiLU)

x
1+e™*

fl) =

(—0,278...,0)

11

Gaussowska

fe) =e™

0,1]

12

Znormalizo-
wana f. wy-
ktadnicza
(Softmax)

Xi

o(x); = o

Yl
k=1,.,K

0,1

Funkcje aktywacji moga stanowi¢ jedno z kryteriow podziatu neuronéw oraz two-

rzonych przez nie sieci. Przyktadowo funkcja liniowa oraz funkcja skoku jednostko-

wego stosowane byly w pierwszych pionierskich modelach sieci neuronowych.

Nastepne pozycje w tabeli 3 zwigzane sg z bardziej zaawansowanymi modelami,

ktore badano tworzac kolejne rozwigzania Al. Wyraznie odbiegajaca swoim charak-

terem funkcja Gaussa jest stosowana w tzw. neuronach radialnych.
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Omawiajac budowe¢ matematycznego modelu neuronu uzywane w tle jest pojgcie
sieci neuronowe;j. Jest ona rozumiana jako potaczenie wielu neurondéw w $cisle okre-
slony sposob. Wtasnie sposoby taczenia sieci wigza si¢ z kolejnymi odkryciami w
obszarze Al

Przyktadowa struktura ilustrujaca polaczenia neurondéw w sie¢ z trzema war-
stwami zostala przedstawiona na rysunku 34. Kolorami zaznaczone zostaly neurony
nalezace do roznych typow warstw tworzacych taka sie¢. Neurony warstw ukrytych
(kotka koloru niebieskiego) maja zazwyczaj jednolita budowe. Natomiast neurony
warstw wejsciowej 1 wyjsciowej moga by¢ zbudowane zaleznie od potrzeb aplikacji.

Warstwa Warstwa Warstwa Warstwa
wejsciowa ukrytanr 1 ukryta nr 2 ukryta nr 3

Sygnaly wejsciowe
Sygnaly wyjsciowe

Rysunek 34. Przyktad polaczen wielu neuronéw w sie¢ z trzema warstwami ukrytymi [111]

Na rysunku 35 zostat pokazany przyktadowy schemat doboru funkcji aktywacji dla
warstw ukrytych wybranych sieci neuronowych. Sugestie dotyczace doboru zmie-
nialy si¢ z biegiem lat, gdy rosto doswiadczenie zebrane podczas treningu wczesniej-
szych generacji tych struktur.
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Sie¢ MLP

Funkcja
RelU

Rysunek 35. Schemat doboru funkcji aktywacji dla warstw ukrytych wybranych sieci neu-
ronowych [112]

Opracowane do tej pory sieci neuronowe sg bardzo obszerng grupa, ktorej takso-
nomi¢ mozna tworzy¢ stosujac jeszcze inne kryteria podziatu. Najprostsze ze
stosowanych kryteriow uwzglednia sposob uczenia sieci. Zauwazy¢ nalezy, ze ta
samg sie¢ mozna uzy¢ do rozwigzywania zadan skrajnie r6znigcych sie¢ miedzy soba.
Decydujacym jest tu sposob ,,uczenia” takiej struktury. Obraz klasyfikacji uzyskane;j
po zastosowaniu takiego kryterium przedstawia rysunek 36.

SIECI NEURONOWE

Uczenie ~ Uczenie Uczenie
nadzorowane nienadzorowane ze wzmochieniem
{Supervised Learning) (Unsupervised {Reinforcement Learning)

Learnina)
oo [ onor

o] wr | cm |
o [ [ow
CRNN

Rysunek 36. Podziat sieci neuronowych ze wzgledu na sposoéb ich ,,uczenia”
Uczenie sieci neuronowe;j jest procesem wymagajacym przeprowadzenia wielu pre-

zentacji zbioru informacji uczacej (wzorcéw). Ocenia si¢, ze nauczenie sieci w za-
leznosci od problemu wymaga wykonania nastgpujacej liczby iteracji [113]:
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10° — w przypadku prognozowania finansowego;

10'° — dla syntezy mowy;

10"? — dla rozpoznawania mowy lub pisma recznego;

10" — dla rozpoznawania japonfiskich znakéw Kanji.
Podziat pokazany na rys. 36 pomocny jest we wstepnej klasyfikacji tak, aby mozna
fatwo oceni¢ podstawowe cechy sieci neuronowej. Skrotowa charakterystyka po-
szczegblnych grup sieci jest nastgpujaca:

e Sieci z uczeniem nadzorowanym sg uzywane do rozwigzywania zadan,
gdy dane wejsciowe sg dobrze zaetykietowane; w trakcie uczenia sie¢
koryguje wspolczynniki wagowe tak, by zredukowaé popeiany bilad,
ktory wynika z rdznicy uzyskanego rezultatu i warto$ci reprezentowane;j
przez etykiete, w rezultacie otrzymywane na wyjsciu sieci wartosci dobrze
przewiduja wynik na podstawie danych wej$ciowych; sieci te zapewniaja
dobre rezultaty w zadaniach takich jak np.: rozpoznawanie obrazow, kla-
syfikacja tekstu, przewidywanie cen akcji gietdowych.

e Sieci z uczeniem nienadzorowanym stosuje si¢ w przypadku danych niee-
tykietowanych, gdyz samodzielnie odnajduja one struktury i zalezno$ci w
danych, pozwalajgc na automatyczne kategoryzowanie obiektow; wyni-
kiem jest analiza skupien pokazujaca podobienstwa lub niepodobienstwa
wsrod danych oraz grupowanie pozwalajace sklasyfikowac obiekt; sieci te
wykrywaja anomalie, oszustwa bankowe i ubezpieczeniowe, pomagaja w
automatycznej klasyfikacji i oznaczaniu nieobrobionych danych, moga
by¢ rowniez uzyte do generowania danych oraz redukcji wymiarow.

e Sieci uczenia ze wzmacnianiem sg stosowane do rozwigzywania zadan ta-
kich jak gry i strategie postgpowania. Nauka sieci polega na uwzglednianiu
w obliczeniach warto$ci wag, uzyskanej kary lub nagrody; proces nauki
prowadzony jest metodg préb i bledow, co powoduje, ze jest on z reguty
relatywnie dtuzszy. Sieci te skutecznie rozwigzuja problemy z zakresu: ro-
botyki, automatyki, zarzadzania portfelem inwestycyjnym oraz gier strate-
gicznych takich jak np. szachy, go, gry komputerowe.

Rozszerzona taksonomia uwzgledniajgca szczegoty architektury sieci prowadzi do
obszernych diagramow, ktére mozna znalez¢ w réznych specjalistycznych opraco-

waniach. Przyktad takiego zestawienia zawiera rysunek 37 [114].
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Rysunek 37. Podziat sieci neuronowych uwzgledniajacy ich architekture [114]
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Legenda odnosi si¢ do wlasciwosci neuronow jako elementow sktadowych poszcze-
gblnych typow sieci. Kolorem zo6ttym oznaczona zostata grupa elementéw biorgca
udziat we wprowadzaniu sygnatow wejsciowych do struktur sieciowych. Neurony
odpowiedzialne za wyprowadzenie uzyskanych wynikow przetwarzania zaznaczone
sg kolorem czerwonym. Typowe elementy tworzace warstwy ukryte maja kolor zie-
lony. Kolor niebieski reprezentuje neurony z pamigcia, ktore sg zwykle wykorzysty-
wane w warstwach rekurencyjnych. Ostatnig z wyrdznionych grup neuronow (kolor
fioletowty) stanowig elementy wykorzystywane w sieciach konwolucyjnych (CNN),
do tworzenia warstw splotowych oraz warstw filtrow. Pokazane w formie graficzne;j
sieci neuronowe identyfikowane sa zarowno za pomocg nazwy opisowej, ale row-
niez skrotow powszechnie uzywanych w literaturze przedmiotu.

Jak podkreslajg autorzy tej panoramy sieci neuronowych, przedstawiona rézno-
rodnos$c¢ jest tylko migawka stanu rzeczy, aktualng na chwile obecng. Dynamiczny
rozwoj tej dyscypliny, odnotowywany w ostatnich latach, pozwala przypuszczaé, ze
przytoczony na rys. 37 diagram bedzie podlegat sukcesywnemu rozszerzaniu pod-
czas kolejnych aktualizacji.

Niektore z pokazanych struktur sieciowych maja juz znaczenie historyczne, gdyz
zostaly gruntownie przebadane i opisane tworzac fundament dla konstruowania no-
wych topologii i rozwoju calej dyscypliny Al. Spodziewac si¢ zatem nalezy powsta-
wania kolejnych rozbudowanych drzew z taksonomig dla poszczegélnych typow
sieci neuronowych tworzacych swoiste katalogi obejmujace kolejne struktury i nowe
architektury.

4.3. Sieci neuronowe rekurencyjne (RNN)

Powstanie sieci Hopfielda w roku 1982 stato si¢ zaczatkiem sieci rekurencyjnych
RNN. Rekurencyjna sie¢ neuronowa (ang. Recurrent Neural Network) jest odmiang
sieci opracowanej do przetwarzania sekwencji danych krok po kroku. W trakcie
pracy sie¢ ta zachowuje swoje poprzednie stany wewnetrzne, by uwzgledni¢ je w
analizie danych, ktére pojawia si¢ w nastepnym kroku. Neuron z potaczeniem reku-
rencyjnym pracuje tak jak komorka pamigci [90]. Typowa sie¢ RNN tworzy jedna
lub wigcej warstw z neuronami rekurencyjnymi, ktoérych zadaniem jest przetworze-

nie sekwencji danych podanej na wejscie. Sygnat wyjsciowy jest generowany przez
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co najmniej jedna gesto polaczong warstwe neuronow uwzgledniajacych stany we-

wnetrzne sieci. Opisuje si¢ to nastepujaca ogdlng zaleznoscig [115]:
yn(t) = go(xn(t_ 1):un(t_ 1)119), (35)

gdzie:

x(t — 1) — zmienna niezalezna (objasniajgca) w chwili #-1,

u(t — 1) — wektor poprzedniego stanu posredniego,

Y — wagi dla poszczegdlnych zmiennych,

¢ — funkcja wyrazajaca przetwarzanie realizowane przez cala strukturg,

v, (t) — warto$¢ wektora zmiennej zaleznej (objasnianej) w chwili ¢.
Ogo6lny schemat struktury zawierajacej neuron z rekurencja zostat pokazany na ry-
sunku 38. Wektor danych x podawany jest na wejscie sieci. W wyniku przejscia infor-
macji przez czton N, tworzy sie stan u(t). Stan ten, poprzez blok g1, z op6Znieniem
o jeden cykl trafia na wejscie sieci N,.. Zatem warto$¢ sygnatu u(t) zawiera rowniez
informacje utworzong w stanie poprzednim t — 1. W przypadku ogdlnym warto$§¢
stanu u(t) moze podlega¢ finalnemu przetworzeniu przez opcjonalny czton N,,
ktory wyprowadza na wyjscie rezultat koncowy y(t).

‘ 9

x(t-1)

u(t-1)

Rysunek 38. Schemat ogolnej struktury z neuronem rekurencyjnym [115]

Kolejne kroki pracy sieci RNN w trybie przetwarzania danych wygladaja nastgpu-
jaco:
e pobranie wektora danych wejsciowych x;
e przetwarzanie danych wejsciowych x 1 poprzedniego sygnatu u(t — 1) w
bloku N,;
e wygenerowanie stanow wewnetrznych przekazywanych do kolejnego
kroku u(t);
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e wygenerowanie wektora danych wyjsciowych y(t).

Stan wewnetrzny w tej strukturze tworzg informacje obejmujace to, co wezesniej
»widziata” sie¢. Umozliwia to uwzglednienie historii zawartej w analizowanych se-
kwencjach danych (kontekstu).

Proces trenowania sieci RNN jest faza poczatkowa i prowadzony jest jako uczenie
nadzorowane. W trakcie jego trwania na wejscie wprowadzane sa kolejne wartosci
danych (wektory), a uzyskane wyniki kazdorazowo sg komparowane z pozadang war-
toscig wyjscia sieci. Algorytm uczenia modyfikuje wartosci wszystkich wag trenowa-
nej sieci na podstawie obliczonej réznicy pomiedzy wyjsciem 1 wartoscig pozadang.
Proces uczenia minimalizuje funkcje¢ straty, uzyskujgc tym samym najlepsze dopaso-
wanie odpowiedzi sieci wzgledem oczekiwan uzytkownika.

Danymi wej$ciowymi mogg by¢ czasowo-zalezne dane sekwencyjne takie jak:
zdigitalizowany sygnatl audio, obraz ruchomy, sygnat z aparatury diagnostycznej
EKG i EEG, ciag tekstowy, a takze dane zawarte w szeregach czasowych réznego
pochodzenia, np. kursy gietdowe, notowania walut, dane pogodowe.

Zadania stawiane przed takg siecig neuronowg polegaja na:

¢ modelowaniu sekwencji, w wyniku ktorej mozliwe jest migdzy innymi ge-
nerowanie dzwickow, generowanie informacji tekstowych, sterowanie ro-
botem, etykietowanie obrazow;

e przetwarzaniu sekwencji danych prowadzacych do rozpoznawania mowy,
rozpoznawania pisma, thumaczenia maszynowego czy obrobki strumienia
wideo;

e klasyfikowaniu danych zaleznych od czasu, ktére umozliwia wykrywanie
wzorcoOw w sekwencjach czy predykcje wartosci szeregu dla kolejnego
kroku czasowego zwigzana np. z prognozowaniem cen, przewidywaniem
kursoéw gietdowych czy przewidywaniem katastrof [105].

Pomimo wielu zalet, jakimi sg obdarzone sieci RNN, nalezy zwrdci¢ uwagg na fakt,
ze wynik dzialania sieci moze by¢ podatny na btedy, ktore propaguja si¢ w czasie.
Ma to zwigzek z sekwencyjnym przetwarzaniem danych, gdyz bledy popetnione w
jednym kroku czasowym moga mie¢ wplyw na wynik przetwarzania w kolejnym.
Problem ten redukowany jest przy pomocy takich technik, jak LSTM (ang. Long
Short-Term Memory).
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4.4. Sieci neuronowe splotowe (CNN)

Propozycja architektury splotowych (konwolucyjnych) sieci neuronowych CNN
(ang. Convolution Neural Network) pojawita si¢ w roku 1980 jako inspirowany
biologicznie wariant wielowarstwowej sieci MLP. Architektura ta reprezentuje sieci
z glebokim uczeniem nadzorowanym, ze wzgledu na wielo$¢ ukrytych warstw neu-
ronowych. Sie¢ CNN charakteryzuje odmienny sposob przetwarzania informacji do-
prowadzonej do wejscia neuronu. Zamiast mnozenia wartosci wejsciowych przez
macierz odpowiadajagcych im wag, dokonywana jest operacja splotu. W wersji dys-

kretnej zapisywana zaleznoscia:

SO=F O =) f@Ogt-0, (36)
T=—00
W powyzszym wyrazeniu symbol * jest operatorem splotu, zas:
f () — warto$ci wejsciowe,
g(t — ) — filtr (jadro),
s(t) — funkcja wynikowa operacji splotu funkcji f oraz g — okreslana tez jako
mapa atrybutéw lub aktywacji [116].
Sieci CNN cechuje zdolno$¢ do generalizacji sygnatow roznych klas, ktore maja we-
wnetrzne relacje przestrzenne. Dotyczy to sygnatdow mogacych zawieraé roézng
liczbg wymiarow:
e 1D — sygnaly czasowe;
e 2D —obrazy;
e 3D -—video, obrazy RGB, fMRI (ang. functional Magnetic Resonance Ima-
ging) — funkcjonalne obrazowanie metoda rezonansu magnetycznego;
e sygnaly wielokanatowe [105].
Generalizacja rozumiana jest tu jako zdolnos$¢ do uzyskania prawidtowego wyniku
dla zestawu danych wej$ciowych, ktdre nie byly prezentowane podczas procesu ,,na-
uki”. Dzigki zastosowaniu operacji splotu kolejne warstwy ukryte moga mie¢ coraz
mniejsze rozmiary (rys. 39). Przetwarzanie w takiej sieci polega na przekazywaniu
wyniku uzyskanego w jednej warstwie do kolejnej warstwy. Warstwy koncowe maja

juz zwykle klasyczng budowe i shuza do uzyskania oczekiwanej struktury wynikow.
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AlexNet (2012)
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Rysunek 39. Schemat architektury sieci neuronowej CNN przeznaczonej do obrébki danych
obrazowych, zaproponowanej przez Alexa Krizhevsky’ego w roku 2012 [116]

Nalezy zwréci¢ uwage na redukcje wielkosci kolejnych warstw przetwarzajacych.
Doboér wiasciwych filtrow dla operacji splotowych, jak rowniez funkcji aktywacji
dla poszczegodlnych warstw neurondéw, ma kluczowe znaczenie dla efektywnego
dzialania tej sieci. Sieci splotowe tworzone sa jako warstwy przetwarzania wstep-
nego. Warstwy geste maja za zadanie przygotowac¢ wynik koncowy. Analiza dziata-
nia tej architektury jest wyzwaniem dla badaczy, ze wzglgdu na liczne hiperparame-
try oraz wspomniane wczesniej mozliwosci doboru filtréw i1 funkcji aktywacji

poszczegblnych warstw.

Mapy aktywacji Mapy aktywacji
Dane wejsciowe pierwszej warstwy drugiej warstwy
(3 kanaty RGB) (4 filtry 2x2) (6 filtrow 2x2)
—— R cn c@n
O W ol
Analizowany obraz ot 8 w@.\\l c2
\d‘\.)r’“ c2) \\ Dalsze
- (2,3) warsti
/ & ol Y ¢ "
om et Q
——- S
@ c3) § c9

c(26)

Rysunek 40. Schemat pokazujacy dziatanie warstw splotowych sieci neuronowej CNN,
przeznaczonej do obrobki danych obrazowych [116]
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Dziatanie sieci z warstwami splotowymi CNN przedstawia schemat umieszczony na

rysunku 40. Jest tam widoczna redukcja wielkosci map wspotczynnikdéw, otrzyma-

nych po operacjach splotu wykonanych przez kolejne warstwy sieci neuronowe;.

Koncowy etap przetwarzania prowadzony za pomocg warstw gestych zostat na tym

schemacie pominiety.

Obecny ksztalt sieci CNN jest wynikiem wielu badan i licznych modyfikacji

wprowadzanych w kolejnych latach. Zdiagnozowane zostaly rézne stabosci tych

struktur a w $lad za tym powstaty liczne techniki majace na celu ich zredukowanie.

Sieci CNN wykazujg migdzy innymi takie cechy jak:

rzadka reprezentacja — oznacza, ze filtr splotowy moze by¢ duzo mniejszy
W porOwnaniu z rozmiarem calego sygnatu wej$ciowego;

wspoéldzielenie parametrow wag — redukuje liczbe parametréw warstwy
splotowej;

rownowazno$¢ wzgledem przesuniecia sygnalu — odpowiada za aktywacje
tego samego filtra, pomimo ze cecha, na ktdra reaguje moze znajdowac si¢
w r6znych miejscach analizowanego obrazu;

mozliwo$¢ uzycia sygnatu wejsciowego o zmiennym rozmiarze — polega
na zmianie rozmiaru map tworzonych operacjami splotu proporcjonalnie

do zmian wielkosci danych na wejsciu [105].

Wsrod metod i technik uzywanych do poprawy dziatania i optymalizacji sieci neu-

ronowych, a sieci CNN w szczegolnosci, wymieni¢ nalezy:

90

Pooling, oznaczajacy redukcje danych, ktora prowadzi do poprawy ,,uo-
gblniania” dokonywanego przez sie¢; stosowane sa czesto: max pooling,
polegajacy na uwzglednianiu wartosci maksymalnych wystepujacych w
okreslonych sasiedztwach, avg pooling, uwzgledniajacy warto$ci $rednie
z sasiedztw oraz norm pooling, postugujacy si¢ norma z sasiednich wyjs¢;
Dropout, polegajacy na redukowaniu losowo wybranych polaczen w sieci
a w etapie koncowym usrednieniu otrzymanych w ten sposdb wynikow;
wymusza to wykrywanie przez neurony bardziej wartosciowych cech w
danych, kosztem spowolnienia tempa treningu;

Lokalng normalizacj¢ odpowiedzi, ktora ma za zadanie przeciwdziataé
nadmiernej dominacji ktérego$ z neuronéw i wykorzystywana jest do nor-

malizacji jasnosci sgsiadujacych map;
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e Techniki regularyzacji, obejmujace augmentacje danych stosujaca przesu-
nigcia, odbicia, ograniczong fragmentacj¢ oraz losowe modyfikacje frag-
mentow obrazow;

e Batch normalization, polegajaca na normalizacji wej$¢ wzgledem wartosci
$redniej 1 wariancji wzdtuz wybranego wymiaru dla minipakietu danych;
dzigki niej uzyskiwana jest lepsza generalizacja, wzrost szybko$ci i stabil-
nosci uczenia; umozliwia stosowanie wigkszych krokow treningowych,
przy czym zminimalizowane jest ryzyko zaniku lub eksplozji gradientu;

e Incepcje, ktora stosuje rozbicie duzych filtréw splotowych i ich zastgpienie
ztozeniami filtrow o mniejszych rozmiarach, co w efekcie redukuje liczbe
obliczanych parametréw;

e Polaczenia rezydualne, wprowadzane w celu uniknigcia zatamania wiasci-
wosci sieci przy jej duzej rozbudowie [116];

o Downsampling, ktory jest uzywany przy kosztownej obliczeniowo ob-
robce obrazow o wysokiej rozdzielczo$ci;

e Upsampling, stosowany w fazie odtwarzania obrazu o wysokiej rozdziel-
czosci [105].

Przedstawiona lista metod poprawy parametréw sieci neuronowych nie wyczerpuje
jednak wszystkich mozliwos$ci, gdyz w dalszym ciagu trwajg badania i pojawiaja si¢
nowe koncepcje pozwalajace uzyskiwac coraz lepsze wyniki. Obecnie sieci CNN
pomocne sg w analizie r6znych rodzajéw szeregéw czasowych, gdyz z powodze-
niem modelujg one dane zawierajace zarowno nagrania dzwigkow, obrazy, tresci vi-
deo, badania medyczne jak i dane liczbowe z warto§ciami notowan czy tez calg game

wskaznikéw ekonomicznych.

4.5. Sieci neuronowe ze wymacnianiem (RL)

Historia idei sieci neuronowych ze wzmocnieniem (RL) (ang. Reinforcement Lear-
ning) siega lat 50. XX wieku. Jednak dopiero w latach 80. i 90. pojawity si¢ prace
opisujace pierwsze modele RL. Opublikowanie w roku 1989 przez Chrisa Watkinsa
pracy dotyczacej modelu Q-learning rozpoczelo szersze badania w tym zakresie. Po-
mimo tak dtugiej historii, sieci tego typu sa nadal intensywnie rozwijane. W roku
2013 Volodymyr Mnih z zespotem zaproponowat popularne obecnie DQN (ang.
Deep O-Networks).
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Sieci RL stanowig grupe architektur i modeli, w ktorych obowigzuje pojgcie kary
i nagrody. W sieciach tego typu ,,uczenie” jest procesem stymulowanym osiggni¢tym
wczesniej wynikiem. W przypadku porazki (uzyskanie negatywnego rezultatu) do
sieci wraca sygnat odpowiadajacy karze. Osiggniecie sukcesu jest kwitowane na-
groda. Mechanizm przyznawania nagrody i kary, bedacy sprzgzeniem zwrotnym w
catej strukturze, powoduje, ze sie¢ dochodzi do pozadanego wyniku metoda prob i
btgdow. Naturalnym $rodowiskiem dla funkcjonowania takich sieci sa wszelkiego
rodzaju gry i wspdétzawodnictwa majace na celu uzyskanie przewagi mierzonej
punktami, pozycjg w rankingu czy tez wynikiem finansowym.

Sieci RL w typowej architekturze utworzone sa z dwoch podstawowych elemen-
tow: sieci neuronowej i algorytmu uczenia ze wzmocnieniem. Sie¢ neuronowa uzy-
wana jest do modelowania strategii podejmowania decyzji przez agenta na podsta-
wie stanu srodowiska oraz zadanej polityki, ktora narzuca agentowi priorytety w
dzialaniu. Natomiast sam algorytm RL jest wykorzystywany do uczenia agenta. Tre-
ning taki polega na okresleniu jakie akcje agent powinien podja¢ w danym momen-
cie (sytuacji) w celu zmaksymalizowania oczekiwanej nagrody (rys. 41).

Autonomiczny AGENT

Stan
srodowiska

Wykonanie

Nagroda/Kara .
akcji

SRODOWISKO

Rysunek 41. Schemat interakcji wykorzystujacej uczenie ze wzmacnianiem [117]

Uczenie sieci neuronowej ze wzmocnieniem prowadzone jest wedlug przyjetego al-
gorytmu, ktory tatwo przedstawic¢ na przyktadzie klasycznego Q-learning. Schemat
przedstawiajacy poszczegolne fazy dziatania tego algorytmu zostat pokazany na

rysunku 42.
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Wybér akji
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obowiazujacej
polityki wartosciami

Rysunek 42. Schemat budowy algorytmu Q-learning [117]

Sieci RL maja wiele zastosowanian. W$rod nich wymienié¢ nalezy takie jak: robotyka,
automatyka przemystowa, gry komputerowe jak rowniez zarzadzanie portfelem
inwestycyjnym. Ich popularno$¢ wynika ze zdolnosci do nauczenia agenta podejmo-
wania optymalnych decyzji w dynamicznym $rodowisku, nawet w przypadku, gdy
zachowanie Srodowiska jest losowe i trudne do przewidzenia lub zalezy od wynikoéw
dzialania innych. Sie¢ tego typu $wigcita swoje zwyciestwo w roku 2016, w czasie
w pojedynku z mistrzem $wiata w grze Go. Uzyskany wynik otwiera szerokie per-
spektywy aplikacyjne dla struktur sieci neuronowych (RL) bazujacych na uczeniu

ze wzmocnieniem.

4.6. Wlasnosci sieci neuronowych w odniesieniu do analizy szeregow
czasowych

Sieci neuronowe sa szeroko stosowane w wielu dziedzinach, wykonujac zadania w
odniesieniu do danych o r6znym charakterze. Klasa danych reprezentowana przez
szeregi czasowe stwarza szczegdlne wymagania wobec tej technologii.

W tabeli 4 zestawione zostaly rézne rodzaje sieci neuronowych wedtug kryterium
skutecznego ich zastosowania w odniesieniu do szeregdw czasowych.

Przetwarzanie za pomoca sieci neuronowych silnie zwigzane jest ze sposobem
przygotowania danych. Na pierwszy plan wysuwaja si¢ oczywiscie normalizacja i
réznicowanie danych wejsciowych. Jednak stosowane sg rowniez inne techniki, po-
legajace np. na tworzeniu zakodowanych obrazow reprezentujacych dane liczbowe.
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Tabela 4. Ranking sieci neuronowych stosowanych do przetwarzania szeregdéw czasowych

L.p.| Nazwa Opis

Posiadajg mechanizm pamigci i sag w stanie analizowaé sekwencje danych, w tym
szeregi czasowe. Najczesciej stosowanymi typami RNN sa Long Short-Term Me-

Sieci mory (LSTM) i Gated Recurrent Units (GRU). Sg bardzo wszechstronne i znajduja

rekuren- . g . P L
1 Ce .;lee zastosowanie w roznych dziedzinach, takich jak przetwarzanie jezyka naturalnego,
(I}QIJNN) rozpoznawanie mowy, generowanie tekstu, analiza i przetwarzanie danych medycz-

nych, a takze prognozowanie szeregdw czasowych w réznych dziedzinach, takich
jak finanse, transport i energetyka.

Czgsto stosowane w przetwarzaniu obrazow, moga rowniez by¢ wykorzystywane do
Sieci analizy szeregdw czasowych. W przypadku szeregéw czasowych, sg stosowane do
2 | splotowe | ekstrakcji cech z danych wejsciowych. Szczegodlnie przydatne sg w analizie szeregdw
(CNN) | czasowych zwigzanych z obrazowaniem biomedycznym, analiza wibracji, przewidy-
waniem kosztow i sprzedazy w handlu detalicznym oraz rozpoznawaniem mowy.

Lacza rézne rodzaje sieci neuronowych, takie jak RNN, CNN i autoenkodery, aby

Sieci P, o .. ) .
3 | hybry- uzyska¢ najlepsze wyniki w analizie szeregéw czasowych. Pozwalaja na lepsze wy-
dz)/wrg korzystanie roznych typow sieci neuronowych i majg zastosowanie w dziedzinach,

takich jak finanse, energetyka, produkcja, przemyst farmaceutyczny i biomedyczny.

Uczg si¢ reprezentacji danych wejsciowych w celu zredukowania wymiarowosci i wy-
krycia wzorcow w danych z szeregéw czasowych oraz do ich rekonstrukcji i analizy
Autoen- .. A . o L .
4 anomalii. Znajduja one zastosowanie w dziedzinach takich jak przetwarzanie sygna-
kodery |, : , . i : .
16w, rozpoznawanie wzorcow, analiza sekwencji DNA oraz analiza obrazéw medycz-
nych. Sa tatwe w implementacji i dzialaja dobrze na danych z réznych dziedzin.

Moga generowaé nowe szeregi czasowe na podstawie danych wejsciowych, a takze
Sieci nauczy¢ si¢ modelowania i przewidywania przysztych wartosci w szeregach czaso-
5 |genera- |wych. Sieci generatywne znajduja zastosowanie w dziedzinach takich jak analiza
tywne |sekwencji DNA, analiza wibracji, finanse, detekcja oszustw, generowanie muzyki i
sztucznej inteligencji w grach.

Stosowane do podejmowania decyzji na podstawie aktualnego stanu szeregu czaso-

Sieci N ] S )

uezace wego w c.elu. optymalizacji celoyv. Mogq by¢ stosowane w po}qugnlu z innymi ro-

sic 7o dza;aml sieci neuronowych, takimi jak RNN Iub CNN, a‘py lepiej moc.ielowac sze-
6 Wamoc. | 1681 czasowe. Wykorzystywane sq W dziedzinach takl?h jak sterowanie procesami

nieniem przemystowymi, zarzadzanie energig czy hgndlowanle na rynkach ﬁpansowy,ch.

(RL) Moc_iele RL sg trudne d_o nauczenia i wymagaja dluzszego czasu szkolenia w porow-

naniu do innych rodzajow sieci neuronowych.

Sieci Wykorzystuja mechanizm uwagi, aby nauczy¢ si¢ reprezentacji szeregoéw czaso-
7 |transfor- | wych. Sa stosowane w dziedzinach takich jak przetwarzanie jezyka naturalnego,

mers generowanie tekstu oraz przetwarzanie danych finansowych.

Sieci Rodzaj sieci rekurencyjnych, w ktorych wagi sa ustalane na poczatku szkolenia, a
8 |echo nastgpnie nie sa juz zmieniane. Sg latwe w implementacji i znajduja zastosowanie

state w analizie i przetwarzaniu sygnatdw, finansach oraz inzynierii.

Sieci Inspirowane architekturg moézgu i dzialaja w czasie rzeczywistym. Neuromorphic
g |neuro- networks znajduja zastosowanie w dziedzinach takich jak robotyka, iot, systemy

mor- wizyjne oraz analiza sygnatow.

ficzne
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L.p.| Nazwa Opis

Sieci Wykorzystuja mechanizm uwagi do nauki reprezentacji szeregdw czasowych. Znaj-
10 attention duja zastosowanie w dziedzinach takich jak przetwarzanie j¢zyka naturalnego, prze-
twarzanie wideo oraz rozpoznawanie obrazow.

Sieci Szczegolnie skuteczne w przetwarzaniu sygnalow. Stosowane w analizie i przetwa-

1 ResNet |rzaniu sygnatow dzwigkowych oraz wibracji 1 drgan.

Przyktadem takiej techniki jest kodowanie GAF RGB (ang. Gramian Angular Field)
[118,119]. Pozwala ona na przygotowanie graficznych plikéw .png, ktorych zasto-
sowanie przyspiesza proces uczenia sieci neuronowych, wyspecjalizowanych w roz-
poznawaniu obrazow.

Zestawienie w tabeli 4 daje obraz zaledwie jednego z obszar6w zastosowan sieci
neuronowych. Wybdr odpowiedniego modelu sieci neuronowej zalezy od charakteru
danych, podlegajacych analizie oraz celu tej analizy. W przypadku predykcji noto-
wan gieldowych liczba uzytecznych architektur sieci, ktore mozna wykorzysta¢ do
realizacji takich zadan, jest jednak ograniczona, jednakze otrzymywane rezultaty
$wiadczg o duzym potencjale tych struktur.

5. Podsumowanie

W pracy przedstawiono przeglad zagadnien dotyczacych modelowania i predykcji
szeregow czasowych. W przegladzie wyodrebniono trzy czesci istotne z punktu wi-
dzenia badania szeregdéw czasowych. Kazda z tych cz¢sci dotyczy roznych aspektow
opisywanego zagadnienia:
e W pierwszej czgsci przedstawiono charakterystyke szeregow czasowych
w tym danych zawierajacych notowania rynkowe. Pokazane zostaty cztery
grupy metod analizy danych gietdowych. Szerzej opisano metody analizy
technicznej bedace elementem wielu strategii inwestycyjnych. Dokonano
przegladu wybranych narzedzi analizy technicznej stosowanych do auto-
matyzacji prac analitycznych.
e Zkolei wdrugiej czesci omowiono metody algorytmiczne pomocne w ana-
lizie szeregdw czasowych. Na wstepie pokazana zostata grupa algorytmow
i metod uzywanych na etapie wstepnego przygotowania danych. Dalej opi-
sano kluczowe metody algorytmiczne, nalezace do obszaru uczenia ma-

szynowego, ktorych zakres stosowania obejmuje rowniez predykcje. W tej
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czeg$ci przedstawiono rowniez informacje o predykcji i sposobach jej
oceny.

W czgsci trzeciej zaprezentowano sieci neuronowe przydatne w analizie
oraz predykcji szeregow czasowych. Opisano histori¢ powstania i rozwoju
sieci neuronowych oraz pokazano ich og6lng taksonomi¢. Omowiono wy-
brane sieci reprezentujace grupe tzw. uczenia nadzorowanego jak rowniez
sieci uczace si¢ w trybie nienadzorowanym. Zestawiono rowniez wiasno-

$ci sieci neuronowych w odniesieniu do analizy szeregdw czasowych.

Zebrane w artykule informacje przegladowe dotyczace struktur przetwarzajacych

dane zawarte w szeregach czasowych, rysuja pewien obszar do prowadzenia badaf,

ktoéry moze by¢ rozszerzony i objac sieci hybrydowe oraz rozbudowane zastosowa-

nie metod uczenia zespolowego. Stwarza to perspektywe na zwigkszenie efektyw-

nosci przetwarzania danych oraz na uzyskiwanie coraz lepszych wynikow predykcji.

Dynamiczny rozwdj badan teoretycznych oraz obserwowane obecnie efekty wdrozen

sztucznej inteligencji (Al), przynosza wiele optymizmu w odniesieniu do osiggania

znaczacych rezultatow z zastosowaniem takich technologii.
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Selected problems of time series analysis

Abstract

The article provides an overview of selected problems related to the analysis and pre-
diction of time series containing stock market data. The taxonomy of time series is
presented, and the main directions encountered in the analysis of financial data are
characterized. Selected tools of technical analysis are described in more detail. Sub-
sequent chapters provide a review of selected machine learning methods, divided into
a section on algorithmic methods and a section on neural networks useful in the ana-

lysis and prediction of time series.
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